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Vorwort


 »Es ist ganz wahr, was die Philosophie sagt, dass das Leben rückwärts verstanden werden muss. Aber darüber vergisst man den anderen Satz, dass vorwärts gelebt werden muss.«


 – SØREN KIERKEGAAR‌D





 Zu den vielen Eigenheiten, die uns menschlich machen und von anderen Tieren unterscheiden, gehört wohl der Zwang, zurückzublicken. Ich kann mir kaum vorstellen, dass eine andere Spezies mitten in der Nacht über verpassten Chancen oder Aufträgen brütet. Doch gehört diese Rückschau auf unser Wirken als Spezies für uns auch zu einem Lernprozess. Wir befassen uns aus einer höheren Perspektive mit Geschichtsaufzeichnungen und sehen uns an, welche Fortschritte wir gemacht haben – von der Zähmung des Feuers bis hin zur Entwicklung des Mikrochips. Und dann versuchen wir, den Sinn dahinter zu verstehen.


 Kierkegaards Postulat vom vorwärts gelebten, doch rückwärts verstandenen Leben bedeutet vielleicht nur, dass wir uns der Vergangenheit erinnern und im besten Fall (ungenaue) Aufzeichnungen davon bewahren. Mögen er und George Santayana mir verzeihen, wenn ich behaupte, dass ein Verständnis der Geschichte uns nicht davor bewahrt, sie zu wiederholen. Ein kurzer Blick in die Nachrichten beweist, dass ich recht habe. Somit ist die Vergangenheit selbst dort unzuverlässig, wo wir aus gemachten Fehlern lernen möchten. Nur die Zukunft ist gewiss, denn wir können sie beeinflussen.


 Das bringt mich zu den Zukunftsforschern, zu denen auch der Verfasser dieses wunderbaren Buches gehört. Wenn solche Menschen hören, dass die Gebrüder Wright den Traum vom Fliegen umgesetzt haben, haben sie Billigflieger, Luftfahrt-Drehkreuze und Menschen auf dem Mond vor Augen. Diese Historiker des Jetzt widmen sich der Gegenwart. Statt zu fragen, wie man die Risiken der Vergangenheit vermeiden kann, geht es für sie darum, bestmöglich von den Vorteilen zu profitieren, die die Zukunft bietet. Stift und Papier – oder das Tablet – in der Hand, finden wir sie an den Grenzen der bekannten Wissenschaft und Technik. Sie befragen die Pioniere und Wegbereiter und sogar die Wagemutigen, die über den Rand der Erdscheibe gefallen sind. Sie sprechen mit Erfindern, Wissenschaftlern, Forschern, Querdenkern und Träumern. Sie hören zu, sie sehen genau hin, sie filtern, und sie gewinnen gebietsübergreifende Erkenntnisse und Wissen, um uns allen den Sinn davon zu vermitteln. In Deep Medicine erfahren Sie, welch beeindruckend intellektuellen und außergewöhnlich kreativen Dienst diese Menschen uns damit erweisen. Diese Aufgabe nutzt beide Gehirnhälften – die logische wie die emphatische – und auch die Musen. Darum ist dieses Buch zu gleichen Teilen Inspiration und Exposition.


 Mit Deep Medicine entführt Eric Topol uns zum dritten Mal auf eine Entdeckungsreise in die Zukunft. Betrachtet man seine bisherigen Bücher in der Rückschau, wird seine Weitsicht offenkundig. In Deep Medicine erklärt er, dass wir im vierten industriellen Zeitalter leben und uns inmitten eines so tief greifenden Wandels befinden, dass die Erfindung der Dampfkraft, der Eisenbahn, der Elektrizität, der Massenfertigung und sogar das Computerzeitalter dagegen verblassen. In diesem vierten industriellen Zeitalter dreht sich alles um Künstliche Intelligenz‌ (KI‌), Robotik‌ und Big Data‌. Es kündet von einer umwälzenden Revolution, die sich bereits heute in unsere Lebens- und Arbeitsweise zeigt – und vielleicht sogar in unserer Art zu denken. Es bietet uns großartige Chancen, birgt aber auch das Risiko, den großen Graben zwischen jenen, die viel haben, und jenen, die mit jedem Jahr weniger haben, zu vertiefen.


 Diese Revolution wird jedes menschliche Bestreben überholen, die Medizin eingeschlossen. Gerade die Medizin befindet sich heute in einer Krise. Als Berufsstand haben wir unsere Patienten trotz all der außergewöhnlichen Fortschritte in der Kunst und Wissenschaft der Heilkunde in den letzten vier Jahrzehnten zu häufig enttäuscht. Wir beachten bewährte Richtlinien nicht, und wir haben verlernt, den einzelnen Menschen vor uns wirklich zu sehen. Wir kennen sein Genom, aber wir hören ihm nicht zu. Wir erkennen das gebrochene Herz vor uns nicht. Wir übersehen die Neurofibrome auf seiner Haut, obwohl sie für die anfallsartige Hypertonie von Bedeutung sind, weil wir nicht die Zeit haben, die der Patient zum Entkleiden benötigt, und weil es Zeit kostet, den Körper zu betrachten anstelle des Monitors. Wir übersehen die eingeklemmte Hernie bei einem älteren Patienten, die Ursache für sein Erbrechen ist, und warten stattdessen auf eine teure CT und die Radiologin, die uns sagt, was wir mit eigenen Augen hätten sehen können. Länder mit den höchsten Ausgaben für das Gesundheitswesen schneiden im Gegensatz zu solchen, in denen sehr viel weniger Geld bereitsteht, bei grundlegenden Kennzahlen wie der Säuglingssterblichkeit schlechter ab. Ich finde es bezeichnend, dass Deep Medicine mit einer tiefsinnigen, persönlichen und aufschlussreichen Anekdote aus der schmerzhaften und schlimmen medizinischen Geschichte des Autors beginnt, in der dieser nicht als Person wahrgenommen wurde, die an einer seltenen Erkrankung leidet.


 Es ist wenig überraschend, dass die Technologie trotz der bahnbrechenden Möglichkeiten, den Körper zu erfassen, seine Molekularstruktur zu bestimmen und zu überwachen, ebenso blind wie der Mensch sein kann. Ein herausragendes Beispiel ist die elektronische Krankenakte‌, die heute in den meisten amerikanischen Krankenhäusern genutzt wird. Diese Akte wurde für Abrechnungszwecke konzipiert, nicht als Arbeitshilfe für Ärztinnen und Krankenpfleger. Sie hat das Wohlbefinden von Ärzten beeinträchtigt und ist der Grund für Burn-out und Erschöpfung. Das System hat zu Unaufmerksamkeit gegenüber dem Patienten geführt, indem es diesen durch einen neuen Fokus im Untersuchungszimmer ersetzt hat: den Monitor, der unseren Blick fesselt und vom Menschen abzieht. Anatole Broyard‌ wünscht sich in seinem Buch Intoxicated by My Illness, einer quälenden Geschichte des letztendlich tödlichen Kampfes eines Mannes gegen den Prostatakrebs, von seinem Urologen, dass dieser »sich vielleicht fünf Minuten mit meiner Lage befassen solle, mir nur dieses eine Mal seine ganze Aufmerksamkeit widmen und einen kurzen Augenblick sein Mitgefühl zeigen, über den Körper auch die Seele untersuchen solle, um mein Leiden wirklich zu begreifen, denn jeder Mensch leidet auf seine eigene Weise«.1 Diese beschämende Aussage aus einer Zeit kurz vor Einführung elektronischer Krankenunterlagen drückt das fundamentale Bedürfnis eines jeden Kranken aus. Sie ist zeitlos und – so vermute ich – unveränderlich, auch wenn sich unsere Welt verändert. Es lässt sich wirklich nicht oft genug wiederholen: Jeder Mann und jede Frau leidet auf seine bzw. ihre eigene Weise.


 Ich bin gespannt auf die Zukunft und freue mich über die Möglichkeit, Big Data in den Griff zu bekommen. Allein, weil wir mit künstlicher Intelligenz und Deep Learning‌ gewaltige Datenmengen durchsuchen und Erkenntnisse daraus gewinnen können, wird die Genauigkeit von Diagnosen und Prognosen dramatisch besser werden. Damit will ich keinesfalls sagen, dass diese Technologien den Menschen ersetzen werden. Vielmehr stellen sie Empfehlungen zur Verfügung, die vielleicht genauer denn je sind. Doch diese Empfehlungen müssen von einem intelligenten, fürsorglichen und aufmerksamen Arzt und Pflegeteam auf und gemeinsam mit dem einzelnen Menschen, um den es geht, abgestimmt werden. Vor mehr als 2.000 Jahren sagte Hippokrates: »Es ist wichtiger zu wissen, welche Person eine Krankheit hat, als zu wissen, welche Krankheit eine Person hat.« 1981 schrieben Robert Califf‌ und Robert Rosati‌ in einem Leitartikel über die Nutzung von Computern bei der Gefahrenabschätzung nach der Interpretation von Belastungs-EKGs: »Die korrekte Interpretation und Nutzung computergestützter Daten ist ebenso sehr von umsichtigen Ärzten abhängig wie jede andere bisherige Datenquelle.«2 Dieses zeitlose Prinzip behält seine Gültigkeit, sofern es um Menschen und nicht um Autoteile am Fließband geht.


 Letztlich kommen wir zu dem ruhmreichen Schluss, dass wir Menschen sind, körperliche Wesen, ein Geist mit all seiner Komplexität in einem ebenso komplexen Körper. Das Zusammenspiel zwischen diesen beiden bleibt ein Mysterium. Kein Geheimnis ist allerdings: Wenn wir krank sind, wünschen wir inniglich, dass man sich um uns kümmert. Erkrankungen machen aus uns kleine Kinder, und das gilt bei schweren Erkrankungen umso mehr. Und natürlich fordern wir die neueste Technik, wissenschaftliche Präzision, die beste Therapie und einen Arzt, der uns »kennt«. Dieses Kennen soll anders als zu Hippokrates’ Zeiten auch das Wissen um das Genom, das Proteom, das Metabolom, das Transkriptom, KI-gestützte Prognosen usw. umfassen. Dennoch: Vor allem wünschen wir uns, dass all dieses Wissen von einem fürsorglichen, mitfühlenden Team aus Ärzten und Pflegern angewandt wird. Unser Arzt – ein interessierter Mensch, keine Maschine – soll uns seine Zeit schenken und uns sorgfältig untersuchen. Das gilt auch dann, wenn nur der Krankheitsherd ohne Biopsie, Bildgebung oder medizinischen Bericht gesucht wird, damit wir als Person wahrgenommen werden und unser Schmerz durch Berührung der entsprechenden Stelle erfasst wird. Wie schon Peabody es vor vielen Jahren ausdrückte: »The secret of the care of the patient is caring for the patient.« (Das Geheimnis der Fürsorge ist es, sich um den Patienten zu sorgen.) Er wollte damit ausdrücken, dass Zuwendung‌ und Fürsorge‌ für den Patienten aktiv gelebt werden müssen. Es geht um die Interaktion zwischen Behandelndem und Behandeltem, also viel mehr als der einfache Begriff »Pflege« im Deutschen auszudrücken vermag.


 Diejenigen, die sich um uns kümmern, sollen unser Innerstes kennen, unsere tiefsten Ängste, das, wofür wir leben, und das, wofür wir sterben würden.


 Das ist unser tiefstes Verlangen und wird es immer sein.


 Abraham Verghes‌e, MD


 Department of Medicine, Stanford University



Anmerkung zur deutschen Ausgabe


 Im vorliegenden Buch beschreibt der amerikanische Arzt Eric Topol, wie Deep Learning und Künstliche Intelligenz gegenwärtig das Gesundheitswesen umwälzen und welche Auswirkungen Deep Learning auf medizinische Anwendungen haben kann.


 Der Autor gibt auch einen Einblick in die Entstehungsgeschichte der Künstlichen Intelligenz (KI). Dabei legt er seinen Schwerpunkt auf Entwicklungen in der Anglosphäre, auch wenn Deep Learning (DL) und die moderne KI an Orten erfunden wurden, wo Englisch keine offizielle Sprache ist. Auch im medizinischen Bereich wurden internationale Wettbewerbe durch DL erstmals durch Forscher gewonnen, die nicht aus der Anglosphäre stammen. Deshalb finden Sie am Ende des Buches ein ergänzendes Nachwort von Professor Jürgen Schmidhuber, in dem er die im Rest des Buches nicht berücksichtigten Pioniere des Gebiets hervorhebt.



Kapitel 1: 
Einführung in Deep Medicine


 »So dürfen wir hoffen, nicht einfach eine schöne neue Welt zu erreichen, keine perfektionistische Utopie, sondern das bescheidenere und viel begehrenswertere Ziel – eine wirklich menschliche Gesellschaft.«


 – ALDOUS HUXLEY‌, 1948





 »Lassen Sie sich von Ihrem Internisten ein Antidepressivum verschreiben«, hörte ich von meinem Orthopäden. Meine Frau und ich starrten einander mit großen Augen ungläubig an. Schließlich war ich nicht einen Monat nach meiner OP, einer Implantation einer Kniegelenksprothese‌, ins Krankenhaus gekommen, um psychiatrische Ratschläge zu erhalten. 


 Ich hatte aufgrund einer seltenen Erkrankung namens Osteochondrosis dissecans‌ schon seit dem Teenager-Alter Probleme mit den Knien. Die Ursache dieser Krankheit ist noch immer unbekannt, aber ihre Auswirkungen sind vertraut. Als ich im Alter von 20 Jahren mit der Ausbildung an der medizinischen Hochschule begann, war bei mir bereits ein freier Gelenkkörper entfernt worden, und ich hatte umfangreiche chirurgische Eingriffe an beiden Knien hinter mir. Im Laufe der nächsten 40 Jahre musste ich körperliche Aktivitäten immer weiter einschränken und beispielsweise auf Laufen, Tennis, Wandern und den Ellipsentrainer verzichten. Sogar normales Gehen wurde trotz Steroid- und anderen intraartikulären Injektionen ins Knie zur schmerzhaften Angelegenheit. So bekam ich im Alter von 62 Jahren ein neues linkes Knie, wie auch mehr als 800.000 andere Amerikaner. Der Knieersatz zählt damit zu den häufigsten operativen Eingriffen in den USA. Mein Orthopäde hielt mich für den perfekten Kandidaten: Ich war relativ jung, schlank und körperlich fit. Seiner Aussage nach war der einzige nennenswerte Nachteil ein ein- bis zweiprozentiges Infektionsrisiko. Tatsächlich lernte ich ein weiteres Risiko schmerzhaft kennen.


 Am zweiten Tag nach der Operation begann ich mit dem dafür üblichen und, so wurde mir gesagt, einzigen Physiotherapieprogramm. Dabei wird das Knie intensiv gebeugt und gestreckt, um eine Narbenbildung im Gelenk zu verhindern. Ich war nicht zu einer nennenswerten Beugung imstande. Daher stellte ich den Sattel meines Trimmrads weit nach oben und schrie während der ersten Umdrehungen vor Schmerzen. Selbst Oxycodon half nicht. Einen Monat später war mein Knie lila, extrem geschwollen, schrecklich steif und weigerte sich nach wie vor, beim Beugen mitzumachen. Es tat so weh, dass ich höchstens eine Stunde am Stück schlief – und immer wieder vor Schmerzen weinen musste. Wegen dieser Weinkrämpfe empfahl mein Orthopäde den Einsatz von Antidepressiva. Verrückt, nicht wahr? Doch dann empfahl der Chirurg eine intensivierte Physiotherapie, obwohl es mir nach jeder Sitzung schlechter ging. Ich konnte das Therapiezentrum kaum verlassen oder mich ins Auto setzen, um nach Hause zu fahren. Die schrecklichen Schmerzen, die Schwellung und die Steifigkeit blieben beharrlich. Ich suchte verzweifelt nach Erlösung: Akupunktur, Elektroakupunktur, Kaltlaser-Therapie, elektrische Stimulation (TENS), topische Salben und Nahrungsergänzungsmittel wie Kurkumin, Sauerkirsche und viele mehr. Dabei war ich mir völlig im Klaren darüber, dass keines dieser Mittel einen in Studien nachgewiesenen Effekt hat.


 Meine Frau unterstützte mich die ganze Zeit und stieß zwei Monate nach der OP auf ein Buch mit dem Titel Arthrofibrosis (Gelenkversteifung). Der Begriff war mir nicht geläufig, aber genau daran litt ich. Eine Gelenkversteifung‌ oder Arthrofibrose ist eine Komplikation, die in zwei bis drei Prozent der Fälle nach einem Knieersatz auftritt. Damit ist sie zwar ein seltener Umstand, aber immer noch häufiger als das Infektionsrisiko, vor dem mein Orthopäde gewarnt hatte. Schon auf der ersten Seite beschreibt das Buch meinen Fall kurz und knapp: »Arthrofibrose‌ ist eine Katastrophe«, so heißt es dort. Genauer erklärt handelt es sich bei der Arthrofibrose um eine bösartige Entzündungsreaktion nach einem Knieersatz – zum Beispiel die Abstoßung eines künstlichen Kniegelenks, was zu einer heftigen Narbenbildung führt. Also fragte ich meinen Orthopäden bei der Kontrolluntersuchung nach zwei Monaten, ob ich wohl an Arthrofibrose leide. Er bestätigte mir das ohne Umschweife und fügte hinzu, dass er im ersten Jahr nach der OP nur wenig für mich tun könne. Man müsse der Entzündung ihren Lauf lassen, bevor er später das Narbengewebe entfernen könne. Schon bei dem Gedanken, dass ich ein ganzes Jahr so weitermachen oder mich einer weiteren Operation unterziehen müsse, wurde mir schlecht.


 Ein Freund riet mir dann dazu, eine andere Physiotherapeutin aufzusuchen. In ihrer vierzigjährigen Praxis hatte sie bereits viele Patienten mit Osteochondrosis dissecans erlebt und wusste, dass die übliche Physiotherapie‌ für Patienten wie mich der schlechteste Ansatz überhaupt ist. Anstelle einer starken, erzwungenen Bewegung für maximales Beugen und Strecken des Knies (das in diesem Fall zu vermehrter Narbenbildung führte), ging sie die Sache langsam und vorsichtig an. Zuerst wurde mir aufgetragen, nicht mehr mit Gewichten zu arbeiten und auch die Übungen einzustellen. Vielmehr sollte ich Entzündungshemmer einsetzen. Sie notierte handschriftlich ihre Anweisungen für mich und schrieb mir jeden zweiten Tag eine SMS, um sich nach dem Befinden »unseres Knies« zu erkundigen. Das war meine Rettung, und schon bald befand ich mich auf dem Weg der Genesung. Noch heute, Jahre später, muss ich täglich Kniebandagen anbringen, weil mein Knie so schlecht heilt. Einen Großteil dieser Qualen hätte ich mir ersparen können.


 Wie Sie in diesem Buch erfahren werden, hätte Künstliche Intelligenz (KI) vorhersagen können, dass nach meiner OP mit Schwierigkeiten zu rechnen gewesen wäre. Eine umfassende Nachforschung in der medizinischen Literatur – sofern denn Physiotherapeutinnen wie die meine ihre Erkenntnisse geteilt hätten – hätte vermutlich gezeigt, dass bei mir eine abweichende, maßgeschneiderte Physiotherapie nötig war. Doch nicht nur Mediziner würden von einem umfassenderen Wissen hinsichtlich der Risiken für ihre Patienten profitieren. Auch für die Patienten selbst wäre ein virtueller medizinischer Assistent‌ auf dem Smartphone oder in den eigenen vier Wänden nützlich, der sie vor dem hohen Risiko einer Arthrofibrose im Rahmen der üblichen Physiotherapie warnt. Ein solcher Assistent könnte mir sogar Ansprechpartner für eine sanfte Rehabilitation nennen und so machen Sorgen vorbeugen. Doch leider war mir die Gefahr nicht bekannt, und mein Orthopäde hatte die Osteochondrosis dissecans in meiner Krankengeschichte bei der Risikoabschätzung überhaupt nicht in Betracht gezogen – obwohl er später bestätigte, dass sie wesentlich zu meinen schwerwiegenden Problemen beigetragen hatte.


 Vieles, was im Gesundheitswesen schief läuft, lässt sich nicht durch moderne Technologien, Algorithmen oder Maschinen beheben. Die roboterhafte Antwort meines Arztes auf meine Verzweiflung ist stellvertretend für diesen Mangel bei der Behandlung. Gewiss war die Operation fachmännisch ausgeführt worden – aber das ist nur Technik. Der Gedanke, Medikamente gegen Depressionen zu verschreiben, zeigt deutlich den Mangel an menschlicher Verbundenheit und Empathie, der im medizinischen Sektor heute vorherrscht. Natürlich war ich deprimiert, aber diese Depression war nicht die Wurzel des Übels: Mein Problem waren die starken Schmerzen und die an den Blechmann aus dem Zauberer von Oz erinnernde Beweglichkeit. Das fehlende Mitgefühl des Orthopäden war greifbar. In all den Monaten nach dem Eingriff hat er mich nicht einmal kontaktiert, um zu erfahren, wie es mir geht. Die Physiotherapeutin dagegen verfügte nicht nur über das medizinische Fachwissen und die Erfahrung, um meinen Zustand zu erkennen, sondern war auch wirklich um mich besorgt. Kein Wunder, dass wir in Amerika unter einer Opioidkrise leiden, wenn es doch für Ärzte so viel einfacher ist, Medikamente zu verschreiben als den Patienten zuzuhören und Verständnis für sie aufzubringen.


 Nahezu jeder Mensch mit einer chronischen Erkrankung musste das schon am eigenen Leib erfahren. Zum Glück für mich bin ich Teil des medizinischen Systems. Aber wie Sie gelesen haben, ist das Problem so allgegenwärtig, dass selbst Insider nicht genug wissen, um eine gute Betreuung zu gewährleisten. Künstliche Intelligenz allein wird das Problem auch nicht lösen. Dazu bedarf es schon menschlicher Eingriffe. Wenn Maschinen intelligenter werden und uns so manche Aufgabe abnehmen, finden die Menschen vielleicht die Zeit dafür, wieder menschlich zu sein.


 Die KI in der Medizi‌n ist keine Zukunftsmusik. Bereits jetzt rettet sie Leben. Ein enger Freund, Dr. Stephen Kingsmore, ist medizinischer Genetiker und leitet ein wegweisendes Programm am Rady Children‘s Hospital in San Diego. Kürzlich erzielten sein Team und er einen Guinness World Record für die vollständige Sequenzierung und Analyse eines Genoms aus einer Blutprobe binnen 19,5 Stunden.1


 Vor einer Weile wurde dort ein gesunder Junge mit seiner stillenden Mutter drei Tage nach der Geburt entlassen. Doch an seinem achten Lebenstag kam die Mutter mit ihm in die Notaufnahme des Rady‘s. Er hatte ständig Krampfanfälle, auch Status epilepticus‌ genannt. Doch von einer Infektion keine Spur. Eine Computertomografie zeigte keine Besonderheiten des Gehirns, im Elektroenzephalogramm waren lediglich die unablässigen Anfälle sichtbar. Unzählige starke Medikamente brachten keine Linderung, sondern verstärkten die Anfälle noch. Hirnschäden und sogar der Tod waren zu befürchten.


 Dann wurde eine Blutprobe zur schnellen Genomsequenzierung‌ an das Rady‘s Genomic Institute übergeben. Die Sequenz umfasste 125 Gigabyte an Daten. Das Genom des Säuglings unterschied sich an nahezu 5 Millionen Stellen vom Standard. In nur 21 Sekunden verarbeitete eine als NLP‌ (Natural Language Processing oder Verarbeitung natürlicher Sprache) bezeichnete KI die elektronische Krankenakte des Kindes und ermittelte 88 phänotypische Merkmale (das sind körperliche Veränderungen durch die Krankheit) – und damit mehr als zwanzig Mal so viele, wie die Ärzte notiert hatten. Machine-Learning-Algorithmen‌ durchsuchten die etwa 5 Millionen genetischen Varianten in rasantem Tempo; das Ergebnis waren rund 700.000 seltene Varianten, von denen 962 als Krankheitsursachen bekannt sind. Unter Einbeziehung der phänotypischen Daten des Jungen schlug das System eine Variante im Gen ALDH7A1 als wahrscheinlichste Ursache vor. Diese Variante ist sehr selten und tritt bei weniger als 0,01 Prozent der Bevölkerung auf. Sie führt zu einer Stoffwechselstörung, die ihrerseits Krampfanfälle verursacht. Zum Glück lassen sich die Auswirkungen durch Gabe von Vitamin B6 und Arginin – eine Aminosäure – bei gleichzeitiger Beschränkung von Lysin – ebenfalls eine Aminosäure – eliminieren. Sobald diese Änderungen in seiner Ernährung umgesetzt waren, hörten die Anfälle schlagartig auf, und der Junge konnte nur 36 Stunden später nach Hause! Bei den Kontrolluntersuchungen war er völlig gesund, ohne jedes Anzeichen einer Hirnschädigung oder verzögerten geistigen Entwicklung.


 Das Leben des Kindes konnte nur durch die Bestimmung der Hauptursache seiner Krankheit gerettet werden. Nur wenige Krankenhäuser weltweit sequenzieren das Genom kranker Neugeborener und setzen Künstliche Intelligenz ein, um die Informationen über den Patienten und das Genom miteinander zu verknüpfen. Gut möglich, dass sehr erfahrene Ärzte irgendwann die richtige Behandlung gefunden hätten. Doch Computer und Maschinen können diese Aufgabe sehr viel schneller und besser als Menschen erledigen.


 Die Kombination aus den Anstrengungen und Fähigkeiten von Mensch und KI führen zu Synergien, von denen die Patienten und die Medizin profitieren. Bevor wir uns jedoch zu sehr in die Möglichkeiten der KI hineinsteigern, möchte ich von einem Erlebnis mit einem meiner Patienten berichten.


 »Ich will diese Behandlung«, forderte mein Patient neulich bei einem Gespräch.


 Der weißhaarige, blauäugige Siebzigjährige hatte im Laufe seines Lebens mehrere Firmen geführt und litt an einer seltenen und schweren Lungenerkrankung namens idiopathische Lungenfibrose (idiopathisch heißt bei Medizinern übrigens, dass die Ursache unbekannt ist). Es stand so schlimm, dass er und sein Pulmonologe für den Fall einer weiteren Verschlimmerung eine Lungentransplantation in Betracht zogen. Vor diesem Hintergrund kam ein neues Symptom hinzu: eine frühe Form der Fatigue (starke Erschöpfung), durch die er nicht mehr in der Lage war, um den Block zu laufen oder eine Bahn zu schwimmen. Sein Lungenarzt hatte Lungenfunktionstests durchgeführt, doch diese wiesen keine Veränderungen auf. Damit war ziemlich sicher, dass die Lunge nicht der Grund für den Erschöpfungszustand war.


 Er besuchte mich in Begleitung seiner Frau; beide waren sehr besorgt und deprimiert. Er schleppte sich mühsam ins Behandlungszimmer. Seine Blässe und der resignierte Blick schockierten mich. Die Ehefrau bestätigte seine Beschreibung der Symptome: Seine Mobilität war stark eingeschränkt, ebenso die Bewältigung der täglichen Aktivitäten, von sportlicher Betätigung gar nicht zu sprechen.


 Nachdem ich seine Vorgeschichte geprüft und ihn untersucht hatte, brachte ich die Möglichkeit einer Herzerkrankung ins Spiel. Einige Jahre zuvor hatte er beim Gehen Schmerzen in der Wade gehabt und erhielt einen Stent in der Hüftarterie des linken Beins. Ich vermutete eine mögliche Cholesterinansammlung in einer Herzkranzarterie, obwohl bis auf sein Alter und Geschlecht keine weiteren Risikofaktoren für eine Herzkrankheit präsent waren. Also verschrieb ich eine Computertomografie zur Kartierung seiner Arterien. Die rechte Herzkranzarterie wies eine 80-prozentige Verengung auf, doch die anderen beiden waren kaum betroffen. Das passte nicht zusammen. Tatsächlich trägt die rechte Herzkranzarterie nur unwesentlich zur Versorgung des Herzmuskels bei. In meinen 30 Jahren als Kardiologe (davon 20, in denen ich verengte Herzkranzgefäße öffnete), war mir noch kein Patient untergekommen, der an einer derartigen Erschöpfung litt, bei dem nur die rechte Arterie betroffen war.


 Ich erklärte den beiden, dass die Sache für mich keinen Sinn ergab. Möglicherweise lagen zwei unzusammenhängende Diagnosen vor, und der Zustand der Arterie hatte nichts mit seiner Erschöpfung zu tun. Allerdings deutete die schwere Lungenerkrankung durchaus darauf hin, dass die Verengung eine Rolle spielte. Leider wuchs durch das Lungenproblem auch das Behandlungsrisiko.


 Ich überließ die Entscheidung also ihm. Er dachte ein paar Tage nach und entschied sich dann für einen Stent in der rechten Herzkranzarterie. Ich war überrascht, denn lange Jahre hatte er sich gegen jegliche Behandlung und sogar Arzneimittel gesträubt. Interessanterweise fühlte er sich nach dem Eingriff viel kräftiger. Da der Stent über sein Handgelenk eingeführt worden war, konnte er schon wenige Stunden später nach Hause. Am selben Abend hatte er einen längeren Spaziergang hinter sich, und vor Ablauf einer Woche schwamm er bereits mehrere Bahnen. Er fühlte sich, so sagte er, stärker und besser als seit Jahren. Und noch Monate danach nahm seine Ausdauer zu.


 Warum ich das erzähle? Nun, ein Computeralgorithmus hätte diese Diagnose nicht gestellt. Bei all dem Hype darüber, wie KI das Gesundheitswesen umkrempelt: Hätte man die KI mit der Krankenakte dieses Patienten und der gesamten medizinischen Literatur gefüttert, wäre sie nie zu dem Schluss gekommen, diesen Eingriff durchzuführen. Es gibt nämlich keine Hinweise darauf, dass ein Öffnen der rechten Herzkranzarterie Erschöpfungszustände mindert – und eine KI kann nur das lernen, was sie in den bereitgestellten Daten findet. Versicherungen, die Algorithmen bei der Prüfung einer Kostenübernahme einsetzen, hätten ziemlich sicher jede Erstattung abgelehnt.


 Und doch ging es dem Patienten danach wesentlich und dauerhaft besser. War das eine Placebo-Reaktion? Das ist recht unwahrscheinlich. Ich kannte den Mann schon viele Jahre, und er spielt jede Änderung eines Gesundheitszustands – ob positiv oder negativ – herunter. Bei ihm kommt Begeisterung nur mit angezogener Handbremse vor, man könnte ihn fast als Griesgram bezeichnen. Er wäre der letzte Mensch, von dem ich eine so positive Reaktion auf ein Placebo erwarte.


 In der Rückschau gibt es wahrscheinlich einen Zusammenhang mit der Lunge. Eine Lungenfibrose‌ führt zu hohem Druck in den Lungenarterien, welche die Lunge mit Blut versorgen. In der Lunge wird das Blut dann mit Sauerstoff angereichert. Die rechte Herzkammer pumpt das Blut zur Lunge. Der hohe Blutdruck in den Arterien bedeutet, dass Blut unter hohem Kraftaufwand hinein transportiert werden muss. Dadurch wird die rechte Herzkammer stark belastet. Der Stent in der rechten Herzkranzarterie, die zur rechten Herzkammer führt, hat dann diese Last gemildert. Eine derart komplexe Interaktion des Blutkreislaufs einer Person mit einer seltenen Lungenerkrankung war in der medizinischen Literatur nicht belegt.


 Der Fall mahnt uns, dass jeder von uns vielschichtig ist und niemals ganz und gar von einer Maschine verstanden werden kann. Gleichzeitig hebt er die Bedeutung der Menschlichkeit in der Heilkunde hervor: Uns als Ärzten ist schon lange klar, dass Patienten ihren Körper am besten kennen und wir deshalb gut zuhören sollten. Algorithmen sind kalte, unmenschliche Prognosewerkzeuge, die das menschliche Wesen nicht kennen können. Letztendlich hatte der Patient in diesem Fall das Gefühl, dass die Arterienverengung die Ursache war – und er hatte Recht. Ich war skeptisch und hätte mir das Ergebnis nicht ausmalen können. Natürlich habe ich mich sehr über die Besserung gefreut.


 


 Die Künstliche Intelligenz‌ hat sich langsam in den Alltag eingeschlichen. Sie ist bereits allgegenwärtig, von der Autokorrektur im Smartphone, den Empfehlungen auf Basis unseres Google-Suchverlaufs oder den gehörten Songs bis hin zu Alexa, die unsere Fragen beantwortet oder das Licht ausmacht. Die ersten KI-Konzepte entstanden vor mehr als 80 Jahren, der Begriff selbst wurde in den 1950ern geprägt, aber das wahre Potenzial im Gesundheitswesen gelangt erst neuerdings in unser Bewusstsein. Die Künstliche Intelligenz‌ in der Heilkunde verspricht uns eine ganzheitliche Übersicht der medizinischen Daten einer Einzelperson, eine bessere Entscheidungsfindung, das Vermeiden von Fehldiagnosen und unnötigen Behandlungen, Hilfe beim Sortieren und Interpretieren geeigneter Untersuchungen und Behandlungsempfehlungen. All das ist auf der Grundlage von Daten möglich. Wir befinden uns mitten im Zeitalter von Big Data‌: Jedes Jahr fallen weltweit Zettabytes an Daten an – ein Zettabyte ist eine 1 mit 21 Nullen und entspricht einer Milliarde Terabytes. Damit ließen sich etwa eine Billion Smartphones füllen. In der Medizin nehmen große Datensätze die Form von Sequenzen des vollständigen Genoms, hochauflösenden Bildern und stetigen Werten tragbarer Sensoren, auch Wearables genannt, an. Und während die Daten unablässig strömen, werten wir doch nur einen winzigen Bruchteil davon aus. Schätzungen sprechen von maximal fünf Prozent oder noch weniger. Das ist so, als würde man sich in Schale werfen, ohne das Haus zu verlassen. Doch Fortschritte im Bereich der künstlichen Intelligenz erlauben uns, Herr der gewaltigen Datenmengen zu werden.


 Das Feld der KI umfasst viele Teilgebiete. So gehören logistische Regression, Bayes-Netze, Random Forests, Support Vector Machines, Expertensysteme und viele andere Hilfsmittel für die Datenanalyse zum klassischen Machine Learning‌. Mit einem Bayes-Netz‌ lassen sich Wahrscheinlichkeiten modellieren. Dieses Modell könnte für die Symptome einer Person eine Liste möglicher Diagnosen und der zugehörigen Wahrscheinlichkeiten ausgeben. Als wir in den 1990er Jahren Klassifikations- und Regressionsbäume erstellten, um den Daten eine Stimme zu verleihen und in der automatischen Analyse unseren Interpretationsbias außen vor zu lassen, nannten wir das witzigerweise noch nicht Machine Learning. Doch mittlerweile gibt es grundlegende Veränderungen bei dieser Art der Statistik, und sie wird sehr geschätzt. In den letzten Jahren finden sich AI-Tools auch in tiefen Netzmodellen, darunter im Deep Learning und im Reinforcement Learning (deutsch auch bestärkendes oder verstärkendes Lernen). In Kapitel 4 gehe ich näher darauf ein.


 Deep Learning‌ hat besonders seit 2012 Fahrt aufgenommen. Damals wurde ein heute zu den Klassikern gehörendes Paper zum Thema Bilderkennung veröffentlicht.2


 Die Anzahl der neuen KI-Algorithmen und der Veröffentlichungen zum Thema Deep Learning ist quasi explodiert (Abbildung 1.1). Besonders das exponentielle Wachstum der maschinellen Mustererkennung in gewaltigen Datenmengen fällt auf. Die Entwicklung des KI-Trainings seit 2012 wird auch in der 300.000-fachen Zunahme der pro Tag verarbeiteten Petaflops deutlich. Ein Petaflop entspricht einer Verarbeitungsgeschwindigkeit von einer Billiarde (1015) Gleitkommaoperationen pro Sekunde (Abbildung 1.2).


 In den letzten Jahren wurden mehrere Untersuchungen, die auf Deep Learning basieren, in führenden medizinischen Fachzeitschriften mit Peer Review veröffentlicht. Die medizinische Gemeinschaft war zu einem nicht geringen Teil von den Leistungen des Deep Learnings überrascht: So gibt es Untersuchungen, die behaupten, KI können bestimmte Arten von Hautkrebs ebenso gut oder vielleicht sogar besser als zertifizierte Hautärzte oder bestimmte Herzrhythmusstörungen besser als Kardiologen erkennen, medizinische Scans oder pathologische Präparate ebenso gut wie erfahrene und hochqualifizierte Radiologen oder Pathologen auswerten, verschiedene Augenkrankheiten ebenso gut wie Augenspezialisten diagnostizieren und Selbstmord besser als Experten für psychische Erkrankungen vorhersagen. 
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Abb. 1.1: Anzahl der KI-Algorithmen‌ im Deep Learning seit dem Paper zur Bilderkennung im Jahr 2012. (Quellen: Bild A nach A. Mislove, »To Understand Digital Advertising, Study Its Algorithms«, Economist (2018): www.economist.com/science-and-technology/2018/03/22/to-understand-digital-advertising-study-its-algorithms. Bild B nach C. Mims, »Should Artificial Intelligence Copy the Human Brain?«, Wall Street Journal (2018): www.wsj.com/articles/should-artificial-intelligence-copy-the-human-brain-1533355265?mod=searchresults&page=1&pos=1.)
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Abb. 1.2: Das exponentielle Wachstum (300.000-fach) in der Verarbeitung der größten KI-Trainingsläufe. (Quelle: nach D. Hernandez und D. Amodei, »AI and Compute«, OpenAI (2018): https://blog.openai.com/ai-and-compute/.)





 All diese Fähigkeiten beruhen in erster Linie auf dem Erkennen von Mustern. Computer lernen diese Muster‌ anhand von vielen Hunderttausend und bald vielleicht gar Millionen von Beispielen. Derartige Systeme sind immer besser geworden. Die Fehlerrate ist beim Lernen anhand text-, sprach- und bildbasierter Daten auf weit unter fünf Prozent gefallen und übertrifft damit den Menschen (Abbildung 1.3). Obschon es sicherlich eine Grenze gibt, an der kein weiterer Lernfortschritt mehr möglich ist, haben wir sie noch nicht erreicht. Anders als Menschen, die müde werden, einen schlechten Tag haben, emotional sein, an Schlafmangel leiden oder abgelenkt werden können, stehen Maschinen rund um die Uhr ohne Urlaub und Klagen zur Stelle. Einzig gewisse »Krankheiten« können auch Maschinen befallen ... Verständlicherweise kommt die Frage auf, welche Rolle Ärzte in der Zukunft noch spielen oder welche unvorhergesehenen Auswirkungen die KI auf den Arztberuf haben wird.


  Tabelle 1.1: Die absurden Erwartungen an die KI im Gesundheitssektor, ein Auszug

   	Ärzte in allen Bereichen übertreffen 




 


  	Das nicht Diagnostizierbare diagnostizieren 




 


  	Das Unbehandelbare behandeln 




 


  	Das Unsichtbare auf Scans und in Schichtpräparaten sehen 




 


  	Das Unvorhersehbare vorhersehen 




 


  	Das Unklassifizierbare klassifizieren 




 


  	Ineffizienzen in Abläufen eliminieren 




 


  	Stationäre Aufenthalte und Wiederaufnahmen verhindern 




 


  	Den Überdruss unnötiger Aufgaben eliminieren 




 


  	100-prozentige Einhaltung der medikamentösen Behandlung 




 


  	Keinerlei Schaden für Patienten 




 


  	Krebs heilen 




 


 

 





 Ich glaube nicht, dass Deep Learning alle Probleme der modernen Medizin heilen kann. Die Liste in Tabelle 1.1 enthält aber eine Vielzahl von Einsatzmöglichkeiten und Bereichen, in denen ein Nutzen der KI in Aussicht gestellt wurde und noch wird. Im Laufe der Zeit werden wir dank KI-Unterstützung in all diesen Bereichen Fortschritte machen. Aber es ist kein Sprint, sondern ein Marathon ohne feste Ziellinie.
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Abb. 1.3: Die zunehmende Genauigkeit der KI bei der Bild- (A) und Sprachinterpretation (B) übertrifft in genau eingegrenzten Bereichen und für von Experten gelabelte Datenmengen die menschliche Leistung. (Quellen: Bild A nach V. Sze et al., »Efficient Processing of Deep Neural Networks: A Tutorial and Survey«, Proceedings of the IEEE (2017): 105(12), 2295–2329. Bild B nach »Performance Trends in AI«, WordPress-Blog (2018): https://srconstantin.wordpress.com/2017/01/28/performance-trends-in-ai/.)





 Die Beispiele für Deep Learning sind eng begrenzt: Eine Vorhersage zur Depressionserkrankung kann keine hautärztlichen Diagnosen ersetzen. Diese Algorithmen neuronaler Netze sind auf erkennbare Muster angewiesen – hervorragend für bestimmte ärztliche Fachgruppen, die überwiegend mit bildgebenden Verfahren‌ arbeiten, darunter Radiologen und ihre Scans oder Pathologen und ihre Präparate. Diese Gruppen nenne ich »Ärzte mit Mustern‌«. Praktisch alle Kliniker haben im Alltag bis zu einem gewissen, nicht unerheblichen Maß mit Mustern zu tun, sodass auch sie von KI-Algorithmen profitieren können.


 Der Großteil der veröffentlichten Beispiele für Deep Learning bietet anders als prospektive klinische Studien an Menschen nur eine in silico‌ (d.h. im Computer ablaufende) Validierung. Diese Unterscheidung ist wichtig, denn die Untersuchung einer vorhandenen Datenmenge unterscheidet sich stark vom Datensammeln in einer echten klinischen Umgebung. Retrospektive in silico Ergebnisse stehen oft für das durch die rosarote Brille betrachtete Best-Case-Szenario und lassen sich bei einer vorausschauenden Bewertung nicht vollständig replizieren. Die Daten aus retrospektiven Studien eignen sich am besten zum Aufstellen einer Hypothese. Anschließend kann diese dann prospektiv getestet und gestützt werden, insbesondere bei unabhängiger Wiederholung.


 Das Zeitalter der KI ist in der Medizin gerade erst angebrochen. Einige nennen es Silicon Valley-dation, da sich die Medizin so lange gegen den Einsatz künstlicher Intelligenz sträubte. Derart abweisende Haltungen sind in der Medizin nicht ungewöhnlich und sind für die Gemächlichkeit, mit der Änderungen ablaufen, verantwortlich. Das sieht man deutlich: Während in vielen Gebieten die auf der KI fußende vierte industrielle Revolution bereits im vollen Gange ist, hinkt die Medizin hinterher und steckt in der Anfangsphase der dritten Revolution fest – also beim verbreiteten Einsatz von Computern und Elektronik (Abbildung 1.4). Ein Beispiel: MP3-Dateien lassen sich heute praktisch auf jedem beliebigen Abspielgerät wiedergeben. Doch in der Medizin gibt es noch immer kein weit verbreitetes und anwenderfreundliches Format für elektronische Akten.
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Abb. 1.4: Die vier industriellen Revolutionen‌. (Quelle: nach A. Murray, »CEOs: The Revolution Is Coming«, Fortune (2016): http://fortune.com/2016/03/08/davos-new-industrial-revolution.)





 Ich weise hier nicht zum ersten Mal darauf hin, wie schwer sich die Medizin damit tut, neue Technologien zu nutzen. Dies ist bereits mein drittes Buch zur Zukunft der Medizin. In Creative Destruction of Medicine habe ich gezeigt, wie wir mithilfe von Sensoren, Sequenzierung, Bildgebung, Telemedizin und vielen anderen technologischen Chancen den Menschen digital erfassen und einen digitalen Wandel in der Medizin auslösen konnten. In The Patient Will See You Now habe ich Argumente dafür geliefert, wie die Medizin demokratischer werden kann. Ich habe die Behauptung aufgestellt, dass die Bevormundung mit der Zeit enden würde, da die Verbraucher und Patienten nicht einfach nur Informationslieferanten sind, sondern ihnen diese Daten auch gehören und sie einen weitaus umfassenderen Zugriff auf ihre medizinischen Daten erhalten würden und letztendlich (so sie sich dafür entscheiden) wesentlich mehr Verantwortung für ihr Wohlbefinden und ihre Betreuung übernehmen könnten.


 Das vorliegende Buch steht für die nächste Phase, das dritte »D« nach Digitalisierung‌ und Demokratisierung‌. Zugleich ist es auch das tiefgreifendste dieser drei. Welchen Eindruck Sie auch von meinem Interesse an neuen Technologien gewonnen haben mögen: Ich habe schon immer davon geträumt, mich für das so wichtige menschliche Element im Arztberuf einzusetzen und es zu fördern. Dieses dritte »D« des Deep Learnings stellt ein Gerüst zur Verfügung, an dem die medizinischen Wurzeln wachsen können: die Mensch-Mensch-Beziehung. Noch sind weder Digitalisierung noch Demokratisierung in der Medizin umgesetzt, aber es gibt langsame Fortschritte zu beobachten. Ich bin überzeugt davon, dass wir diesen Wandel vervollständigen und dabei die KI zu einem zentralen Bestandteil der Heilkunst machen werden. Den Höhenpunkt dieses Prozesses nenne ich Deep Medicine.


 Deep Medicine‌ selbst besteht aus drei Bausteinen mit dem D (Abbildung 1.5):


  [image: [Bild]]


Abb. 1.5: Die drei Hauptkomponenten des Modells der Deep Medicine‌. (Quelle (linker Teil): nach E. Topol, »Individualized Medicine from Prewomb to Tomb«, Cell (2014): 157(1), 241–253.)





 Zunächst ist da die Fähigkeit, jeden Einzelmenschen anhand aller relevanter Daten tiefgehend zu beschreiben, also die medizinische Essenz eines menschlichen Wesens zu digitalisieren. Zu diesen Daten können die medizinische, die soziale, die verhaltensbezogene und die familiäre Vorgeschichte gehören, aber auch die eigene Biologie: Anatomie, Physiologie und Umwelt. Unsere Biologie ist vielschichtig: DNS-Genom, RNS, Proteine, Metaboliten, Immunsystem, Mikrobiom, Epigenom und vieles mehr. In der biomedizinischen Forschergemeinde wird hier häufig der Begriff Deep Phenotyping‌ oder tiefe Phänotypisierung‌ verwendet. Ein Beispiel dafür haben Sie schon kennengelernt, den Säugling mit status epilepticus. Deep Phenotyping erstreckt sich über so viele Arten von Daten, wie Sie sich vorstellen können, und unser gesamtes Leben, denn viele der hierbei interessanten Kriterien sind dynamisch und ändern sich kontinuierlich. Vor ein paar Jahren habe ich geschrieben, dass wir medizinische Daten »von der Empfängnis bis zum Grab« (engl. from prewomb to tomb) benötigen.3 Ich denke, das verdeutlicht das Konzept komplexer raum-zeitlicher Daten eindrücklich.


 Als Zweites ist da das Deep Learning, das eine große Rolle in der Zukunft der Medizin spielen wird. Es geht nicht nur um Mustererkennung und Machine Learning als Grundlage der Diagnose, sondern um viele weitere Anwendungen, darunter virtuelle medizinische Trainer, die uns Menschen dabei unterstützen, auf Gesundheit und Wohlbefinden zu achten. Im Krankenhaus werden mit maschinellem Sehen die Sicherheit der Patienten und die Qualität insgesamt optimiert. Letztendlich wird man auf Krankenzimmer verzichten können, weil die Überwachung in den eigenen vier Wänden stattfinden kann. Obwohl die Ergebnisse des Deep Learnings im Arztberuf erhebliches Potenzial haben und immer offenkundiger werden, stehen wir doch erst am Anfang. Vor nahezu fünfzig Jahren veröffentlichte William Schwartz‌ im New England Journal of Medicine den Artikel Medicine and the Computer.4 Er spekulierte, dass Computer und Ärzte in Zukunft »häufig miteinander sprechen und der Computer durchweg Notizen zum Verlauf, zu den Ergebnissen der Untersuchungen, zu Labordaten usw. anlegt, den Arzt auf die wahrscheinlichsten Diagnosen hinweist und eine angemessene, sichere Behandlung empfiehlt«. Was haben wir fünfzig Jahre später vorzuweisen? Überraschenderweise kaum etwas. Gewiss gibt es Anekdoten darüber, wie eine Google-Suche bei einer komplizierten Diagnose geholfen hat, aber das einfache Nachschlagen von Symptomen wurde nicht als fundiertes Diagnosehilfsmittel bestätigt. Vielmehr führt dies häufig zu Ungewissheit, Angst und Cyberchondrie.


  Tabelle 1.2: Ausgewählte Kennzahlen für das Gesundheitswesen in den USA, die sich in den letzten 40 oder mehr Jahren verändert haben

   	KENNZAHL




 	1975




 	HEUTE




 


 

   	Arbeitsplätze im Gesundheitswesen




 	4 Millionen




 	> 16 Millionen (größter US-Wirtschaftszweig)




 


  	Gesundheitsausgaben pro Person 




 	550 $/Jahr




 	> 11.000 $/Jahr 




 


  	Zeit für Praxisbesuche




 	60 min Erstbesuch, 30 min Kontrollbesuch




 	12 min Erstbesuch, 7 min Kontrollbesuch 




 


  	Anteil Gesundheitswesen am Bruttoinlandsprodukt




 	< 8 %




 	18 % 




 


  	Tageskosten Krankenhausbett (Durchschnitt)




 	ca. 100 $ 




 	4.600 $ 




 


  	Verschiedenes 




 	Nichts 




 	Abrechnungssystem für medizinische Leistungen (RVU), elektronische Krankenakte, Berechnungstools im Gesundheitswesen (IQWUG), Gesundheitswesen 




 


 

 





 Man kann sich vorstellen, dass die KI die Medizin von all ihren Leiden erlösen wird, darunter ungenaue Diagnosen und ineffiziente Abläufe (zum Beispiel bei Abrechnung und Codierungen), aber bis jetzt ist noch nichts davon Realität. Für Unternehmer bietet sich eine außergewöhnliche Gelegenheit, um mit Klinikern, Computerwissenschaftlern und Forschern in anderen Disziplinen (wie Verhaltenswissenschaft und Bio-Ethik) zusammenzuarbeiten und so KI und Gesundheitswesen auf die richtige Art und Weise miteinander zu verweben.


 Den dritten und wichtigsten Baustein nenne ich Deep Empathy‌, eine tiefe Empathie und ein Verständnis, eine Bindung zwischen Patient und Arzt. In den mehr als vier Jahrzehnten seit Beginn meines Medizinstudiums war ich Zeuge eines Rückgangs der menschlichen Facette in der Medizin (siehe auch Tabelle 1.2). In dieser Zeitspanne ist aus dem Gesundheitswesen nicht nur irgendein Big Business geworden, sondern Ende 2017 sogar das größte Business überhaupt. Es ist heute der größte Arbeitgeber Amerikas und hat sogar den Einzelhandel überflügelt. Die Gesundheitsausgaben‌ sind in jeder Hinsicht explodiert. Und trotz der vielen Beschäftigten und der Pro-Kopf-Ausgaben haben Ärzte immer weniger Zeit für ihre Patienten – ob in der Praxis oder im Krankenhaus. Ärzte haben zu viel zu tun. Für völlig überzogene 5.000 Dollar pro Tag im Krankenhaus sieht man den Arzt nur ein paar Minuten lang – und auch die werden gesondert in Rechnung gestellt. Ärzte hatten so viel mit der Patientenbetreuung zu tun, dass sie die Veränderungen im Gesundheitswesen einfach ignoriert haben, darunter die Einführung elektronischer Krankenakten, Managed Care sowie die Organisation von Krankenkassen und Abrechnungssystemen. Mittlerweile leidet der bisher größte Anteil an Ärzten und Pflegekräften unter Burn-out und Depressionen, weil er sich nicht mehr richtig um die Patienten kümmern kann – obwohl das für viele der ausschlaggebende Punkt bei der Berufswahl war.


 In der modernen Gesundheitsfürsorge mangelt es in erster Linie an Fürsorge‌. Uns Ärzten bleibt im Normalfall nicht genug Zeit, uns hinreichend um die Patienten zu kümmern. Und Patienten merken, dass es an Fürsorge ihnen gegenüber mangelt. Schon 1927 schrieb Francis Peabody‌: »The secret of the care of the patient is caring for the patient.«5 (Das Geheimnis der Fürsorge ist es, sich um den Patienten zu sorgen.) Die größte Gelegenheit, die die KI bietet, ist nicht eine Reduzierung von Fehlern oder der Arbeitslast oder ein Heilmittel gegen Krebs. Es ist die Gelegenheit, die kostbare und so sehr geschätzte Bindung und das Vertrauen zwischen Patienten und Ärzten – den menschlichen Kontakt – wiederzubeleben. Durch die miteinander verbrachte Zeit wäre eine sehr viel eingehendere Kommunikation und der Aufbau einer tieferen Beziehung möglich. Gleichzeitig könnten wir auf ganz neue Weise an die Auswahl und Ausbildung von Ärzten herangehen. Wir feiern »brillante« Doktoren seit Jahrzehnten. Doch mit dem Einzug der Maschinen schaffen wir für alle Kliniker die Grundlage für bessere Diagnosemöglichkeiten und einen umfassenden Fundus medizinischen Wissens. Im Laufe der Zeit werden alle Ärzte KI und Algorithmen im Arbeitsalltag nutzen. Indem wir das medizinische Wissen überall verbreiten, können wir uns einem neuen Mehrwert widmen: Der Suche nach und der Ausbildung von Ärzten, die sich durch besondere emotionale Intelligenz‌ hervortun. Mein Freund und Kollege Abraham Verghese, den ich als einen der größten Humanisten in der Medizin schätze, hat diese so wichtigen Punkte im Vorwort dieses Buches bereits betont. Falls Sie es nicht sorgfältig gelesen haben, sollten Sie dies jetzt nachholen. Es fasst gut zusammen, welchen Nutzen Deep Medicine bietet.


 


 Um den konzeptuellen Rahmen für Deep Medicine zu schaffen, möchte ich zuerst zeigen, wie die medizinische Praxis‌ heute aussieht und warum wir dringend neue Lösungen für Probleme wie Fehldiagnosen, Fehler, schlechte Ergebnisse und aus dem Ruder laufenden Kosten benötigen. Dabei spielt auch die Art der Diagnosefindung eine Rolle. Um den Nutzen und die Risiken der KI besser zu verstehen, werde ich mit Ihnen Präzedenzfälle erkunden. Dazu befassen wir uns mit Spielen, aber auch mit selbstfahrenden Autos. Ebenso bedeutsam – wenn nicht sogar noch wichtiger – ist eine Untersuchung der Haftungsfragen rund um die KI: menschliche Vorurteile oder Neigungen, die mögliche Zementierung oder Verstärkung von Ungleichheiten, die Black-Box-Funktion und Bedenken hinsichtlich Datenschutz und Sicherheit. Die Weitergabe von zig Millionen persönlichen Daten von Facebook an das Unternehmen Cambridge Analytica, das dann eine KI auf Einzelpersonen ansetzte, führt uns deutlich vor Augen, was hier schieflaufen kann.


 Anschließend können wir uns der neuen Medizin widmen, die sich die KI zunutze macht. Wir untersuchen, wie die Mustererkennung‌ die Arbeit von Radiologen, Pathologen und Dermatologen verändern wird, also der Ärzte mit Mustern. Doch die KI wird sich auf alle medizinischen Disziplinen auswirken, »Kliniker ohne Muster‌« und Chirurgen eingeschlossen. Ein Bereich, der besonders von neuen Ansätzen profitieren wird, ist die psychische Gesundheit, denn hier ist die Diskrepanz zwischen der enormen Belastung beispielsweise durch Depressionen und der begrenzten Anzahl von Fachleuten, die bei derartigen Erkrankungen Hilfe leisten oder ihnen vorbeugen können, besonders eklatant. Deshalb dürfte die KI gerade auf diesem Gebiet eine wesentliche Rolle spielen.


 Doch die KI und insbesondere das Deep Learning wird nicht nur den Arztberuf verändern. Quasi nebenher wird es auch zu einem Wandel in der biomedizinischen Wissenschaft kommen, zum Beispiel bei der Suche nach neuen Medikamenten. Mit KI können Erkenntnisse aus komplexen Datenmengen gewonnen werden: Millionen vollständiger Genomsequenzen, die Feinheiten des menschlichen Gehirns oder die integrierte Übertragung der Daten von mehreren Biosensoren zur Echtzeitanalyse. Diese Anstrengungen haben zunächst nichts mit der eigentlichen Patientenbetreuung zu tun, aber natürlich wirkt sich die Essenz aus Fortschritten in der Grundlagenforschung und Arzneimittelentwicklung stark auf das Gesamtfeld aus.


 KI kann auch andere Lebensbereiche revolutionieren, die einem Klinikbesuch in irgendeiner Weise vorgeschaltet sind. Unsere Ernährung sticht dabei hervor. Zu den unerwarteten und praxistauglichen Errungenschaften des Machine Learnings gehört aktuell die Schaffung einer wissenschaftlichen Basis für individuelle Ernährungsweisen. Das dürfte ein spannendes Thema sein: Wissen, welche Nahrungsmittel‌ im Einzelnen für eine ganz bestimmte Person am besten sind. Wir können bei Gesunden ohne Diabetes vorhersagen, welche Nahrungsmittel zu einem Anstieg des Blutzuckers führen werden. Derartige Fortschritte sind allgemeinen Ernährungsempfehlungen für alle Menschen deutlich überlegen. Denn weder die klassische Ernährungspyramide noch Mode-Diäten‌ wie Atkins oder South Beach fußen auf einer soliden, evidenzbasierten Grundlage. Wir werden uns beim Thema der künftigen intelligenten Ernährung‌ mit faszinierenden Daten und Prognosen befassen. Viele dieser Dinge, die man selbst anpacken kann, werden Teil eines virtuellen medizinischen Trainers oder Beraters sein. Ein solcher Trainer dürfte eher per Sprache gesteuert werden – ähnlich Siri, Alexa und Google Home –, aber vermutlich nicht wie eine Blechdose oder eine Zickzacklinie auf einem Bildschirm aussehen. Ich vermute ja, dass es eine Art virtueller menschlicher Avatar oder ein Hologramm sein wird oder, je nach persönlichen Vorlieben, auch ein Text-Interface oder eine E-Mail-Nachricht. Der virtuelle medizinische Trainer ist die Ausprägung des Deep Learnings für alle Daten einer Person, zentral gesammelt, ständig auf den neusten Stand gebracht, mit allen biomedizinischen Erkenntnissen verknüpft und in der Lage, Rückmeldungen und Empfehlungen zu geben. Derartige Systeme werden zu Beginn auf bestimmte Krankheitsbilder zugeschnitten sein, zum Beispiel auf Diabetes oder Bluthochdruck. Doch irgendwann werden sie zu einer Gesundheitsplattform wachsen, mit der jeder Mensch Krankheiten vorbeugen oder sie besser im Griff haben kann.


 Eine solche Macht birgt natürlich auch die Gefahr des Datenmissbrauchs‌. Ich spreche da nicht nur von den offensichtlichen Dingen wie Cyber-Diebstahl, Erpressung (Krankenhäuser müssen für eine Entschlüsselung von Daten zahlen) und Hacking, sondern auch von Verkauf und Nutzung der Daten in großem Stil für üble Zwecke. Wie besorgniserregend und wirklich inakzeptabel wäre es zum Beispiel, wenn eine Versicherung oder ein Arbeitgeber all Ihre persönlichen Daten in die Finger bekäme, die Essenz des Deep Learnings über Sie, und damit für Sie lebenswichtige Entscheidungen über die Versicherungsleistungen, die Prämien oder Ihren Arbeitsplatz treffen würde! Um ein derartiges Horrorszenario zu verhindern, sind gezielte und hochgradige Anstrengungen erforderlich.


 In diesem Buch geht es immer wieder darum, die Waage zwischen Patienten, Ärzten und Maschinen zu halten. Wenn wir das schaffen, also die einzigartigen Stärken der Maschinen zum Wohl einer engeren Bindung zwischen den Menschen einzusetzen, haben wir den Schlüssel zur Lösung der wesentlichen Probleme der modernen Medizin in der Hand.


 Ich möchte Sie gern davon überzeugen, dass Deep Medicine sowohl möglich als auch extrem wünschenswert ist. Die Macht der Menschen und der Maschinen – menschliche und Künstliche Intelligenz im Gespann – würde der Medizin zu ungeahnten Höhenflügen verhelfen. Doch bis dahin haben wir noch viele Hindernisse vor uns. Der Weg ist nicht einfach, und bis zum Ziel ist es weit. Aber mit dem richtigen Wegweiser hat die Medizin eine Chance. Eine höhere Effizienz und verbesserte Abläufe könnten entweder dazu genutzt werden, Klinikern noch mehr abzuverlangen als bisher, oder aber dazu, den Patienten endlich wieder mehr Zeit zu schenken und so mit den Mitteln der Zukunft die positiven Aspekte der Vergangenheit neu zu erwecken. Hierfür müssen Menschen, und insbesondere Kliniker, aktiv werden und für die Interessen der Patienten einstehen. Wie die jugendlichen Schüler nach dem Massaker von Parkland gegen Waffengewalt auf die Straße gegangen sind, müssen auch Angehörige der Heilberufe bereit sein, sich gegen Lobbyismus‌ und mächtige Interessenvertreter zu stellen, denn nur so kann es gelingen, die Hoheit über die Patientenbetreuung nicht wie so oft in der Vergangenheit aus der Hand zu geben. Der Aufstieg der Maschinen muss von verstärkter Menschlichkeit begleitet sein – mehr Zeit füreinander, mehr Mitgefühl und mehr Zärtlichkeit –, damit die Wörter »Fürsorge‌« und »Betreuung‌« wieder bedeutsam werden. Das Ziel muss sein, diese Fürsorge wiederherzustellen und zu fördern. Ohne Wenn und Aber.


 Machen wir uns ans Werk!



Kapitel 2: 
Shallow Medicine


 »Stellen Sie sich eine Ärztin vor, die in nur zwei Minuten alle Daten für ein Patientengespräch vorliegen hat, und sich dann volle 13 Minuten eines viertelstündigen Praxisbesuchs dem Gespräch widmen kann. Wäre das nicht besser, als 13 Minuten für das Abrufen der Daten für nur zwei Minuten Konsultation?«


 – LYNDA CHIN‌





 »Er sagte, er müsse das Loch in meinem Herzen‌ stopfen«, berichtete mir ein Patient – nennen wir ihn Robert – bei unserer ersten Begegnung. Robert ist ein 65 Jahre alter Filialleiter, der bis zu einem Herzinfarkt vor ein paar Jahren kerngesund gewesen war. Zum Glück wurde rechtzeitig ein Stent gesetzt, und sein Herz nahm kaum Schaden. Seitdem hatte er seine Lebensführung positiv geändert, mehr als 25 Pfund abgenommen und ein strenges und regelmäßiges Fitnessprogramm eingehalten.


 Kein Wunder, dass es ihn schwer traf, als er an einem Nachmittag plötzlich Schwierigkeiten beim Sehen hatte und das Gesicht taub wurde. In der Notaufnahme eines nahegelegenen Krankenhauses wurden ein CT des Kopfes, einige Bluttests, eine Röntgenaufnahme des Thorax und ein EKG erstellt. Während all dieser Maßnahmen blieben die Symptome bestehen. Im Laufe des Tages kehrte sein Sehvermögen ohne irgendeine Behandlung vollständig zurück, und die Taubheit verschwand. Die Ärzte sagten ihm, er hätte »nur« einen Mini-Anfall gehabt, eine sogenannte transitorische ischämische Attacke‌, und er solle weiter wie seit dem ersten Herzinfarkt täglich eine Aspirin‌-Tablette nehmen. Dieses unveränderte »weiter so« ohne jede neue Richtung oder Medikation verunsicherte ihn sehr. Was, wenn es erneut dazu käme? Er vereinbarte einen Termin beim Neurologen. Bei diesem Termin einige Wochen später würde man, so hoffte Robert, die Wurzel des Problems ausmachen.


 Der Neurologe führte einige weitere Tests durch, darunter eine Magnetresonanztomografie des Gehirns und eine Ultraschalluntersuchung der Karotiden am Hals, aber auch er fand keine Erklärung für die transitorische ischämische Attacke (TIA) und überwies Robert an einen Kardiologen. Der Herzspezialist machte ein Echokardiogramm‌ (Ultraschall des Herzens), auf dem ein persistierendes Foramen ovale (PFO) zu erkennen war. Dabei handelt es sich um ein winziges Loch in der Wand zwischen dem rechten und linken Vorhof des Herzens. Es ist bei allen Embryos vorhanden, damit das Blut nicht zur Lunge fließt, während noch keine Atmung besteht. Normalerweise schließt es sich automatisch, sobald wir die ersten Atemzüge nehmen, doch bei etwa 15 bis 20 Prozent der Erwachsenen bleibt diese Verbindung offen. »Aha!«, rief der Kardiologe. »Da haben wir den Übeltäter.« Er war sich sicher, dass ein Blutgerinnsel durch die Herzkammern bis ins Gehirn gewandert sei und dort den Mini-Anfall verursacht hatte. Damit das nicht noch einmal vorkäme, müsse das Loch in Roberts Herzen gestopft werden. Der Eingriff sollte zehn Tage später erfolgen.


 Robert fand die Erklärung aber nicht wirklich einleuchtend und zweifelte an der Notwendigkeit der Operation. Er sprach mit einem gemeinsamen Freund, der ihn zu mir schickte, um eine zweite Meinung einzuholen. Ich war bestürzt. Die Anatomie des PFO bei Robert war viel zu gewöhnlich, um sie nach einer so kurzen Untersuchung sicher als Ursache für den Anfall zu bestimmen. Bevor ein Arzt dieses Loch als Übeltäter dingfest machen kann, muss er alle anderen Möglichkeiten ausschließen. Viele Menschen leben mit dieser Verbindung zwischen den Kammern, und viele Menschen erleiden einen Herzinfarkt – aber beides muss nichts miteinander zu tun haben. Denn wenn das eine ursächlich für das andere wäre, dann hätten viel mehr als 20 Prozent der Menschen mit PFO Anfälle. Darüber hinaus wurde in mehreren randomisierten Studien die Wirksamkeit der Behandlung für kryptogene Anfälle untersucht, die ihren Namen gerade deswegen tragen, weil es keine bekannte Ursache gibt. Zwar war in den Studien eine stetige Reduktion der Anzahl weiterer Anfallsereignisse zu erkennen, doch Implantat und Behandlung führten parallel zu einem Anteil an Komplikationen, der den Nutzen unter dem Strich marginal werden ließ. Bei Robert wäre diese Behandlung sogar noch fragwürdiger, da es sich nicht um einen großen Schlaganfall handelte und seine Untersuchungen nicht weit genug gingen, um wirklich das PFO als eindeutige Ursache des Anfalls festzustellen.


 Gemeinsam entwickelten wir einen Plan, um anderen möglichen Ursachen für den Mini-Anfall auf die Spur zu kommen. Eine sehr häufige Ursache ist eine als Vorhofflimmern bezeichnete Herzrhythmusstörung. Um das genauer zu untersuchen, bestellte ich ein unauffälliges »Pflaster« namens Zio‌, das Robert 10 bis 14 Tage auf dem Brustkorb tragen musste. Ein Chip in dem Pflaster zeichnet über den gesamten Zeitraum ein Langzeit-EKG‌ auf, an dem sich jeder Herzschlag ablesen lässt. Nachdem Robert das Pflaster zwölf Tage getragen hatte, standen uns wenige Wochen später die Daten zur Verfügung. Tatsächlich waren bei ihm mehrere ansonsten asymptomatische Phasen mit Vorhofflimmern zu erkennen. Es gab keinerlei andere Symptome, denn der Puls war nie zu hoch. Einige der Episoden traten während des Schlafs auf. Das Vorhofflimmern‌ war sehr viel wahrscheinlicher die Ursache für den Mini-Anfall als das Loch im Herzen. Mit einem Blutverdünner bestand die Hoffnung, zukünftige Anfälle zu verhindern. Niemand musste dafür ein Loch stopfen. Beim Einsatz eines blutverdünnenden Mittels besteht natürlich die Gefahr einer Komplikation bei einer Blutung, aber der Nutzen durch den Schutz vor einem künftigen Schlaganfall überwiegt dieses Risiko. Als ich mit ihm über die Diagnose, die Behandlung und die Prognose sprach, war Robert wirklich erleichtert.


 Ich führe seinen Fall hier übrigens nicht an, weil wir die wahrscheinlichste Ursache gefunden haben. Auch wenn die Sache einen glücklichen Ausgang für ihn nahm, ist sie doch ein Beispiel dafür, was aktuell in der Medizin schiefläuft. Seine Reise von der Notaufnahme bis zum Termin beim Kardiologen ist stellvertretend für das, was ich Shallow Medicine‌ (also oberflächliche Medizin‌) nenne. Statt eine emotionale Bindung zwischen Patient und Arzt aufzubauen, lassen wir die Emotionen beiseite. Man könnte sagen, wir erleiden einen emotionalen Breakdown, bei dem desillusionierte Patienten auf der einen und ausgebrannte, depressive Ärzte auf der anderen Seite vor einer nahezu undurchdringlichen Mauer stehen. Gleichzeitig gibt es ein systemisches Problem in Form falscher und überhöhter Diagnosen, die jeweils für sich erheblichen Schaden auf wirtschaftlicher und menschlicher Ebene verursachen können. Tatsächlich sind die Mängel in der Patienten-Arzt-Beziehung und Fehler in der medizinischen Behandlung zwei Seiten einer Medaille: Der oberflächliche Kontakt mit Patienten fördert Fehldiagnosen‌ sowie die reflexartige Verschreibung von Tests oder Behandlungen, die unnötig oder nicht stichhaltig sind.


 Fehldiagnosen stellen in den USA ein beunruhigend häufiges Problem dar. Eine Betrachtung drei sehr umfangreicher Studien kam zu dem Schluss, dass es pro Jahr etwa 12 Millionen signifikante Fehldiagnosen gibt.1 Diese Fehler sind das Ergebnis einer Vielzahl von Faktoren, zum Beispiel fehlender Anordnung zielführender Untersuchungen, falscher Interpretationen durchgeführter Untersuchungen, mangelnder Differenzialdiagnostik und das Übersehen pathologischer Befunde. In Roberts Fall kamen gleich mehrere Fehler zusammen: eine unvollständige Differenzialdiagnose‌ (mögliches Vorhofflimmern), das Unterlassen der passenden Untersuchung (Überwachung des Herzrhythmus) und eine Fehlinterpretation des Echokardiogramms (Bestimmung des PFO als Ursache). Dreimal voll daneben!


 Doch die Lage in den USA ist sogar schlimmer, als es scheint, denn Fehldiagnosen führen zu falschen Behandlungen; bei Robert wäre es zum Beispiel ein dauerhaftes Implantat zum Stopfen des Lochs im Herzen gewesen. In den letzten Jahren wurde viel über solche unnötigen medizinischen Eingriffe geschrieben. Es ist ein echter Schock, dass bis zu einem Drittel aller Operationen unnötig sind.


 Zwei große Initiativen haben versucht, sich der Sache anzunehmen. Da wäre einerseits die 2012 gestartete Initiative Choosing Wisely. Das American Board of Internal Medicine Foundation (ABIMF) hat gemeinsam mit neun medizinischen Berufsverbänden eine Liste namens »Five Things Physicians and Patients Should Question« (Fünf Dinge, die Ärzte und Patienten in Frage stellen sollten) veröffentlicht, in der die fünf überstrapaziertesten und unnötigsten Untersuchungen‌ und Eingriffe vorgestellt werden.2 Obschon einige Verbände anfangs nicht teilnehmen wollten, nahm die Kampagne im Laufe der nächsten Jahre Fahrt auf. Schließlich waren über fünfzig medizinische Gesellschaften beteiligt. Gemeinsam wiesen sie auf Hunderte von Eingriffen und Untersuchungen hin, die für den Patienten kaum von Wert, dafür aber teuer oder riskant waren. Zu den wohl am meisten verschriebenen Untersuchungen ohne besonderen Wert gehörten bildgebende Verfahren für relativ harmlose Umstände wie Schmerzen im unteren Rücken oder Kopfschmerzen. Um das zu verdeutlichen: Auf einhundert Medicare‌-Empfänger ab 65 Jahren entfallen Jahr für Jahr über 50 CT-Scans, 50 Ultraschalluntersuchungen, 15 MRT-Untersuchungen und 10 PET-Scans. Man schätzt, dass 30 bis 50 Prozent der 80 Millionen in den USA durchgeführten CT-Scans unnötig sind.3


 Natürlich war es eine tolle Sache, von den medizinischen Fachgesellschaften zu hören, welche fünf oder gar zehn Top-Eingriffe falsch eingesetzt werden – aber unter dem Strich sah das Ergebnis mager aus: Weitere Untersuchungen auf nationaler Ebene zeigten, dass die Top Sieben der Eingriffe mit geringem Nutzen weiterhin unnötigerweise an der Tagesordnung sind. Dafür scheint es zwei wesentliche Gründe zu geben. Der eine wird von Dr. David Casarett‌ (Universität von Pennsylvania) als therapeutische Illusion bezeichnet. Es handelt sich um die Tatsache, dass einzelne Ärzte im Allgemeinen den Nutzen der eigenen Maßnahmen überbewerten.4 Ärzte erliegen dem Bestätigungsfehler: Weil Sie davon überzeugt sind, dass ihre Behandlungsmethoden und Untersuchungen zum gewünschten Ergebnis führen werden, glauben sie auch im Anschluss noch daran, und zwar selbst dann, wenn sich keinerlei objektiver Nachweis dafür finden lässt. Der zweite Grund ist ein fehlender Korrekturmechanismus, mit dem sich das Verhalten der Ärzte ändern ließe. Obwohl Choosing Wisely‌ sich mit der US-Verbraucherorganisation Consumer Reports zusammengetan hatte, um die Listen in gedruckter Form und online zu verteilen, gab es nur ein geringes Bewusstsein in der Öffentlichkeit, dass diese Empfehlungen existierten. Damit konnte natürlich auch keine Graswurzelbewegung unter den Patienten entstehen, die bessere und klügere Untersuchungen forderte. Schließlich war es der ABIMF nicht möglich festzustellen, welche Ärzte welche Behandlungen aus welchem Grund verordneten. Ohne diese Information konnten Ärzte nicht dafür belohnt werden, wenn sie weniger unnötige Eingriffe anordneten, oder auf der anderen Seite »bestraft« werden, wenn sie die Zahl der eher nutzlosen Behandlungen sogar steigerten.


 Im Jahr 2017 machte die RightCare Alliance‌, ein internationales Projekt unter Federführung des Lown Institutes in Boston, einen zweiten Versuch. Sie veröffentlichte mehrere wichtige Artikel mit Statistiken zu unnötigen Behandlungen in einer Reihe von Ländern in der medizinischen Fachzeitschrift Lancet.5 Die Vereinigten Staaten von Amerika schnitten dabei mit bis zu 60 Prozent am schlechtesten ab. Und auch hier führten bildgebende Verfahren bei Beschwerden wie Rückenschmerzen die Liste an. RightCare untersuchte einige Behandlungen, die angemessen waren, aber zu selten genutzt wurden. Allerdings verblasst dieses Problem im Vergleich. Wie Choosing Wisely mit dem Versuch, das Verhalten der Ärzte zu beeinflussen, hoffte auch die RightCare Alliance darauf, dass die umfassenden Daten in den künftigen Alltag der Mediziner einfließen würden. Leider gibt es keine Daten, die diese Hoffnung bestätigen.


 Es bleibt also alles, wie es war: Ärzte greifen bei der Wahl der Behandlungsmethode häufig daneben und kümmern sich nicht richtig um ihre Patienten. David Epstein‌ von ProPublica schrieb 2017 in seiner meisterlichen Abhandlung When Evidence Says No, But Doctors Say Yes (Wenn die Evidenz Nein sagt, die Ärzte aber Ja) über dieses Thema.6 Als Beispiel führt er unter anderem das Stenting von Arterien bei bestimmten Patienten mit Herzerkrankungen an: »Stents für stabile Patienten verhindern keinen einzigen Herzinfarkt‌ und verlängern die Leben der Patienten unter dem Strich kein bisschen.« Insgesamt urteilt Epstein über das Stenting und viele andere Operationen wie folgt: »Die Ergebnisse dieser Studien beweisen nicht, dass die Chirurgie nutzlos ist, sondern dass sie bei einer gewaltigen Menge von Menschen durchgeführt wird, die davon höchstwahrscheinlich keinerlei Nutzen haben.« Ein Teil des Problems sind Eingriffe, die der Faktenlage widersprechen, ein anderer Teil sind Fakten, die für die Behandlungsentscheidung herangezogen werden. In der Medizin verlassen wir uns oft auf Veränderungen in der Häufigkeit sogenannter Surrogat-Endpunkte anstelle der Häufigkeit der wirklich wichtigen Endpunkte. Das bedeutet, dass Herzkrankheiten vielleicht auf Grundlage von Blutdruckänderungen behandelt werden, weil wir keine belegbaren Daten darüber haben, ob die Behandlung die Häufigkeit von Herzinfarkte, Schlaganfällen oder Todesfällen tatsächlich beeinflusst. Oder wir messen den Erfolg einer Diabetesbehandlung an den Änderungen im glykosiliertem Hämoglobin (HbA1c) und nicht an der Lebenserwartung und allgemein anerkannten Aspekten der Lebensqualität. Obschon diese Surrogat- oder Ersatzsymptome sinnvolle Platzhalter für die übergeordneten Ziele zu sein scheinen, halten nur wenige einer gründlichen Überprüfung stand. Nichtsdestotrotz hat der schwache Beweis, auf dem die Überwachung der Surrogate vor allem fußt, zu einem Wildwuchs an Untersuchungen, Eingriffen und Medikation geführt.


 Oberflächliche Nachweise – ob sie nun durch ungenügende Untersuchungen eines einzelnen Patienten wie Robert entstehen oder aus der Gesamtheit der medizinischen Literatur abgeleitet werden – führen zu oberflächlicher medizinischer Arbeit und vielen Fehldiagnosen und unnötigen Behandlungen. Das ist kein kleines Problem. 2017 haben die American Heart Association und das American College of Cardiology die Definition für Bluthochdruck geändert. Das hat dazu geführt, dass bei mehr als 30 Millionen Amerikanern Hypertonie‌ diagnostiziert wurde – zusätzlich zu denen, die unter die bisherige Definition fielen. Für diese geänderte Definition gibt es keinerlei Grundlage.7 Es handelt sich um eine Fehldiagnose‌ epischen Ausmaßes.


 Doch selbst ohne solch zentrale Vorgaben fördert das Gesundheitssystem Fehldiagnosen geradezu. Die durchschnittliche Länge eines Arztbesuch‌s beträgt in den USA für Bestandspatienten sieben Minuten, für Neupatienten zwölf. Dieser widersinnige Mangel an Zeit ist nicht auf Amerika beschränkt. Als ich vor einigen Jahren das Samsung Medical Center in Südkorea besuchte, sagte man mir, dass das Arztgespräch dort im Schnitt nur zwei Minuten dauert. Wen wundert da noch die hohe Anzahl von Fehldiagnosen? Sowohl Patienten als auch Ärzte sind davon überzeugt, dass Ärzte gehetzt sind und werden. Kürzlich hat die Klinik der Universität von Alabama in Birmingham Patienten gefragt, welche beiden Wörter die dortigen Ärzte am besten beschreiben.8 Die Antwort – in Abbildung 2.1 als Wortwolke zu sehen – ist eindeutig.


 Es geht um mehr als die Länge der Visite oder Konsultation. Als Folge der elektronischen Krankenakte gibt es nur wenig Blickkontakt zwischen Patient und Arzt. Der Harvard-Arzt Russell Phillips sagt: »Die elektronische Krankenakte‌ hat aus Ärzten Datentypisten gemacht«.9 Als Hauptursache für die hohe Anzahl von Depressions- und Burn-out-Fällen unter Medizinern gilt, dass diese sich mehr der Tastatur als dem Patienten widmen. Nahezu die Hälfte der aktuell in den USA praktizierenden Ärzte weisen Anzeichen von Burn-out auf. Jedes Jahr gibt es Hunderte von Selbstmorden.10 Eine neuere Auswertung von 47 Studien, an denen 42.000 Ärzte teilgenommen haben, zeigte eine Verbindung zwischen Burn-out‌ und einer Verdoppelung von Vorfällen, die eine Gefahr für die Sicherheit der Patienten darstellen. Das setzt natürlich einen Teufelskreis in Gang, denn dies führt zu noch mehr Burn-outs und mehr Depressionen.11 Abraham Verghese hat den »neuen Fokus« im Vorwort klar als Eindringling ausgemacht, der sich nachteilig auf die psychische Gesundheit der Ärzte auswirkt und somit auch auf die Fürsorge für den Patienten.
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Abb. 2.1: Wortwolke‌ mit Eigenschaften von Ärzten. (Quelle: nach B. Singletary et al., »Patient Perceptions About Their Physician in 2 Words: The Good, the Bad, and the Ugly«, JAMA Surg (2017): 152(12), 1169-1170.)





 Doch die elektronische Krankenakte‌ führt noch zu weiteren Problemen. Die darin enthaltenen Informationen sind häufig erstaunlich unvollständig und ungenau. Elektronische Akten sind recht umständlich zu bedienen. Die meisten – im Mittel 80 Prozent – der Notizen werden aus älteren Einträgen kopiert.12 Jeder Fehler in der Akte aus einem Patientenkontakt pflanzt sich so höchstwahrscheinlich fort. Unterlagen von anderen Ärzten und Spielern im Gesundheitssystem zu erhalten, ist extrem schwierig. Das liegt zum Beispiel an Inkompatibilitäten, denn Softwareanbieter setzen auf Dateiformate, die nur mit den eigenen Programmen funktionieren, und andere Unternehmen und Anbieter nutzen solche Spezialformate, um Patienten einen Wechsel zu erschweren oder gar unmöglich zu machen. Mein Freund, der Radiologe Saurabh Jha, hat es auf Twitter treffend gesagt: »Ihre Bankkarte funktioniert in der äußeren Mongolei, aber Ihre elektronische Krankenakte kann nicht im Krankenhaus auf der anderen Straßenseite gelesen werden.«13


 Die Unvollständigkeit der Daten wird durch den punktuellen Charakter der Medizin betont. Und mit »punktuell« meine ich nicht nur die Kürze oder Seltenheit von Interaktionen. Wir haben keinen Zugang zu den Patienten in ihrem Alltag, wenn sie unterwegs sind, arbeiten oder schlafen. Ärzte erheben Daten in einer künstlichen Umgebung, wie der Praxis, und auch dort nur in einem zeitlich stark begrenzten Rahmen. Dass Patienten EKG-Pflaster‌ tragen, wie Robert, ist unüblich. Größtenteils haben wir keine Ahnung von den medizinischen Kennzahlen einer Person in der Realität. Wir kennen weder den Blutdruck noch den Puls oder Herzrhythmus noch den Grad ihrer Besorgnis oder ihre Stimmung. Und selbst wenn wir all diese Aspekte kennen würden, könnten wir doch keine nützlichen Vergleiche ziehen – denn es fehlt die Grundlage, um den Normalzustand der Bevölkerung in der Realität zu bestimmen.


 Dies wird noch durch veraltete Kommunikationsmethoden verschlimmert, über die Mediziner Kontakt zu Patienten halten – oder auch nicht –, wenn diese die Klinik verlassen haben. Außerhalb der Medizin haben Menschen gelernt, wie man auch dann enge Beziehungen innerhalb der Familie und unter Freunden pflegt, wenn man sich an allen Enden der Welt befindet, zum Beispiel über E-Mail, SMS und Videochats. Doch mehr als zwei Drittel der Ärzte nutzen keine digitalen Kommunikationskanäle zur Stärkung der Patientenbindung‌. Es wird behauptet, dieses Sträuben sei die Folge von zu wenig Zeit, medizinisch-rechtlichen Bedenken sowie mangelnder Kostenerstattung. Für mich ist es nur ein weiteres Beispiel für die Abgehobenheit der Ärzteschaft insgesamt.


 Genau an diesem Punkt stehen wir heute: Patienten leben in einer Welt des Mangels an Daten, Zeit, Kontext und Präsenz; noch kürzer ausgedrückt: in einer Welt der oberflächlichen Medizin.


 


 Die Auswüchse der oberflächlichen Medizin sind überflüssig und nachteilig. Nehmen wir als Beispiel ein medizinisches Screening, wie es heute erfolgt. In den Vereinigten Staaten wird Frauen zwischen 50 und 60 Jahren eine jährliche Mammografie‌ empfohlen. Die Gesamtkosten des Screenings allein belaufen sich auf über 10 Milliarden Dollar pro Jahr. Betrachtet man 10.000 Frauen im genannten Alter, die zehn Jahre lang jedes Jahr eine Untersuchung durchführen lassen, zeigt sich, dass nur fünf davon (also 0,05 Prozent) dadurch den Tod durch eine Brustkrebserkrankung verhindern, aber mehr als 6.000 (oder 60 Prozent) mindestens ein falsch positives Ergebnis erhalten.14 Eine solche Diagnose kann zu Leiden und Ausgaben für eine Reihe unnötiger Behandlungen führen, darunter Biopsien, operative Eingriffe, Bestrahlung oder Chemotherapie. In jedem Fall haben die betroffenen Frauen Angst und sorgen sich.


 Eine bemerkenswerte Parallele ist das PSA-Screening bei Männern zur Vorbeugung gegen Prostatakrebs‌ (PSA steht für prostataspezifisches Antigen). Obwohl der amerikanische Verband der Urologen (American Urological Association) 2013 vom routinemäßigen PSA-Screening abriet, wird es nach wie vor umfassend eingesetzt. Jedes Jahr werden etwa 30 Millionen Amerikaner getestet. Davon weisen 6 Millionen einen erhöhten PSA-Wert auf, und bei einer Million wird eine Prostata-Biopsie vorgenommen. Für etwa 18.000 (also 18 Prozent) davon lautet die Diagnose auf Prostatakrebs, aber bei ebenso vielen Männern, die tatsächlich Prostatakrebs haben, erfolgt gar keine Biopsie.15 Hinzu kommt, dass der Prostatakrebs in den meisten Fällen indolent ist, das heißt, dass die Betroffenen im Laufe ihres Lebens keine Symptome entwickeln. Doch diese Tatsache bleibt – obwohl bekannt – gerne unerwähnt. Mehrere Studien haben genetische Marker des Tumors validiert, die auf Aggressivität und eine verstärkte Neigung zum Streuen hinweisen, aber diese Informationen werden in der medizinischen Praxis noch nicht berücksichtigt.16 Unter dem Strich wird so auf eintausend untersuchte Männer ein prostatakrebsbedingter Todesfall verhindert.17 Extreme Optimisten würden sagen, dass der Nutzen dieses Screenings doppelt so hoch ist wie bei der Mammografie (0,5 pro 1.000)! Man kann die Daten auch so betrachten: Ein Mann erhält 120 bis 240 Mal wahrscheinlicher eine Fehldiagnose aufgrund erhöhter PSA-Werte und 40 bis 80 Mal wahrscheinlicher eine unnötige Bestrahlung oder Operation, als dass sein Leben gerettet wird.


 Im Krebs-Screening‌ zeigt sich beispielhaft nahezu jedes Problem der oberflächlichen Medizin. Im Jahr 1999 wurde in Südkorea ein nationales Screening‌-Programm für eine Vielzahl von Krebsleiden eingeführt. Die Untersuchung war kostenlos oder erforderte eine kleine Zuzahlung für Personen mit überdurchschnittlichem Einkommen, sodass sehr viele Menschen teilnahmen. Unter anderem erfolgte eine Ultraschalluntersuchung der Schilddrüse. In etwas mehr als einem Jahrzehnt verfünfzehnfachte sich der Anteil an Schilddrüsenkrebs‌-Diagnosen, sodass diese Krebsart mit 40.000 diagnostizierten Personen zur häufigsten in Südkorea wurde. Das klingt nach einem großartigen Erfolg, aber letztendlich war die Diagnose bedeutungslos, denn am Ergebnis änderte das nichts – insbesondere gab es trotz dieser verbreiteten Erkennung keine Veränderungen bei der Anzahl der Todesfälle durch Schilddrüsenkrebs in Südkorea.18


 Auch in den USA gab es ein solches Programm zur Früherkennung für Schilddrüsenkrebs. Vor einem Jahrzehnt wurde die Kampagne check your neck (Lassen Sie Ihren Hals untersuchen) durchgeführt, die mit folgendem Text warb: »Dem Schilddrüsenkrebs ist es egal, wie es um Ihre Gesundheit bestellt ist. Er kann jeden treffen, auch Sie. Darum ist er die am schnellsten wachsende Krebsart in den USA.«19 Eine selbsterfüllende Prophezeiung, wie sich zeigen sollte: Die Häufigkeit nahm enorm zu (vgl. Abbildung 2.2). Über 80 Prozent der diagnostizierten Personen ließen sich die Schilddrüse entfernen und mussten anschließend Medikamente nehmen, um die Hormone zu ersetzen, für deren Produktion die Schilddrüse normalerweise verantwortlich ist. Bei nahezu der Hälfte erfolgte eine Bestrahlung der Halsregion.
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Abb. 2.2: Wie Massen-Screenings die Häufigkeit der Diagnose beeinflussen, ohne dass sich am Ergebnis etwas ändert. (Quellen: Bild A nach H. Welch, »Cancer Screening, Overdiagnosis, and Regulatory Capture«, JAMA Intern Med (2017): 177(7), 915–916. Bild B nach H. Welch et al., »Breast-Cancer Tumor Size, Overdiagnosis, and Mammography Screening Effectiveness«, N Engl J Med (2016): 375(15), 1438–1447.)





 Wie schon in Südkorea gab es trotz der aggressiven Diagnose und Behandlung keine Anzeichen für eine Veränderung der Sterblichkeit. Dabei haben wir noch nicht einmal die Risiken einer unnötigen Strahlenbehandlung angesprochen ...


 Forscher aus Dartmouth haben, wie beim Schilddrüsenkrebs, ein sehr ähnliches Muster hinsichtlich der Überdiagnostik von Brustkrebs‌ aufgedeckt (Abbildung 2.2).20 Im selben Zeitraum (1975 bis 2010) führte der neue, routinemäßige Einsatz der Mammografie zu einem 30-prozentigen Anstieg der Brustkrebsdiagnosen, ohne dass im selben Zeitraum die Häufigkeit der metastasierten Erkrankung erkennbar zurückging. Die Todesursache ist beim Krebs nicht der Tumor an sich, sondern es ist zwangsläufig die Metastase‌. Wir wissen mittlerweile, dass es im Laufe eines Krebsleidens schon recht früh zu einer Metastasierung kommen kann. Das steht natürlich im Widerspruch zu der gebetsmühlenartig wiederholten Behauptung, dass die Früherkennung von Krebs entscheidend ist und schlimme Folgen verhindern kann.‌


 Viele Jahrzehnte lang haben wir in der medizinischen Ausbildung gelehrt, dass der Krebs Jahre, wenn nicht Jahrzehnte braucht, um sich zu bilden. Dabei, so die Meinung, würden sich die Tumor‌zellen langsam verdoppeln, bis ein Geschwulst‌ entsteht, das dann wiederum nach einer längeren Zeitspanne invasiv wird und sich auf andere Körperteile ausbreitet. Jüngere Studien stellen das Dogma infrage, denn sie zeigen, dass ein Tumor sich bei einigen Patienten bereits sehr früh in seiner Entstehungsphase ausbreiten kann.21 Diese unbequeme Wahrheit unterminiert einen Kernpunkt der Früherkennung, nämlich dass die frühzeitige Krebsdiagnose die Heilungschance verbessert. Sie zeigt auch unsere Probleme in der Prognosefähigkeit für eine der häufigsten Ursachen für Tod und Invalidität auf.


 Viele dieser Probleme ließen sich verhindern und die Untersuchungen und Eingriffe sehr viel besser einsetzen, wenn Ärzte sich die Zeit nehmen würden, herauszufinden, ob ein Patient tatsächlich zu einer Risikogruppe für die Krankheit, die man verhindern möchte, gehört. Ein wichtiges – und in der Medizin wohlbekanntes aber oft ignoriertes – Hilfsmittel ist der Satz von Bayes‌‌. Er beschreibt, wie das Wissen über die Bedingungen eines möglichen Ereignisses die Wahrscheinlichkeit, mit der es eintritt, beeinflusst. Obwohl wir wissen, dass etwa 12 Prozent der Frauen im Laufe ihres Lebens Brustkrebs entwickeln, bedeutet das nicht, dass die Wahrscheinlichkeit einer beliebigen Frau, an Brustkrebs zu erkranken, ebenfalls 12 Prozent beträgt. Wir wissen zum Beispiel, dass das Risiko für Menschen mit bestimmten BRCA-Genmutationen besonders hoch ausfällt, ebenso für jene mit hoher genetischer Risiko‌einstufung. Führt man nun bei allen Frauen ausnahmslos ein Screening durch, ohne beispielsweise die detaillierte Familiengeschichte zu berücksichtigen (ebenfalls eine Folge mangelnder Zeit für die Patienten) oder einen Vortest hinsichtlich bestimmter, mit Brustkrebs verbundener Genvarianten vorzunehmen, kommt es zwangsläufig zu Falsch-Positiv-Meldungen, also Fehlalarmen. Aus demselben Grund führen Ganzkörper- oder MRT-Scans bei gesunden Menschen zu erschreckend vielen Zufallsbefunden, auch Inzidentalom22 genannt. Ebenso führen Belastungstests bei gesunden Personen ohne Symptome zu einer Vielzahl ungewöhnlicher Ergebnisse und damit zu unnötigen Angiogrammen. Viele Einrichtungen in den Vereinigten Staaten widmen sich den Ängsten der Gesunden (und profitieren davon), denn eine frühe Diagnose einer beliebigen Erkrankung könnte ja deren Leben retten. Zahlreiche renommierte Kliniken bieten Screenings für Führungskräfte an, bei denen häufig ein umfangreiches Arsenal unnötiger Untersuchungen zum Einsatz kommt. Auch der Preis dafür fällt mit 3.000 bis 10.000 Dollar nicht gerade gering aus. Die Chance, eine Falsch-Positiv-Meldung‌ zu erhalten, steigt mit der Zahl unnötiger und grundloser Untersuchungen. Ironischerweise können die nach dem Fehlalarm umgesetzten Maßnahmen das Leben des Patienten dann tatsächlich in Gefahr bringen. H. Welch und einige seiner Kollegen haben zum Beispiel dokumentiert, dass bei einem CT des Abdomens die Gefahr besteht, Nierenkrebs‌ zu erkennen, der zum Entfernen des Organs führt. 40 Prozent der bei Medicare Versicherten (das sind in erster Linie US-Bürger ab 65 Jahren) müssen diese Untersuchung in den ersten fünf Jahren nach Versicherungsbeginn über sich ergehen lassen. Absurderweise sterben vier Prozent dieser Patienten binnen 90 Tagen nach der Operation. Noch schlimmer: Die Überlebensrate‌ bei Krebs nimmt bei denen, die den Eingriff überleben, nicht zu.23


 Keine Untersuchung sollte »nur so«, einfach wahllos erfolgen. Vielmehr muss zuvor abgewogen werden, ob die Einzelperson überhaupt zur Risikogruppe gehört und für die Untersuchung geeignet ist.


 In den USA werden aktuell jedes Jahr über 3,5 Billionen Dollar für die medizinische Versorgung ausgegeben. Wie Tabelle 2.1 für das Jahr 2015 zeigt, machen Krankenhäuser mit nahezu einem Drittel der Kosten‌ den Löwenanteil aus.24 Der Anteil der Ärzteschaft ist mit etwa 20 Prozent seit vielen Jahrzehnten relativ konstant geblieben. Verschreibungspflichtige Medikamente befinden sich im Aufwind: 2015 betrugen die Kosten dafür weit über 320 Milliarden Dollar, bis 2021 soll die 600-Milliarden-Marke geknackt sein.25 Neue, spezielle Medikamente‌ für Krebs und seltene Krankheiten kommen regelmäßig auf den Markt. Die Preise dafür beginnen bei 100.000 Dollar pro Behandlung oder Jahr und reichen bis zu fast einer Million Dollar pro Jahr.


  Tabelle 2.1: Gesundheitsausgaben‌ in den USA im Jahr 2015

   	KATEGORIE




 	AUSGABEN (IN US-DOLLAR) 




 


 

   	Versorgung im Krankenhaus 




 	1 Billion 




 


  	Ärzte und klinische Leistungen 




 	635 Milliarden 




 


  	Verschreibungspflichtige Medikamente 




 	325 Milliarden 




 


  	Folgekosten Krankenversicherung 




 	210 Milliarden 




 


  	Pflegeheim und Dauerpflege 




 	157 Milliarden 




 


  	Zahnmedizinische Leistungen 




 	118 Milliarden 




 


  	Strukturen und Geräte 




 	108 Milliarden 




 


  	Private Betreuung 




 	89 Milliarden 




 


  	Sonstige professionelle Dienstleistungen 




 	88 Milliarden 




 


  	Gesundheitsbezogene Maßnahmen der Regierung/öffentlichen Hand 




 	81 Milliarden 




 


  	Sonstige Produkte zur medizinischen Dauerversorgung 




 	59 Milliarden 




 


  	Forschung 




 	47 Milliarden 




 


  	Staatliche Verwaltung 




 	43 Milliarden 




 


 

 





 Dieses Wachstum wird zum Teil durch die gemeinsame Überzeugung von Patienten und Ärzten befeuert, dass Verschreibungen auch eine bemerkenswerte Wirksamkeit aufweisen – je teurer, desto wirksamer. Wenn Ärzte ein Medikament verschreiben, unterliegen sie der kognitiven Verzerrung, dass dieses auch wirkt. Auch Patienten glauben an seine Wirksamkeit. Eine enorme Vielzahl randomisierter klinischer Studien hat gezeigt, dass Placebos bei Patienten grundsätzlich einen höheren als den erwarteten Behandlungseffekt aufweisen, obwohl diese Substanz ja bewusst unwirksam ist.


 Vor ein paar Jahren stellte Nicholas Schork‌, der früher mit mir gemeinsam der Fakultät von Scripps Research angehörte, die Reagibilität – das ist die beabsichtigte, klinische Reaktion – der Top Ten der Medikamente (gemessen am Bruttoumsatz) zusammen.26 Wie Abbildung 2.3 zeigt, reagieren deutlich mehr Menschen als man allgemein erwarten würde nicht auf diese Medikamente. Nehmen wir Abilify als Beispiel: Nur einer von fünf Patienten zieht einen echten klinischen Nutzen‌ aus dem Medikament. Insgesamt kommt es bei 75 Prozent der Patienten, die diese führenden Mittel nehmen, nicht zur gewünschten oder erwarteten Reaktion. Mit mehreren dieser Medikamente wird ein Jahresumsatz von über 10 Milliarden Dollar gemacht (darunter Humira, Enbrel, Remicade). Was für eine gewaltige Verschwendung!
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Abb. 2.3: Die zehn umsatzstärksten Medikamente‌ 2014 und ihre klinische Reagibilität. Graue Umrisse stehen für Menschen, die den erwarteten Nutzen daraus ziehen, die schwarzen Umrisse für Personen, die nicht davon profitieren. (Quelle: nach N. Schork, »Personalized Medicine: Time for One-Person Trials«, Nature (2015): 520(7549), 609–611.)





 Diese Daten zeigen nicht einfach, dass Medikamente nicht wirken oder in erster Linie dem Gewinnstreben dienen. Sie zeigen vielmehr, dass diese Medikamente in den meisten Fällen nicht wirken, weil Ärzte ihr Urteilsvermögen nicht geschärft haben und nicht erkennen, welche Art von Person auf eine Behandlung reagiert, oder nicht genug über die Einzelperson wissen, um zu beurteilen, ob der jeweilige Patient positiv auf die Behandlung reagieren wird. Das trägt zum großen Ganzen bei: von unklugen Diagnosen und Behandlungen über überzeugende medizinische Fehler und unnötige Eingriffe bis hin zu Überlastungsproblemen, die den Klinikalltag heute prägen.
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Abb. 2.4: Lebenserwartung‌ in 24 Ländern und in den Vereinigten Staaten von Amerika im Verhältnis zu den Gesundheitsausgaben pro Person von 1970 bis 2017. (Quelle: nach M. Roser, »Link Between Health Spending and Life Expectancy: US Is an Outlier«, Our World in Data (2017): https://ourworldindata.org/the-link-between-life-expectancy-and-health-spending-us-focus.)





 Angesichts all der unnötigen Untersuchungen und Behandlungen, der Fehldiagnosen‌ und der Zufallsbefunde und deren Abklärung (die vielleicht Schaden anrichtet), können wir uns die drei wichtigsten Messwerte für die Wirksamkeit im Gesundheitswesen näher ansehen: Langlebigkeit‌, Säuglings‌-/Kindersterblichkeit‌ und Müttersterblichkeit‌. In allen drei Bereichen schneiden die USA schlecht ab und sogar deutlich schlechter als die anderen 18 Mitgliedsstaaten der Organisation für wirtschaftliche Zusammenarbeit und Entwicklung‌ (OECD‌) sowie andere Länder außerhalb dieser Organisation (Abbildungen 2.4 und 2.5). Es gibt sicherlich andere Erklärungen für diese Außenseiterrolle, darunter die auffallende und weiter zunehmende sozioökonomische Ungleichheit in den Vereinigten Staaten. Sie scheint beispielsweise einen besonders wesentlichen Beitrag zur alarmierenden und unverhältnismäßigen Müttersterblichkeit unter Frauen schwarzer Hautfarbe zu leisten.27 Damit möchte ich nicht sagen, dass in anderen Ländern Deep Medicine an der Tagesordnung ist. Allerdings behaupte ich, dass oberflächliche Medizin‌ in den USA in übertriebener Form praktiziert wird. Diese gehäufte »Übertherapie« (kein Problem von Personen mit niedrigem sozioökonomischen Status, die vielmehr ein Problem mit dem grundlegenden Zugang zu medizinischer Versorgung haben) ist mehr als offensichtlich. Dass unsere Lebenserwartung als einzige abnimmt und gleichzeitig die Gesundheitsausgaben zunehmen, ist zutiefst verstörend.
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Abb. 2.5: Außenseiterstatus der Vereinigten Staaten von Amerika am Beispiel wesentlicher Kennzahlen bei (A) Säuglings- und Kindersterblichkeit und (B) Müttersterblichkeit. (Quellen: Bild A nach A. Thakrar et al., »Child Mortality in the US and 19 OECD Comparator Nations: A 50-Year Time-Trend Analysis«, Health Affairs (2018): 37(1), 140–149. Bild B nach GBD Maternal Mortality Collaborators, »Global, Regional, and National Levels of Maternal Mortality, 1990–2015: A Systematic Analysis for the Global Burden of Disease Study 2015«, Lancet (2016): 388(10053).)





 Viele Jahre haben Ökonomen im Bereich des Gesundheitswesens darüber gesprochen, den Trend umzukehren, also die Kosten bei identischen oder besseren Ergebnissen zu reduzieren. Mit der in den letzten Jahren abnehmenden Langlebigkeit in den USA und der weiterhin steilen Zunahme auf der Ausgabenseite ist tatsächlich eine deutliche Änderung in der Trendkurve sichtbar, doch leider in die falsche Richtung!


 Ich hoffe, dass ich Sie davon überzeugen konnte, dass die heute praktizierte oberflächliche Medizin die Ursache für außergewöhnliche Verschwendung, unbefriedigende Ergebnisse und unnötiges Leid ist. Oberflächliche Medizin ist, platt ausgedrückt, dumme Medizin. Diese Erkenntnis ist im Informationszeitalter besonders angebracht, denn wir haben durchaus die Fähigkeiten, scheinbar unbegrenzte Datenmengen über und für jede Einzelperson zu sammeln und zu verarbeiten. Wir können uns tiefe Einblicke verschaffen. Wir können die ganze Länge und Breite der medizinischen Daten‌ überschauen. Diese Menge an Daten – Big Data‌ für jeden einzelnen Menschen – birgt das Potenzial, die Genauigkeit von Diagnosen und Behandlungen zu steigern. Wir nutzen sie noch nicht, weil sie für uns als Menschen und Ärzte einfach unüberschaubar ist. Darum müssen wir die Art ändern, in der medizinische Diagnosen getroffen werden und damit den fundamentalen Entscheidungsprozess der Kliniker. Diesem Thema widmen wir uns im nächsten Kapitel.



Kapitel 3: 
Medizinische Diagnose


 »Um zuverlässige Diagnosen zu stellen, muss ein Arzt eine Vielzahl von Krankheitsbezeichnungen lernen, und jeder dieser Termini verknüpft ein Konzept der Erkrankung mit ihren Symptomen, möglichen Vorstufen und Ursachen, möglichen Verläufen und Konsequenzen sowie möglichen Eingriffen zur Heilung oder Linderung der Krankheit.«


 – DANIEL KAHNEMAN‌





 »Die größte Auswirkung der Informatik wird wahrscheinlich darin bestehen, die intellektuellen Funktionen des Arztes zu erweitern und in einigen Fällen weitgehend zu ersetzen.«


 – WILLIAM B. SCHWARTZ‌, 1970





 Mein drittes Jahr an der medizinischen Hochschule hatte gerade begonnen. Ich leistete meine Famulatur am Strong Memorial Hospital in Rochester, New York, ab. Es herrschte jede Menge Trubel. Wir zehn Studierenden wurden von Dr. Arthur Moss, einem hoch angesehen Kardiologen und Lehrer an der Universität von Rochester, betreut. (Dr. Moss gehört zu meinen persönlichen Vorbildern. Er verstarb 2018.) Bevor es an die Patientenvisite ging, trafen wir uns zur Vorbereitung in einem Besprechungsraum.


 Moss’ Auftritt war denkwürdig: Aus dunklen, leicht zusammengekniffenen Augen blickte er uns an, einige graue Strähnen im tiefschwarzen Haar. Er trug einen langen, weißen, geknöpften Laborkittel, der weit über die Knie hinausging, eine kohlrabenschwarze Hose mit Aufschlag, schwarze Socken und schwarze Schuhe. An diesem Vormittag wollte er uns die Grundlagen einer Diagnose beibringen.


 Er ging an die Tafel (1977 gab es noch keine Whiteboards) und notierte einige Informationen zum Patienten.


 Zuerst schrieb er: »66 Jahre alter Mann kommt in die Notaufnahme.«


 Dann fragte er uns: »Was gibt es für eine Differenzialdiagnose‌?«


 Das war komisch, denn es gab ja eigentlich kaum Informationen. Was Dr. Moss uns zeigen wollte: Wann immer ein Arzt einen Fall beurteilt, muss er jeden noch so kleinen Informationshappen verdauen – sei es ein Symptom, ein Zeichen oder das Ergebnis einer Laboruntersuchung – und in kürzester Zeit die häufigsten Ursachen zu diesem Gesamtbild parat haben.


 Die Antworten der versammelten uneingeweihten Anwärter für den Arztberuf reichten von einem Herzinfarkt über Krebs bis hin zum Schlaganfall und einem Unfall.


 Dann notierte er Brustschmerzen als weiteres Anzeichen.


 Die Gruppe votierte nun für einen Herzinfarkt.


 Dr. Moss sah uns schief an und informierte uns, dass wir alle danebenlagen. Bei einem solchen Patienten müssten wir nach anderen Ursachen für Brustschmerzen suchen. Wir machten uns ans Werk und fanden: Aortendissektion, Ösophagospasmus, Pleuritis, Perikarditis und Herzprellung.


 Jetzt notierte er, dass die Brustschmerzen in den Nacken und Rücken ausstrahlten. Wir einigten uns auf Herzinfarkt oder Aortendissektion. Dann notierte er, dass der Patient kurzzeitig das Bewusstsein verloren hätte. Damit stand unsere Diagnose endgültig fest: Aortendissektion. Moss lächelte und sagte: »Korrekt.« Er ermahnte uns, bei Patienten mit Brustschmerzen stets eine Aortendissektion in Betracht zu ziehen. Diese Diagnose würde zu häufig nicht berücksichtigt – ein potenziell tödliches Versäumnis.


 Dann wurde es schwieriger. Er wischte die Tafel ab und schrieb: »33 Jahre alte Frau wird ins Krankenhaus eingewiesen.«


 Wir plädierten auf Brustkrebs, Schwangerschaftskomplikationen oder Unfall. Moss war enttäuscht ob unserer Einfallslosigkeit. Er notierte »Ausschlag«.


 Jetzt erweiterten wir die Differenzialdiagnose auf eine Infektion, Nebenwirkungen von Medikamenten, Insekten- oder Tierbiss und Giftefeu. Wieder schaute unser Mentor ein wenig enttäuscht und ergänzte »Gesichtsausschlag«. Das half uns nicht wirklich weiter. Unsere Liste war weder kürzer noch länger geworden. Er notierte eine weitere Information: Die erdachte Patientin war Afroamerikanerin.


 Eine Kommilitonin flüsterte »Lupus?«


 Das war die korrekte Antwort. Sie lag richtig, denn sie wusste, dass Lupus bei jungen Frauen afrikanischer Abstammung häufiger auftritt und unter anderem an einem schmetterlingsförmigen Ausschlag im Gesicht erkannt werden kann.


 So lernten wir, wie man eine medizinische Diagnose‌ stellt. Es ging vom Groben zu den Feinheiten. Anhand einiger weniger Anzeichen wurde eine kurze Liste mit Hypothesen, Vermutungen und tastenden Schlüssen erstellt. Er gab uns das Mantra mit auf den Weg, dass häufige Dinge häufig auftreten – ganz nach der Logik des Satzes von Bayes‌. Wir wurden darauf getrimmt, unserer Intuition zu folgen, weniger unseren analytischen Fähigkeiten. Doch der Satz von Bayes fußt auf Vorbedingungen. Weil wir ohne praktische Erfahrung mehr Bücher als echte Patienten kannten, fehlte uns eine solide Grundlage. Diese Methode ist sehr viel besser für ältere Ärzte geeignet, die schon Tausende von Patienten behandelt haben.


 Der uns gelehrte diagnostische Ansatz‌ wäre nach Daniel Kahneman ein System-1-Denken‌, also ein automatisches, schnelles, intuitives und müheloses Denken.1 Es nutzt Heuristiken oder Faustregeln: die reflexiven, mentalen Abkürzungen, die ohne analytische Abläufe auskommen und so eine rasche Problemlösung fördern. Das Denken im System 2 ist dagegen ein langsamer, reflektiver Prozess, der analytischer Anstrengungen bedarf. Es findet in einem anderen Hirnareal statt und stellt ganz andere metabolische Anforderungen. Man sollte meinen, dass die besten Diagnostiker ganz dem System 2 verhaftet sind. Doch mehrere Studien haben gezeigt, dass ihr Talent auf Heuristik basiert, die um Intuition, Erfahrung und Wissen ergänzt wird. Tatsächlich wurde vor mehr als vierzig Jahren behauptet, dass das Denken im System 1 – also die schnelle, reflexive Findung einer Hypothese, die jedem Arzt beigebracht wird – das Erfolgsrezept für die korrekte Diagnose ist. Wenn ein Arzt binnen fünf Minuten nach dem Patientengespräch die korrekte Diagnose gefunden hatte, lag die Klassifikationsrate bei überragenden 98 Prozent. Wenn die Diagnose nach fünf Minuten noch nicht gefunden war, lag die endgültige Klassifikationsrate nur noch bei 25 Prozent.2


 Es gibt einen Bereich in der Medizin, wo diese Herausforderung von höchster Bedeutung ist: in der Notaufnahme, in der Ärzte sehr schnell zu der Entscheidung kommen müssen, ob der Patient ins Krankenhaus muss oder wieder nach Hause geschickt wird. Eine falsche Diagnose‌ kann bereits kurz nach der Entlassung des Patienten zum Tod führen. Bedenkt man, dass jedes Jahr nahezu 20 Prozent der Bevölkerung der Vereinigten Staaten eine Notaufnahme aufsuchen, ist dies ein gewaltiges Risiko. Eine umfassende Studie der in der Notaufnahme getroffenen Entscheidung bei Medicare-Patienten zeigte, dass jedes Jahr über 10.000 Menschen innerhalb einer Woche, nachdem sie nach Hause geschickt wurden, starben, obwohl bei ihnen zuvor keine Krankheit oder keine lebensbedrohliche Krankheit erkannt worden war.3 Und das Problem ist nicht allein auf die Notaufnahme beschränkt. Allein in den USA kommt es jährlich zu 12 Millionen ernsthaften diagnostischen Fehlern.4 Laut einem wegweisenden Bericht der National Academy of Sciences aus dem Jahr 2015 muss der Großteil der Menschen im Laufe des Lebens mindestens einmal mit einem diagnostischen Fehler rechnen.5


 Diese Daten deuten auf ernsthaftes Problem in der Diagnostik‌ hin. System 1 – die von mir sogenannte schnelle Medizin – ist defekt. Wir könnten so viele der Gewohnheiten zur Erstellung einer korrekten Diagnose verbessern. Wir könnten das System 2 der diagnostischen Begründung fördern. Kahneman argumentiert: »Fehler, die aus System 1 hervorgehen, lassen sich prinzipiell leicht vermeiden: Man sollte die Anzeichen dafür erkennen, dass man sich in einem kognitiven Minenfeld bewegt, mental einen Gang zurückschalten und System 2 um Verstärkung bitten.«6 Doch bisher hat sich (auf Basis einer begrenzten Untersuchung) die Idee, dass man System 1 um System 2 ergänzen kann, nicht durchgesetzt: Wenn Ärzte in den Analysemodus schalten und mental einen Gang zurückschalten, kommt es nicht zu einer nachweisbar gesteigerten Genauigkeit der Diagnose.7 Ein wesentlicher Faktor besteht darin, dass das Denken im System 1 oder System 2 nicht die einzig relevante Variable ist, sondern dass auch weitere Aspekte eine Rolle spielen. Dazu gehört der mangelnde Nachdruck hinsichtlich der Wichtigkeit der diagnostischen Fähigkeiten‌ während der medizinischen Ausbildung. Von den 22 Meilensteinen des American Board of Internal Medicine Accreditation Council for Graduate Medical Education beziehen sich nur zwei auf diagnostische Fertigkeiten.8 Nach der Ausbildung machen die meisten Ärzte während ihrer Laufbahn keine Fortschritte in der Diagnostik mehr. Überraschenderweise gibt es auch keine Möglichkeit für Ärzte, sich während ihrer Praxis externe Meinungen zu ihren diesbezüglichen Fähigkeiten einzuholen. In Superforecasting schreibt Philip Tetlock: »Ohne Feedback wächst das eigene Vertrauen viel schneller als die eigene Genauigkeit.«9 Die mangelnde Betonung diagnostischer Fähigkeiten während und nach der medizinischen Hochschule wird jedoch von einem mangelnden Bewusstsein für tiefgreifende kognitive Verzerrungen, die zu Fehldiagnosen‌ führen können, in den Schatten gestellt. Sie sind nicht einmal im Lehrplan der medizinischen Ausbildung enthalten.


 In Aus der Welt: Grenzen der Entscheidung oder Eine Freundschaft, die unser Denken verändert hat schreibt Michael Lewis über Donald Redelmeier‌, einen kanadischen Arzt, der als Teenager in Amos Tversky und Daniel Kahneman Vorbilder fand.10 Im Traumazentrum des Sunnybrook-Krankenhauses bat er seine Kollegen darum, es langsamer angehen zu lassen, dem Denken im System 1 die Zügel anzulegen, um gedankliche Fehleinschätzungen zu verhindern. »Wenn es eine einfache Diagnose gibt, die einem sofort in den Sinn kommt und die auf wunderbare Weise alles erklärt, dann sollte man stutzig werden. Das ist der Moment, einen Schritt zurückzutreten und sein Denken zu überprüfen.«11 Als bei einer Patientin aufgrund eines unregelmäßigen Herzschlags fälschlicherweise eine Schilddrüsenüberfunktion diagnostiziert wurde, obwohl sie tatsächlich mehrere gebrochene Rippen und eine kollabierte Lunge hatte, nannte Redelmeier diesen Fehler ein Beispiel für die Repräsentativitätsheuristik‌, eine Abkürzung bei der Entscheidungsfindung aufgrund früherer Erfahrungen (zuerst von Tversky und Kahneman beschrieben). Denkmuster wie die Repräsentativitätsheuristik zeugen von einem bei Ärzten verbreiteten Problem der kognitiven Verzerrung. Jeder Mensch hat viele Vorurteile‌ oder Neigungen‌ (‌allein die englische Version der Wikipedia führt 185 davon auf), aber ich möchte nur auf einige wenige davon eingehen, die jedoch die diagnostische Genauigkeit beeinträchtigen.12 Ich muss betonen, dass diese in der Medizin vorhandenen kognitiven Verzerrungen in der Natur des Menschen liegen und nicht allein bei Diagnosen oder Behandlungsempfehlungen eine Rolle spielen. Der Unterschied liegt jedoch darin, dass eine medizinische Entscheidung enorme Folgen haben, ja sogar über Leben und Tod entscheiden kann.


 Einige der kognitiven Verzerrungen‌, die zu Diagnosefehlern‌ führen, sind recht vorhersehbar. Es gibt mehr als 10.000 menschliche Krankheiten, und kein Arzt kann sich einen relevanten Anteil davon merken. Wenn Ärzte eine mögliche Diagnose beim Erstellen der Differenzialdiagnostik nicht vor Augen haben, bilden sie ihr Urteil anhand der Krankheitsbilder, die im Kopf »bereitstehen«. Das kann logischerweise eine Fehlerquelle sein. Dies wird als Verfügbarkeitsheuristik‌ oder Verfügbarkeitsfehler bezeichnet.


 Eine zweite Verzerrung hat ihren Ursprung darin, dass Ärzte Patienten nacheinander sehen und behandeln. 1990 veröffentlichten Redelmeier und Tversky eine Studie im New England Journal of Medicine, die zeigte, wie einzelne Patienten – insbesondere solche, die der Arzt erst kürzlich gesehen hatte – das medizinische Urteilsvermögen formen können, und zwar allein dadurch, dass jeder Arzt nur eine relativ kleine Anzahl von Patienten behandelt.13 Seine eigene Erfahrung als Arzt kann mit den harten Daten, die anhand sehr viel größerer Personengruppen gewonnen wurden, überstimmen, wenn es zum Beispiel um die Wahrscheinlichkeit geht, mit der ein Patient eine seltene Krankheit hat – einfach nur, weil ein anderer Patient mit ähnlichen Symptomen an dieser seltenen Krankheit litt. Ich hatte zum Beispiel einen Patienten mit Schlaganfall, der einen sehr seltenen Tumor an einer Herzklappe hatte (ein papillares Fibroelastom). In der Folge bezog ich diesen Tumor als möglichen Missetäter bei vielen anderen Patienten ein. Dazu passt Redelmeiers Erkenntnis, dass 80 Prozent der Ärzte nicht daran glauben, dass Wahrscheinlichkeiten auf ihre eigenen Patienten zutreffen.


 Ich kann mich in diesem Zusammenhang an eine Begebenheit aus meiner Praxis erinnern. Beim Einsetzen eines Koronarstents besteht ein geringes Risiko für einen Herzinfarkt. Mit diesen Herzinfarkten gehen nur selten Symptome einher, aber sie können mit Bluttests nachgewiesen werden, die eine gewisse Schädigung der Herzmuskelzellen aufzeigen. Als meine Kollegen und ich in den 1990er Jahren einige Artikel zu diesem Thema (periprozedurale Myokardinfarkte) veröffentlichten, dachten die meisten Kardiologen, wir seien im Unrecht und würden aus einer Mücke einen Elefanten machen. Doch jeder Kardiologe führte pro Jahr weniger als Hundert oder maximal ein paar Hundert Eingriffe durch, wobei es keine routinemäßigen Bluttests auf eine mögliche Schädigung des Herzens gab. Und all diese Ärzte waren von einem Bias (einer Verzerrung) betroffen, denn sie waren überzeugt, hochqualifiziert zu sein und keine Herzinfarkte bei ihren Patienten zu verursachen. Hier wurde die kognitive Verzerrung der Ärzte von ihrer eigenen, relativ begrenzten klinischen Erfahrung und der nicht erfolgten, systematischen Suche nach Beweisen beeinflusst.


 Auch regelbasiertes Denken kann zu einer Verzerrung führen. Kardiologen, die Herzkrankheiten bei Patienten diagnostizieren, die in der Notaufnahme untersucht wurden, zeigen ein solch regelbasiertes Denken, wie Abbildung 3.1 zeigt, wenn sie Herzinfarkte‌ erst am einem Alter von 40 Jahren wirklich in Betracht ziehen. Die Fakten sprechen eine klare Sprache, wie Stephen Coussens in seinem Paper Behaving Discretely: Heuristic Thinking in the Emergency Department zeigt: Es besteht eine Unstetigkeit in den Daten (Abbildung 3.1 a), die darauf hindeutet, dass Ärzte Patienten als zu jung für eine Herzkrankheit einstufen, obwohl das Risiko eines 40-Jährigen, einen tödlichen Herzinfarkt zu erleiden, nicht sehr viel größer als das eines 39-Jährigen ist (Abbildung 3.1 b). Das ist nicht unerheblich: Nach einer Analyse der Daten bei der 90-Tage-Nachuntersuchung dieser Patienten stellte Coussens fest, dass viele Personen, die fälschlicherweise als zu jung für eine Herzkrankheit abgetan wurden, in der Folge einen Herzinfarkt erlitten.14


 Zu den größten Verzerrungen bei Ärzten gehört eine übertriebene Selbstsicherheit oder Selbstüberschätzung‌, die Kahneman als »in der Medizin [...] weit verbreitet« bezeichnet.15 Um seine Behauptung zu stützen, führt er eine Studie an, bei der »die Obduktionsbefunde mit der Diagnose verglichen [wurden], die Ärzte gestellt hatten, als die Patienten noch am Leben gewesen waren. Die Ärzte gaben auch das Ausmaß ihrer Urteilssicherheit an. Das Ergebnis: ›Kliniker, die sich der Diagnose vor dem Tod ›vollkommen sicher‹ waren, irrten sich in 40 Prozent der Fälle.‹« Auch Lewis war diese Verzerrung wohlbekannt: »[D]ie gesamte Zunft hatte sich so arrangiert, dass sie die Weisheit ihrer Entscheidungen bestätigte«16 Tversky und Kahneman haben 1974 eine Verzerrung in Richtung Überzeugtheit in einem klassischen Science-Artikel behandelt, der die vielen Arten der Heuristik aufzählt, auf die Menschen sich im ungewissen Situationen verlassen.17 Leider herrschte im Arztberuf trotz eines relativen Mangels an Beweisen in nahezu jedem Fall niemals ein Mangel an Unsicherheit. Der Umgang mit dieser Unsicherheit führt unglücklicherweise häufig zu einer Abhängigkeit von Expertenmeinungen, die ich als eminenzbasierte Medizin (im Gegensatz zur evidenzbasierten Medizin) bezeichne. In meinem Buch The Creative Destruction of Medicine beschäftige ich mich eingehend damit.18
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Abb. 3.1: Heuristisches Denken führt zu Fehldiagnose‌n von Herzinfarkten in der Notaufnahme. (Quelle: nach S. Coussens, »Behaving Discretely: Heuristic Thinking in the Emergency Department«, Harvard Scholar (2017): http://scholar.harvard.edu/files/coussens/files/stephen_coussens_JMP.pdf.)
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Abb. 3.2: Die zuschreibbaren Ursachen medizinischer Falschdiagnosen bei über 500 Ärzten. (Quelle: nach L. Landro, »The Key to Reducing Doctors’ Misdiagnoses«, Wall Street Journal (2017): www.wsj.com/articles/the-key-to-reducing-doctors-misdiagnoses-1505226691, unter wesentlicher Berücksichtigung von G. Schiff et al., »Diagnostic Error in Medicine: Analysis of 583 Physician-Reported Errors«, Arch Intern Med (2009): 169(20), 1881–1887.)





 Ein Teil dieser Selbstüberschätzung‌ lässt sich als Bestätigungsfehler klassifizieren. Man spricht auch vom Myside-Bias, also dem Suchen von Argumenten für und Ignorieren von Argumenten gegen die eigene Meinung.19 Selbstüberschätzung ist eng verwandt mit der Wissensillusion – Menschen glauben, dass sie mehr wissen, als tatsächlich der Fall ist. Welche Verzerrung auch immer uns betrifft: Menschen (und damit auch Ärzte) treffen wichtige Entscheidungen, die mit rationalem Verhalten nicht zu erklären sind.


 Ein klassisches Experiment Tverskys hebt den Mangel an einfacher Argumentation oder Schlussfolgerung noch hervor: Er führte eine Umfrage unter Onkologen in Stanford durch und fragte, welche OP sie bei Patienten mit Krebs im Endstadium in Betracht ziehen würden. Wenn für den Eingriff eine 90-prozentige Überlebenswahrscheinlichkeit angegeben war, entschieden sich 82 Prozent der Befragten für eine OP. War hingegen eine 10-prozentige Sterbewahrscheinlichkeit angegeben, wählten nur 54 Prozent diesen Eingriff. Obwohl nur die Bezeichnungen und entsprechend die Prozentwerte verändert wurden, gab es einen erheblichen Unterschied bei der Entscheidung.


 Wir wissen viel über Fehldiagnosen, zum Beispiel die ungefähre Zahl pro Jahr und dass ein großer Teil davon eine Folge der kognitiven Verzerrung‌ ist. Laut einer Untersuchung von 583 von Ärzten gemeldeten Fällen von diagnostischen Fehlern ist das größte Problem eine fehlende Bewertung der Diagnose selbst (Abbildung 3.2), also das im System 1 fixierte Denken und die Anfälligkeit für die Verfügbarkeitsheuristik.20 Das Ausbleiben der Diagnostik oder Verzögerungen bei derselben sind die wesentlichen Gründe für Kunstfehlerprozesse in den USA (die 2017 ganze 31 Prozent aller Klagen ausmachten).21 Wenn die betroffenen Ärzte gefragt wurden, was sie anders gemacht hätten, nannten die meisten eine bessere Dokumentation, was wiederum zeigt, wie schnell Untersuchungen und Aktenführung meist erfolgen. In jedem Fall müssen Fehldiagnosen‌ deutlich reduziert werden. Gleichzeitig ist klar, dass es immer zu einer gewissen Anzahl falscher Diagnosen kommen wird.


 Sowohl die oberflächliche als auch die schnelle Medizin stellt für sich genommen ein ernst zu nehmendes Problem dar. Wir müssen beide angehen. Selbst in den seltenen Fällen, dass ein Arzt seinen Patienten sehr gut kennt und eine nahezu vollständige Datensammlung vorliegt, spielten doch all die Schwachpunkte des menschlichen Denkens und der begrenzte Erfahrungsschatz eine Rolle. Im Laufe der Berufsausübung sieht jeder Arzt und jede Ärztin wohl einige Tausend Patienten. Diese Erfahrung bildet die Grundlage für das Denken im System 1. Wie erwähnt, fehlt jedoch ein Mechanismus für regelmäßiges Feedback über die Korrektheit der Vermutungen der Ärzte. Bis diese doch recht begrenzte Erfahrung gesammelt ist, vergehen viele Jahrzehnte. Selbst bei Doktoren, die im Laufe ihrer Karriere Zehntausende Patienten sehen, ist das eine kleine Zahl, wenn man sie mit dem vergleicht, was durch eine Aufsummierung aller Daten der Legionen von Ärzten herauskommt – allein mehr als 700.000 Mediziner in den Vereinigten Staaten und mehrere Millionen weltweit. Bühne frei für Kollege Computer.


 Ein mögliches Hilfsmittel für Ärzte sind Online-Tools. Es gibt zwar den ein oder anderen Bericht darüber, wie eine Google-Suche schwierige Diagnosen unterstützt hat. Dennoch ist ein einfaches Nachschlagen von Krankheitszeichen keine nachgewiesenermaßen exakte Art der Diagnostik‌. Zu den ersten Symptomdatenbanken‌, die von Ärzten – und mittlerweile auch von Patienten – genutzt wurden, gehört der Isabel Symptom Checker, der Anzeichen für mehr als 6.000 Krankheiten enthält. Als ich Husten und Fieber für einen 50- bis 60-jährigen Nordamerikaner eingab, zählten Influenza, Lungenkrebs, akute Appendizitis, Lungenabszess, rezidivierendes Fieber, atypische Lungenentzündung und Lungenembolie zu den »wahrscheinlichen« Diagnosen. Praktisch alle davon bis auf Influenza und atypische Lungenentzündung lassen sich recht leicht aufgrund der Wahrscheinlichkeit, mit der diese Symptome bei diesen Krankheiten auftreten, ausschließen. Im Jahr 2015 wurden in einer im British Medical Journal veröffentlichten Studie 23 Symptomdatenbanken getestet. Nur 34 Prozent zeigten nach Angabe der Symptome die korrekte Diagnose an.22 Trotz des schwachen Ergebnisses sind in der jüngeren Vergangenheit unzählige Apps zur Symptomsuche aus dem Boden geschossen, darunter Ada, Your.MD und Babylon. Sie setzen auch auf Künstliche Intelligenz‌, konnten aber noch nicht die Genauigkeit echter Ärzte erreichen (die selbst nicht automatisch als Goldstandard gewertet werden sollte). Diese Start-ups beginnen damit, neben Symptomen auch weitere Daten einzubeziehen und erfragen zum Beispiel die Krankengeschichte des Patienten. Anhand des Frage-Antwort-Spiels hofft man, die Differenzialdiagnose‌n einzugrenzen und die Genauigkeit zu steigern. Eine dieser Apps namens Buoy Health nutzt über 18.000 klinische Veröffentlichungen, Beschreibungen für 1.700 Krankheitszustände und Daten von mehr als 5 Millionen Patienten.


 Nichtsdestotrotz ist es eine zu starke Verallgemeinerung, wenn man von einer Reihe von Symptomen auf eine bestimmte Krankheit schließen will. Wer den Patienten zuhört, erkennt schnell und deutlich, dass es bei Krankheitsanzeichen kein Schwarz oder Weiß gibt. Sie sind nicht binär, nicht entweder–oder, sondern treten vielmehr in unzähligen Abstufungen und Schattierungen auf. So berichtet ein Patient mit Aortendissektion vielleicht gar nicht von Brustschmerzen. Und bei einem Herzinfarkt zeigt ein anderer Patient vielleicht die zur Faust geballte Hand (auch Levine-Zeichen genannt), um einen Druck zu verdeutlichen, den er nicht als Schmerz empfindet.


 Oder er nennt ein Brennen, das weder Druck noch Schmerz ist. Für Diagnose-Apps‌ wird es aber noch komplizierter: Es sind nicht nur die Symptome, die subjektiv sind. Auch der nonverbale Ausdruck des Patienten, wie Gesichtsausdruck und Körpersprache, spielt neben den benutzten Begriffen eine wichtige Rolle und kann häufig nicht in Worte gefasst werden.


 Computer können gewiss beim Erarbeiten einer zweiten Meinung helfen, die zum Stellen der korrekten Diagnose nützlich ist. In einer Untersuchung der Mayo Clinic mit beinahe 300 nacheinander überwiesenen Patienten stimmte die Zweitmeinung bei nur 12 Prozent der Patienten mit der des überweisenden Arztes überein.23 Schlimmer noch: Häufig wird gar keine Zweitmeinung‌ eingeholt, sei es aufgrund der Kosten, infolge von Terminproblemen oder aufgrund eines Mangels an qualifizierten Ärzten. Die Telemedizin ist hilfreich, um Feedback zu wichtigen Diagnosen einzuholen. Allerdings wird hier der Nutzen einer persönlichen Konsultation dem Nutzen der Zweitmeinung geopfert. Als ich um die Jahrtausendwende an der Cleveland Clinic arbeitete, starteten wir einen Onlinedienst namens MyConsult, über den mittlerweile zig Tausende von Zweitmeinungen eingeholt wurden, die häufig der ursprünglichen Diagnose widersprachen.


 Ärzte, die nach einer höheren diagnostischen Genauigkeit streben, können Daten mit Kollegen teilen und so um Unterstützung bitten. Das ist zwar kein echtes Denken im System 2, aber immerhin ist das Einholen der reflexiven Ideen und Erfahrungen mehrerer Fachleute ein Fortschritt. In den letzten Jahren sind einige Smartphone-App‌s für Ärzte auf den Markt gekommen, zum Beispiel Figure One, HealthTap und DocCHIRP. Figure One ist recht beliebt, wenn es um die Freigabe medizinischer Aufnahmen geht, um schnell eine Diagnose von Kollegen einzuholen. Mein Team bei Scripps hat neulich Daten aus der derzeit unter Ärzten meistverbreiteten Crowdsourcing-App Medscape Consult veröffentlicht.24 In den zwei Jahren seit ihrer Einführung hat die App 37.000 Nutzer in der Ärzteschaft gefunden, und die Anzahl wächst stetig. Diese Ärzte kommen aus mehr als 200 Ländern und vielen Fachbereichen, die mit der App schnelle Hilfe erhalten. Interessanterweise liegt das Durchschnittsalter der Nutzer bei über 60 Jahren. Das Human Diagnosis Project, kurz Human Dx, ist eine Internet- und App-Plattform, die von mehr als 6.000 Ärzten und Nachwuchskräften aus vierzig Ländern genutzt wird.25 Im Rahmen einer Untersuchung, bei der Diagnoseprotokolle von über 200 Ärzten und von Computeralgorithmen miteinander verglichen wurden, betrug die diagnostische Genauigkeit der Ärzte 84 Prozent, die Klassifikationsrate der Algorithmen jedoch nur 51 Prozent. Damit schneiden weder Mensch noch KI überragend gut ab, doch die Hoffnung der führenden Köpfe hinter der Untersuchung und vieler Einrichtungen wie American Medical Association, American Board of Medical Specialties und anderer wichtiger Ärztekammern ist, dass die Kombination aus ärztlicher Intelligenz und Machine Learning‌ die diagnostische Genauigkeit steigern kann. Eine Anekdote des dabei federführenden Internisten Dr. Shantanu Nundy stimmt hoffnungsvoll.26


 Eine Frau in den Dreißigern beklagte steife und schmerzende Handgelenke. Er vermutete eine rheumatische Arthritis, war aber nicht ganz sicher und bat in der HumanDx-App‌ um Hilfe: »35W mit Schmerzen und Gelenksteifigkeit in L/R Hand X 6 Monate, vermutet: rheumatische Arthritis.« Außerdem lud er ein Foto der entzündeten Hände hoch. Binnen Stunden bestätigten mehrere Rheumaspezialisten die Diagnose. Human Dx will bis 2022 mindestens 100.000 Ärzte gewinnen und die Verarbeitung natürlicher Sprache vorantreiben, damit Schlüsseldaten an die passenden Fachärzte weitergeleitet werden können. So sollen KI und die Intelligenz der Masse‌ unter einen Hut gebracht werden.


 Ein anderes Crowdsourcing-Modell für bessere Diagnosen sieht den Einsatz von Citizen Science vor. Darunter versteht man die Mithilfe oder gar komplette Projektumsetzung von interessierten Amateuren. Dieses von CrowdMed entwickelte Modell setzt finanzielle Anreize, damit Ärzte und Laien schwer zu diagnostizierende Fälle lösen. Die Einbeziehung von Nicht-Klinikern für derartige Zwecke ist recht neu und hat bereits zu unerwarteten Resultaten geführt: Der Gründer und CEO des Unternehmens, Jared Heyman, hat mir verraten, dass die Laien unter dem Strich mehr exakte Diagnosen stellen als die Ärzte. Unser Team bei Scripps Research konnte diese Daten bisher nicht prüfen oder die endgültige diagnostische Genauigkeit bestätigen. Doch wenn das zutrifft, liegt es möglicherweise daran, dass Laien mehr Zeit für die aufwendige Recherche aufbringen können – ein Argument mehr für eine langsame und gründliche Vorgehensweise, um in komplexen Fällen zur korrekten Antwort zu gelangen.


 Das Unternehmen schlechthin, wenn es um ambitionierte Pläne bei der Optimierung medizinischer Diagnosen und Ergebnisse geht, ist wohl IBM mit seinem Supercomputer Watson‌ und dem Einsatz künstlicher Intelligenz (Abbildung 3.3). 2013 begann IBM, mit führenden Medizinzentren zusammenzuarbeiten. Milliarden von Dollar wurden investiert, andere Unternehmen gekauft und Watson mit Unmengen an Patientendaten, medizinischen Bildern, Krankengeschichten, biomedizinischer Literatur und Abrechnungsunterlagen gefüttert.27 Im Jahr 2015 behauptete IBM, dass Watson mehr als 15 Millionen Seiten medizinischer Fakten, über 200 medizinische Fachbücher und 300 medizinische Fachzeitschriften verarbeitet habe. Tagtäglich werden Unmengen an Texten veröffentlicht, die Ärzte gar nicht in ihrer Gesamtheit erfassen können. Und doch hält dieses Wissensbasis wertvolle Informationen bereit. 2016 übernahm IBM‌ schließlich Truven Health Analytics für 2,6 Milliarden Dollar, um Zugriff auf die 100 Millionen Krankenakten zu erhalten, die bei Truven verfügbar waren. Das unterstreicht nochmals den unersättlichen Hunger Watsons nach medizinischen Daten.28


 Als das Watson-Team vor ein paar Jahren unsere Gruppe bei Scripps Research besuchte, zeigte es uns, wie nach der Eingabe von Symptomen eine nach Wahrscheinlichkeiten sortierte Differenzialdiagnose ausgegeben wurde. Doch um das System für unser genomisches Sequenzierungsprogramm für unbekannte Krankheiten einzusetzen, hätten wir mehr als eine Million Dollar aufbringen müssen. Das konnten wir uns nicht leisten. Andere Wissens- und Forschungszentren ließen sich davon nicht abhalten. Die Erfahrungsberichte sind weit gestreut.


 Die besten Ergebnisse stammen vom Lineberger Comprehensive Cancer Center der Universität von North Carolina; sie wurden 2016 im Nachrichtenmagazin 60 Minutes vorgestellt. Der Leiter des Krebszentrums, Norman Sharpless (jetzt Leiter des US-Krebsinstituts National Cancer Institute), nannte sich selbst einen Skeptiker, wenn es um den Einsatz künstlicher Intelligenz für eine bessere Krebsbehandlung geht. Von den für 1.000 Krebspatienten an der UNC in Betracht gezogenen Therapien wurden 30 Prozent ausschließlich von Watson vorgeschlagen, und zwar auf Grundlage einer Analyse von einem Peer Review unterzogener Krebsliteratur.29 Das Empfehlen von Behandlung ist nicht dasselbe wie das Verbessern der Diagnosen, aber die Fähigkeit, mit Watson die mehr als 160.000 jährlich veröffentlichten Seiten an Forschungsberichten zum Thema Krebs zu verarbeiten, mag bei einigen Patienten sehr wohl den Ausschlag für die passende Therapie gegeben haben. Die erste Veröffentlichung mit Peer Review der Untersuchung betrachtete über 1.000 Patienten an der Universität von North Carolina; sie zeigte geeignete klinische Untersuchungen auf, die Onkologen bei mehr als 300 Menschen zunächst übersehen hatten.30


 Am anderen Ende der Skala steht die Erfahrung, die im MD Anderson, einem der führenden Krebszentren des Landes, mit Watson gemacht wurde. Kurz gesagt war es ein Debakel als Folge vieler falscher Entscheidungen. Zu den wesentlichen Behauptungen gehörte es, dass nach dem Einlesen mehrerer Millionen Seiten mit medizinischen Informationen diese auch praktisch genutzt werden könnten. Dr. Lynda Chin‌ leitete den Watson-Test am MD Anderson. Sie sagt: »Einer Maschine das Lesen medizinischer Unterlagen beizubringen, ist schwieriger, als alle dachten.«31 Es zeigte sich, dass es keine einfache Aufgabe für die Maschine ist, nicht strukturierte Daten, Akronyme, stenografische Anmerkungen, unterschiedliche Schreibstile und menschliche Fehler zu verstehen. Diese Ansicht vertritt auch Dr. Mark Kris vom Memorial Sloan Kettering, der in einer frühen Trainingsphase von Watson for Oncology beteiligt war: »Änderungen im Cognitive Computing sind nicht auf die Schnelle möglich. Man muss Fachliteratur einspeisen und Falldaten eingeben.«32 Lückenhafte klinische Daten und ein Mangel an Belegen aus der medizinischen Literatur führten dazu, dass das Projekt kaum einen Nutzen bot. Am Ende kostete das MD-Anderson-Projekt mit Watson 62 Millionen Dollar, bevor es eingestellt wurde. Termin auf Termin rauschte vorbei, mehrmals wurden andere Krebsleiden in den Fokus gerückt, geplante Pilotprojekte kamen nicht voran.33 Da überrascht es nicht, wenn der ehemalige IBM-Manager Peter Greulich so an das Projekt zurückdenkt: »IBM sollte nicht mehr versuchen, den Krebs zu heilen. Man hat die Werbetrommel gerührt, ohne eine Ahnung vom finalen Produkt zu haben.«34 Beachtenswert ist die Sichtweise von Isaac Kohane, der an der Harvard Medical School die Abteilung für biomedizinische Informatik leitet: »Häufig wurde behauptet, am MD Anderson sei eine Plattform für Leukämie-Diagnosen mit über 150 möglichen Protokollen entstanden, Forscher würden Watson für diese Plattform nutzen und so weiter und so fort. Doch da wurde nichts genutzt, denn es gab nichts.«35
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Abb. 3.3: Anzeige für IBM Watson





 Die Probleme, auf die IBM Watson in der Krebsthematik stieß, sind exemplarisch für die Bemühungen des Programms, die Diagnose in der Heilkunde zu verbessern. Yuval Noah Harar‌i zeichnet in Homo Deus ein extrem optimistisches und überschwängliches Bild der Zukunft von Watson:


 »Doch nicht einmal der aufmerksamste Arzt kann sich an all meine früheren Wehwehchen und Behandlungen erinnern. Ebenso wenig kann irgendein Arzt mit jeder Krankheit und jedem Medikament vertraut sein oder jeden neuen Aufsatz lesen, der in den einschlägigen medizinischen Fachzeitschriften veröffentlicht wird. Obendrein ist der Arzt manchmal müde oder hungrig oder vielleicht sogar krank, was sein Urteilsvermögen beeinträchtigt. Kein Wunder also, dass sich Ärzte bei ihren Diagnosen oft irren oder eine suboptimale Behandlung empfehlen.«36


 Ganz bestimmt birgt die Informatik großes Potenzial, doch bisher ist sie weit hinter ihren Versprechen zurückgeblieben. Das Problem bei der Erfassung und Anhäufung der Daten wurde unterschätzt; nicht nur von Watson, sondern von allen Tech-Unternehmen, die in das Gesundheitswesen einsteigen.


 Hararis Vorstellung ist noch lange nicht Realität, doch eines ist klar: Wir benötigen eine computergestützte Diagnose‌. In Anbetracht der gewaltigen und stetig anwachsenden Daten- und Informationsberge für und über jede Einzelperson sowie des riesigen Korpus medizinischer Veröffentlichungen müssen wir die Diagnostik‌ von einer Kunstform zu einer digitalen, datengestützten Wissenschaft machen. Doch bisher gibt es nur beschränkte klinische Studien, die einen Ausblick auf die Möglichkeiten geben, die sich letztendlich bieten mögen.


 Schnell und spezifisch


 Bisher haben wir über die Diagnose des gesamten Patienten gesprochen und uns noch nicht mit spezifischeren Bereichen wie der Interpretation medizinischer Scans, pathologischer Präparate, Elektrokardiogramme oder Stimme und Sprache befasst. Doch gerade bei der Erkennung und Beurteilung solcher Muster‌ machen Maschinen erhebliche Fortschritte.


 Ich möchte ein paar Beispiele für den Fortschritt in der spezifischen KI-Diagnose‌ anführen. Das Gehirn betreffend ist die Interpretation der Scans von Patienten mit Schlaganfall genauer geworden. Auch Feinheiten in Hirnscans, die zuverlässig auf eine aufkeimende Alzheimer‌-Erkrankung hindeuten, werden besser erkannt. Beim Herzen gelingt die Auswertung von Elektrokardiogramm‌en bei Herzrhythmusstörung‌en und echokardiografischen Bildern sehr genau. Was den Krebs‌ betrifft, können Computer Hautschäden und pathologische Präparate gut beurteilen. Große Fortschritte gab es bei der recht genauen Diagnose vieler Augenerkrankungen‌ anhand von Netzhautbildern. Die Verarbeitung von Klängen – Stimme und Sprache – hilft bei der Diagnose posttraumatischer Belastungsstörungen‌ und Schädel-Hirn-Traumata‌. Selbst die Audio-Wellenformen eines Hustens wurden bereits verwendet, um Asthma, Tuberkulose, Lungenentzündung und andere Lungenkrankheiten zu bestimmen.


 Ich möchte noch die App Face2Gene‌ von FDNA erwähnen, denn sie kann bei der Diagnose von mehr als 4.000 genetischen Krankheiten helfen, von denen viele nur schwer erkennbar sind. Ein Beispiel ist ein Kind, das am seltenen Coffin-Siris-Syndrom leidet. Die App‌ führt die Diagnose in Sekundenschnelle anhand der eindeutigen Gesichtszüge durch. Bisher dauerte es in Einzelfällen bis zu 16 Jahre, mit vielen und teuren Untersuchungen, bevor Spezialisten zum selben Schluss kamen. Dieses Meisterwerk gelang dem Programmierer durch Anwendung von Deep Learning auf Bilder betroffener Personen. Der Algorithmus fand die seltene, aber markante Konstellation von Gesichtsmerkmalen, die bei diesem Syndrom auftreten. Bereits 60 Prozent der medizinischen Genetiker und genetischen Berater haben die App genutzt. Das ist besonders gut, denn die weite Verbreitung führt zu einer immer umfassenderen Wissensbasis, die wiederum genauere Diagnosen von immer mehr seltenen Krankheiten erlaubt. Auch darin zeigt sich der beeindruckende Erfolg eines spezifischen KI-Tools für eine bessere medizinische Diagnose. Doch der Prozess ist nicht nur spezifisch: Die maschinelle Verarbeitung kann auch extrem schnell und kostengünstig erfolgen. Schätzungen zufolge lassen sich bei der medizinischen Bildverarbeitung über 250 Millionen Scans in nur 24 Stunden einlesen, und das zu Kosten von etwa 1.000 Dollar. 37


 All das klingt grandios, kratzt aber gerade einmal an der Oberfläche. Um die Möglichkeiten und Gefahren wirklich zu verstehen, müssen wir uns eingehend mit KI-Technologien befassen. In diesem Kapitel habe ich viel über menschliche Verzerrungen und Neigungen gesprochen. Genau diese Verzerrungen können, als Teil der menschlichen Kultur, auch Einzug in KI-Werkzeuge halten. Da der Fortschritt der KI im medizinischen Feld hinterherhinkt – man denke nur an selbstfahrende Autos, Gesichtserkennung und Spiele –, können wir aus der Erfahrung auf diesen Gebieten lernen und die dort gemachten Fehler vermeiden. In den nächsten beiden Kapiteln baue ich das Feld auf, nur um es dann wieder einzureißen. Sie erhalten Einblicke in die Herausforderungen, vor denen die KI beim Wandel der Medizin steht, sowie die letztliche Unvermeidlichkeit des Wandels. Ärzte und Patienten profitieren davon, zu wissen, was hinter der Bühne vor sich geht. Denn Wissen ist besser, als der kommenden algorithmischen Medizin blindlings zu vertrauen. Lesen Sie weiter und wappnen Sie sich für Ihre Begegnung mit Dr. Algorithmus.






Kapitel 4: 
Deep Learning – Status Quo


 »Die KI-Revolution‌ ist die nächste industrielle Revolution‌ – aber wahrscheinlich sehr viel größer und auf jeden Fall schneller.«


 – KAI-FU LEE‌





 »KI ist vermutlich das Wichtigste, an dem die Menschheit je gearbeitet hat. KI ist ... wichtiger als Elektrizität und Feuer.«


 – SUNDAR PICHAI‌





 Im Februar 2016 holte das kleine Start-up AliveCor‌ die beiden Google-Mitarbeiter Frank Petterson und Simon Prakash an Bord. Mit ihrem KI-Fachwissen sollten die zwei das Smartphone-EKG‌ (Elektrokardiogramm‌) des Unternehmens voranbringen, denn es gab Probleme: Zwar hatte man die erste Smartphone-App für ein 1-Kanal-EKG entwickelt und konnte das Diagramm 2015 sogar auf der Apple Watch‌ darstellen, aber neben dem Wow-Faktor gab es auf den ersten Blick keinen praktischen Nutzen. Das bedrohte trotz hoher Beteiligungen von Wagniskapitalgebern wie Khosla Ventures den Fortbestand des Unternehmens.


 Doch Petterson, Prakash und ihr Team aus nur drei weiteren KI-Talenten hatten sich zwei ehrgeizige Ziele gesteckt: Einerseits wollte man einen Algorithmus entwickeln, der in der Lage war, quasi im Hintergrund Herzrhythmusstörung‌en zu erkennen, und andererseits wollte man aus dem mit der Uhr aufgezeichneten EKG den Kaliumgehalt‌ im Blut feststellen. Durchaus im Bereich des Möglichen für das neue Team bei AliveCor. Petterson, der Vice President der Entwicklung bei AliveCor, ein großer, dunkelhaariger Mann mit blauen Augen und beginnender Glatze, ist, wie die meisten Ingenieure, ein wenig introvertiert. Bei Google war er für YouTube Live, Gaming und die Hangouts-Entwicklung verantwortlich. Er wurde bereits mit einem Oscar und neun Spielfilmpreisen für seine Entwurfs- und Entwicklungssoftware ausgezeichnet, die unter anderem bei Transformers, Star Trek, der Harry-Potter-Reihe und Avatar zum Einsatz kam. Prakash, der Vice President für Produkte und Design, ist nicht ganz so groß wie Petterson. Er hat zwar keinen Oscar bekommen, dafür ist er besonders gutaussehend. Mit seinen dunklen Haaren und braunen Augen könnte er durchaus eine Rolle im nächsten Hollywood-Film übernehmen. Das jugendliche Erscheinungsbild täuscht, denn verfügt über 20 Jahre Erfahrung in der Produktentwicklung, unter anderem bei der Leitung des Google-Glass-Projekts. Er hat außerdem neun Jahre bei Apple gearbeitet und war unmittelbar an der Entwicklung der ersten iPhone- und iPad-Generation beteiligt. In der Rückschau wirkt diese Vorgeschichte beinahe ironisch.


 In der Zwischenzeit arbeiteten mehr als zwanzig Ingenieure und Informatiker am nur elf Kilometer entfernten Apple-Standort an der Erkennung von Vorhofflimmern mit der Apple Watch. Ihnen gereichten die praktisch endlosen Ressourcen und großer Rückhalt beim IT-Riesen zum Vorteil: Der für die Entwicklung und Markteinführung der Apple Watch verantwortliche CEO, Jeff Williams, hatte eine überzeugende Vision der Uhr als wichtiges Medizingerät der Zukunft geschaffen. Als ich Apple als Berater besuchte, um den Fortschritt des Projekts zu beurteilen, waren Bedeutung und Priorität des Unterfangens ganz klar. Das Erreichen des Ziels schien absolut sicher.


 Auf den ersten Blick war dieses Ziel auch leichter zu erreichen als das von AliveCor. Wer würde bei einer Uhr schon daran denken, den Kaliumgehalt‌ des Bluts damit zu bestimmen? Doch im Zeitalter des Deep Learnings gelten andere Regeln, wie wir noch sehen werden.


 Die Idee selbst stammte nicht von AliveCor. An der Mayo Clinic‌ untersuchten Paul Friedman und seine Kollegen die sogenannte T-Welle‌ des EKGs und die Korrelation dieser Welle mit dem Kalium im Blut. Die Medizin weiß schon seit Jahrzehnten, dass hohe T-Wellen auf einen hohen Kaliumgehalt hindeuten können. Auch ist bekannt, dass ein Kaliumgehalt über 5,0 mEq/l gefährlich ist. Menschen mit Nierenerkrankungen neigen besonders zu hohen Kaliumwerten. Je mehr der Wert über 5 liegt, desto größer ist das Risiko für einen plötzlichen Tod aufgrund einer Arrhythmie des Herzens. Das gilt vor allem für Patienten mit Nierenerkrankungen‌ im fortgeschrittenen Stadium oder alle, die sich einer Hämodialyse unterziehen. Friedmans Resultate waren das Ergebnis einer Korrelation von EKG und Kaliumwerten bei nur zwölf Patienten vor, während und nach der Dialyse. Die Ergebnisse wurden 2015 in einer unbekannten Zeitschrift, die sich mit der Herzelektrophysiologie befasst, veröffentlicht. Der Untertitel lautete Proof of Concept for a Novel ›Blood-Less‹ Blood Test (Machbarkeitsnachweis für einen neuartigen »blutlosen« Bluttest).1 Das Team berichtete, dass Änderungen der Kaliumwerte von nur 0,2 mEq/l selbst im normalen Bereich (3,5–5,0) im EKG mit Computerhilfe erkannt werden können, nicht aber mit dem menschlichen Auge.


 Friedman und sein Team wollten diesen Gedanken unbedingt für mit Smartphones oder Smartwatches aufgezeichnete EKGs und den Einsatz von KI weiterverfolgen. Statt sich an ein großes Unternehmen wie Medtronic oder Apple zu wenden, sprachen sie im Februar 2016 – kurz vor dem Einstieg von Petterson und Prakash – Vic Gundotra, den CEO von AliveCor an. Gundotra hatte zuvor ebenfalls bei Google gearbeitet. Er ging zu AliveCor, weil er schon immer davon überzeugt war, dass im EKG noch viele Entdeckungen darauf warteten, gemacht zu werden.2 Am Ende des Jahres gab es schließlich eine Vereinbarung zwischen der Mayo Clinic und AliveCor über die geplante Zusammenarbeit.


 Die Mayo Clinic behandelt sehr viele Patienten, sodass AliveCor auf eine Trainingsdatenmenge mit mehr als 1,3 Millionen 12-Kanal-EKGs aus über zwanzig Jahren und die zugehörigen Kaliumwerte, die in einem zeitlichen Abstand von ein bis drei Stunden zum EKG gemessen wurden, zugreifen konnte, um einen Algorithmus zu entwickeln. Doch bei der Analyse erwiesen sich die Daten als Reinfall (Abbildung 4.1).


 Hier sind die Ground Truths‌, also die tatsächlichen Kaliumwerte (K+), der X-Achse zugewiesen, die Prognosewerte des Algorithmus der Y-Achse. Die Streuung ist enorm. Wenn K+ in Wirklichkeit etwa 7 betrug, wurde ein Wert von 4,5 prognostiziert – eine nicht akzeptable Fehlerrate. Das AliveCor-Team war mehrmals nach Rochester in Minnesota gefahren, um mit der riesigen Datensammlung zu arbeiten, häufig mitten im Winter. Gundotra berichtet, dass sie »drei Monate im Tal der Hoffnungslosigkeit herumirrten« und nach der Fehlerquelle suchten.


 Petterson, Prakash und das Team nahmen die Daten genau unter die Lupe. Das Projekt schien gestorben, doch dann gab es einen Lichtblick: Die Mayo Clinic hatte die umfangreiche EKG-Datenbank gefiltert und nur ambulante Patientendaten weitergegeben. Damit war das Muster verfälscht, denn es handelte sich dabei um insgesamt gesündere Einzelpersonen, die durch die Gegend liefen und somit nur höchst selten hohe Kaliumwerte aufwiesen. Wie sähe das Ergebnis aus, wenn auch alle stationären Patienten in die Datensammlung einflössen? Damit wäre nicht nur der Anteil der Personen mit hohen Kaliumwerten höher, sondern die Bestimmung wäre auch zeitlich sehr viel näher am EKG-Zeitpunkt erfolgt.


 Sie überlegten auch, ob im Gegensatz zu Friedmans Idee vielleicht nicht alle wesentlichen Informationen in der T-Welle enthalten seien. Das führte zu der Entscheidung, die gesamte EKG-Kurve zu analysieren und die menschliche Annahme, dass die nützlichen Daten in der T-Welle enthalten sind, außen vor zu lassen. Sie baten die Mayo Clinic um eine bessere, umfassendere Datensammlung. Und die Mayo Clinic lieferte. Jetzt konnte der Algorithmus anhand von 2,8 Millionen vollständigen EKGs getestet werden, nicht nur anhand der T-Welle und 4,28 Millionen Kaliumwerten. Das Ergebnis war ein echter Heureka-Moment.
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Abb. 4.1: Punktediagramm der anhand der EKGs prognostizierten Kaliumwerte (K+) im Vergleich mit den im Labor bestimmten Werte (Patientendaten der Mayo Clinic). (Quelle: Daten von AliveCor)





 Die Fehlerrate fiel auf ein Prozent, die Receiver-Operating-Characteristic-Kurve (ein Maß für die Bestimmung der Vorhersagegenauigkeit, wobei 1,0 für Perfektion steht) stieg von 0,63 (für das Diagramm aus Abbildung 4.1) auf 0,86. In diesem Buch werde ich immer wieder auf ROC-Kurven verweisen, da sie allgemein als eine der besten Möglichkeiten angesehen werden, die Genauigkeit zu zeigen und zu quantifizieren, in diesem Fall also die Richtig-Positiv-Rate‌ (im Englischen True Positive Rate, kurz TP) und die Falsch-Positiv-Rate (im Englischen False Positive Rate, kurz FP) einander gegenüberzustellen (Abbildung 4.2). Die Betonung liegt hier übrigens auf »eine der«. Es soll auch nicht unerwähnt bleiben, dass das Verfahren scharf kritisiert wurde und noch wird und die Suche nach besseren Performancekriterien läuft. Der Wert, der die Genauigkeit angibt, ist die Fläche unter der Kurve‌ (im Englischen Area Under Curve‌, kurz AUC‌). Dabei beträgt der Höchstwert (für ein perfektes Ergebnis) 1,0. Die Diagonale entspricht einem Wert von 0,50 und gilt als nutzlos, denn dafür könnte man auch einen Münzwurf‌ entscheiden lassen. Der von AliveCor zunächst erzielte AUC-Wert von 0,63 gilt als schwach. Werte zwischen 0,80 und 0,90 gelten als gut, Werte zwischen 0,70 und 0,80 als ordentlich. Der Algorithmus wurde vorausschauend an vierzig Dialysepatienten überprüft, bei denen zeitgleich zum EKG die Kaliumwerte bestimmt wurden. Nun verfügte AliveCor über die Daten und einen Algorithmus, mit dem es bei der US-Zulassungsbehörde für Medikamente und medizinische Produkte‌, besser bekannt als FDA‌, vorstellig werden konnte, um den Algorithmus zur Erkennung hoher Kaliumwerte mittels Smartwatch zu vermarkten.
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Abb. 4.2: Die Receiver-Operating-Characteristi‌‌c-Kurven (ROC-Kurven) der Richtig- und Falsch-Positiv-R‌aten mit Beispielen für wertlose, gute und hervorragende Werte. (Quelle: nach »Receiver Operating Characteristic«, Wikipedia (2018): https://en.wikipedia.org/wiki/Receiver_operating_characteristic.)





 Die Geschichte von AliveCor enthält wichtige Lektionen für den Einsatz der KI in der Medizin: Ich fragte Petterson, was er dabei gelernt habe. Seine Antwort: »Niemals die Daten zu früh filtern. [...] Ich war bei Google. Vic war bei Google. Simon war bei Google. Wir hatten diese Lektion schon gelernt, aber manchmal lernt man die Lektion nur durch Wiederholung. Machine Learning funktioniert im Normalfall am besten, wenn man es mit vielen Daten und möglichst mit Rohdaten füttert. Denn wenn es nur genug Daten sind, fällt das Rauschen von ganz allein unter den Tisch.«3


 »In der Medizin gibt es meist zu wenig Daten. Wir sprechen hier nicht von Suchanfragen, von denen in jeder Minute Milliarden gestellt werden. In der Medizin ist schon eine Datenmenge mit einer Million Einträgen riesig. Google arbeitet in Größenordnungen, die nicht nur tausendmal, sondern eine Million Mal größer ausfallen.« Daten zu filtern, damit ein Mensch sie von Hand klassifizieren kann, ist eine schreckliche Idee. Die meisten KI-Anwendungen in der Medizin wissen das nicht. Er sagte zu mir: »Das ist eine umwälzende Erkenntnis, die sich in dieser Branche erst durchsetzen muss.«4


 Wir haben an diesem Beispiel einige grundsätzliche Wahrheiten für die Entwicklung von Deep-Learning-Algorithmen‌ kennengelernt. Ohne korrekte Labels oder Ground Truths‌ ist die Sache zum Scheitern verurteilt. Die Ausgangsdaten für den Algorithmus‌ müssen korrekt sein, wenn die Ausgabe irgendeinen Nutzen bieten soll. Wo die Kaliumwerte nicht zeitnah zum EKG bestimmt wurden, gab es erhebliche Probleme mit der genauen Prognose. Das Begrenzen der Datensammlung auf ambulante Patienten aufgrund der Annahme, dass diese die beste Gruppe für die weitere Analyse darstellen, hätte das Projekt fast abgewürgt, ebenso die menschliche Annahme, dass von allen EKG-Signalen nur die T-Welle wichtig sei.


 Beim Deep Learning‌ in der KI dreht sich alles um Ein- und Ausgabe. Andrew Ng‌, ein Rockstar der KI, erklärt das so: »Die Zuordnung von Eingabe und Ausgabe ist eine neue Superkraft.« Algorithmen verschlingen Daten – je mehr, desto besser. Aber die Daten müssen Unmengen von Werten aus der gesamten Bandbreite der möglichen Eingaben enthalten, um zielführende Ausgaben zu erhalten. Das erinnert mich an die Pflege von Patienten auf der Intensivstation: Zu den wichtigsten Kennzahlen bei der täglichen Beurteilung gehört das Verhältnis der Trinkmenge zur Urinmenge. Ohne exakte Daten zur Aufnahme (oder Eingabe) und Abgabe (oder Ausgabe) wird der Patient möglicherweise falsch behandelt, zum Beispiel durch vermehrte Flüssigkeitsgabe oder Verabreichung eines Diuretikums. In beiden Fällen kann eine falsche Ein- oder Ausfuhr den Patienten umbringen.


 Parallel zum Smartwatch-Kalium-Projekt untersuchte AliveCor auch die Erkennung von Vorhofflimmern, also dem Herzrhythmus, der möglicherweise einen Schlaganfall verursachen kann. Das Risiko, während der Lebenszeit ein Vorhofflimmern‌ zu erleiden, beträgt 30 Prozent. Bei allen Menschen, die Vorhofflimmern haben, beträgt das Risiko für einen Schlaganfall‌ 3 Prozent pro Jahr. Offensichtlich ist die Erkennung von Vorhofflimmern bei Personen ohne Symptome somit von großer Bedeutung, da nach der Diagnose vorbeugend Blutverdünner gegeben werden können. 2015 stellte David Albert, ein Kardiologe und der Gründer des Unternehmens, die Idee auf einer wissenschaftlichen Tagung vor. Mittels Deep Learning sollten die erwartete Herzfrequenz in Ruhe und bei Aktivitäten erlernt werden, um die »sicheren« Bereiche für die jeweilige Person zu ermitteln. Einmal angenommen, Ihre Herzfrequenz beträgt im Sitzen normalerweise 60, springt aber schlagartig auf 90 an. Wenn der Beschleunigungsmesser der Smartwatch anzeigt, dass Sie noch immer sitzen, erkennt der Algorithmus einen Ausnahmezustand und kann den Träger auffordern, ein EKG aufzuzeichnen. Das geschieht ganz einfach durch Auflegen des Daumens auf das Uhrenarmband.


 Prakash, Petterson und die anderen drei Mitglieder des KI-Teams von AliveCor entwickelten einen Deep-Learning-Algorithmus namens SmartRhythm‌. Dieses neuronale Netz beobachtet die jeweils vorausgegangenen fünf Minuten. Aus praktischen Gründen muss der Algorithmus in eine Smartwatch‌ oder ein anderes Gerät, das die Herzfrequenz dauerhaft überwachen kann, eingebunden sein. Als Apple 2015 die erste Version der Watch auf den Markt brachte, konnte diese die Herzfrequenz nur für einen Zeitraum von fünf Stunden aufzeichnen. Doch die Apple Watch 2 und 3 bieten dank des optischen Plethysmografie-Sensors (er ist für das grüne Blinken an der Unterseite der Uhr oder auch bei anderen Geräten zum Beispiel von Fitbit verantwortlich) die Möglichkeit, die Frequenz dauerhaft überwachen. Die bessere Akkulaufzeit der Apple Watch 3 ermöglicht eine 24-Stunden-Daueraufzeichnung der Herzfrequenz, bietet also genau die Funktion, die SmartRhythm benötigt. Damit gab es, zumindest für die Wachzeiten, erstmals eine Möglichkeit für Menschen ohne Symptome, Vorhofflimmern zu erkennen und so das Anfallsrisiko zu mindern.


 Am 30. November 2017, nicht einmal anderthalb Jahre, nachdem Petterson und Prakash ins Unternehmen gekommen waren, genehmigte die FDA‌ das Kardia-Band von AliveCor. Es ersetzt das Armband der Apple Watch und hilft dabei, Vorhofflimmern zu erkennen und gibt einen entsprechenden Hinweis aus. Das war die Geburtsstunde des ersten von der FDA genehmigten KI-Algorithmus‌ für die medizinische Eigendiagnose durch Verbraucher.


 In der Zwischenzeit informierte Apple, das den Zeitpunkt der Kardia-Pressemitteilung von AliveCor kannte, noch am selben Tag darüber, dass man gemeinsam mit der Stanford University‌ eine große klinische Studie, die Apple Heart Study, durchführen würde, um mit dem Herzfrequenzsensor der Watch Vorhofflimmern zu erkennen.5 In Apples Fall beruht die Diagnose auf einer unregelmäßigen Herzfrequenz. Anschließend wird eine Telemedizin‌-Sitzung mit Ärzten von American Well empfohlen, und den Patienten wird eine Art Pflaster zugeschickt, dass ein einwöchiges Dauer-EKG aufzeichnet. Das ist natürlich sehr viel umständlicher, als einfach den Daumen auf das Armband zu drücken. Der Goliath Apple war vom David AliveCor geschlagen worden.


 Zumindest für einen Zeitraum von neun Monaten. Dann, im September 2018, kündigte Apple mit viel Trara auf seinem jährlichen Spektakel an, dass der eigene Algorithmus zur Erkennung von Vorhofflimmern von der FDA grünes Licht bekommen habe und in die bald erhältliche Apple Watch Series 4 eingebunden sei. Das sei »das erste frei verkäufliche EKG-Gerät für Verbraucher« und der »ultimative Wächter über Ihre Gesundheit«. Das ist in beiden Fällen falsch.6


 Die beiden AliveCor-Projekte zur Kaliumbestimmung und Erkennung von Vorhofflimmern zeigen, welche Chancen die KI uns bietet: Sie erkennt Dinge, die dem Menschen verborgen bleiben, leidet nicht unter der menschlichen Verzerrung und ermöglicht eine wirklich individuelle Beobachtung. Zwar mögen die Herzrhythmus- und Kalium-Algorithmen wie kleine Schritte wirken, aber sie zeigen klar, was möglich ist und bieten echten praktischen Nutzen. Immerhin tragen mehr als 35 Millionen Menschen eine Apple Watch. Letztlich zeigen die Erfolge von AliveCor, dass es im KI-Zeitalter der Medizin nicht unbedingt auf die Größe ankommt.


 Ich möchte mich in diesem Kapitel damit befassen, wie diese – und weitere – Fortschritte funktionieren. Dabei will ich nicht tief in das Deep Learning einsteigen, das die technologische Basis so vieler anderer Technologien bildet. Zu diesem Thema gibt es das hervorragende Fachbuch Deep Learning‌ von Ian Goodfellow‌, einem jungen und brillanten Wissenschaftler bei Google Brain, und seinen Kollegen.7 Ich lasse Details möglichst beiseite und konzentriere mich auf die für die Medizin relevanten Aspekte der betrachteten Technologien. Doch ich muss ein wenig ausholen, denn die KI ist außerhalb der Medizin deutlich fortgeschrittener als in diesem Feld. Ohne ihre Wegbereiter und deren Hartnäckigkeit stünden wir erst gar nicht vor der Herausforderung, KI in der Medizin einzusetzen. Darum gehe ich in der Folge auf die wichtigsten Punkte, Begriffe und den zeitlichen Ablauf ein.


 In Tabelle 4.1 und Abbildung 4.3 habe ich ein Glossar der wichtigsten Begriffe zusammengestellt. Diese tauchen im vorliegenden Buch immer wieder auf. Es gibt einen Begriff, der mir ganz besonders am Herzen liegt, und zwar nicht nur aufgrund seiner immensen Bedeutung, sondern auch, weil es unterschiedliche Definitionen dieses Begriffs gibt. Bei der Beschreibung der AliveCor-Projekte habe ich bereits mehrmals das Wort »Algorithmus‌« gebraucht. Aber was ist das? Für mich selbst habe ich den Begriff immer kurz und knackig mit »wenn dies, dann das« erklärt. Doch Sie lesen gerade ein Buch, in dem es um algorithmische Medizin und deren Auswirkungen geht. Da sollte die Definition schon aussagekräftiger sein. In seinem Buch The Master Algorithm definiert mein Freund Pedro Domingos, ein Informatikprofessor an der University of Washington, einen Algorithmus als »eine Abfolge von Anweisungen, die einem Computer sagen, was er tun soll«. Er führt weiter aus, dass »jeder Algorithmus [...] eine Eingabe und eine Ausgabe« hat.8 Das ist eingängig, recht umfassend und beschreibt sogar einfache Handlungen wie das Eingeben von Ziffern auf einem Taschenrechner. Aber er fährt fort: »Wenn alle Algorithmen plötzlich nicht mehr funktionieren würden, wäre das Ende der Welt gekommen.« Es sieht so aus, als sind Algorithmen doch mehr als »wenn dies, dann das«!


 Massimo Mazzotti‌, Professor an der UC Berkeley, beschäftigt sich näher mit der Bedeutung des Begriffs und bezieht eine Reihe aktueller KI-Funktionen mit ein:


 »Knapp gefasste Definitionen gibt es mittlerweile jedoch nicht mehr. Wir verwenden den Begriff ›Algorithmus‹ quasi nicht mehr als Beschreibung einer Abfolge von Anleitungen. Stattdessen bezeichnet der Begriff für gewöhnlich ein Programm, das auf einem physischen Gerät oder Computer ausgeführt wird, sowie dessen Auswirkungen auf andere Systeme. Algorithmen sind somit zu Akteuren geworden – mit ein Grund dafür, dass es in diesem Zusammenhang so viele suggestive Metaphern gibt. Aktuelle Algorithmen tun Dinge. Sie entscheiden über wichtige Aspekte unserer gesellschaftlichen Realität. Sie erzeugen neue Formen der Subjektivität und neue gesellschaftliche Beziehungen. Sie sorgen dafür, dass Milliarden Menschen dort ankommen, wohin sie unterwegs sind. Sie nehmen uns die Arbeit ab, uns durch Unmengen irrelevanter Ergebnisse zu kämpfen. Sie fahren Auto. Sie stellen Güter her. Sie entscheiden, ob jemand kreditwürdig ist. Sie kaufen und verkaufen Aktion und formen so den allmächtigen Finanzmarkt. Sie können sogar kreativ sein. Der Ingenieur und Autor Christopher Steiner sagt, sie hätten bereits Symphonien komponiert, die ›so anrührend sind wie die von Beethoven‹.«9





 In Homo Deus‌ räumt Yuval Noah Harari‌ Algorithmen bemerkenswert viel Raum ein und liefert die breitestmögliche Definition – Organismen und das menschliche Wesen –, die mir bekannt ist:


 »Die gängige Lehre behauptet, Organismen seien Algorithmen, und Algorithmen ließen sich in mathematische Formeln kleiden. [...] ›Algorithmus‹ ist vermutlich der wichtigste Begriff in unserer Welt. Wenn wir unser Leben und unsere Zukunft verstehen wollen, sollten wir alles daransetzen zu begreifen, was ein Algorithmus ist und was Algorithmen mit Emotionen zu tun haben. [...] Emotionen sind [...] biochemische Algorithmen, die für das Überleben und die Reproduktion sämtlicher Säugetiere von entscheidender Bedeutung sind. [...] 99 Prozent unserer Entscheidungen – darunter auch die wichtigsten Entscheidungen im Leben, die Partner, Berufswahl und Wohnort betreffen – werden durch hochgradig verfeinerte Algorithmen gefällt, die wir als Empfindungen, Emotionen und Wünsche bezeichnen.«10





 Er nennt diesen Glauben in die Macht des Algorithmus Dataismus‌ und blickt eher pessimistisch in die Zukunft, wenn er sagt: »Homo sapiens ist ein ist ein obsoleter Algorithmus.«11


 Drei Aussagen, die den gesamten Interpretationsspielraum ausnutzen. (Keine Sorge, für die meisten anderen Begriffe in Tabelle 4.1 verwende ich nur eine einzige Definition.) Insgesamt zeichnen diese drei Meinungen allerdings ein ganz gutes Bild von der Idee eines Algorithmus mit all seinen Facetten und all seiner Wichtigkeit. Es mag hilfreich sein, bei Algorithmen immer das Gesamtspektrum im Hinterkopf zu behalten: Es gibt solche, die vollständig von Menschen geführt werden, und solche, die ganz den Maschinen und Computern überlassen bleiben, allen voran im Deep Learning.12


  Tabelle 4.1: Glossar‌
Quelle: Artificial Intelligence and Life in 2030, S. Panel, Hrsg. (Stanford, CA: Stanford University, 2016); J. Bar, »Artificial Intelligence: Driving the Next Technology Cycle«, in Next Generation (Zürich: Julius Baer Group, 2017); Chollet, F., Deep Learning with Python (Shelter Island, New York: Manning, 2017); T. L. Fonseca, »What’s Happening Inside the Convolutional Neural Network? The Answer Is Convolution«, buZZrobot (2017); A. Geitgey, »Machine Learning Is Fun! Part 3: Deep Learning and Convolutional Neural Networks«, Medium (2016); Y. LeCun, Y. Bengio und G. Hinton, »Deep Learning«, Nature (2015): 521(7553), 436–444; R. Raicea, »Want to Know How Deep Learning Works? Here’s a Quick Guide for Everyone«, Medium (2017); P. Voosen, »The AI Detectives«, Science (2017): 357(6346), 22–27.

   	Künstliche Intelligenz‌ (kurz KI oder auch AI vom Englischen Artificial Intelligence‌) ist die Wissenschaft und Technik, die zur Schaffung intelligenter Maschinen dient, die unter Ausnutzung unterschiedlicher Technologien Ziele auf ähnliche Weise wie wir Menschen erreichen können.




 


  	Neural Networks‌ oder neuronale Netze‌ (kurz NNs) sind Softwarekonstrukte, die in Anlehnung an eine Vorstellung der anpassungsfähigen Neuronen des menschlichen Gehirns aufgebaut sind und nicht nur von Menschen vorgegebene, starre Anweisungen abarbeiten.




 


  	Deep Learning‌ ist eine spezielle Form neuronaler Netze. Der Bereich des Machine Learnings, in dem Algorithmen es der Software ermöglichen, mittels vielschichtiger neuronaler Netze selbst zu lernen, wie eine Aufgabe erledigt wird.




 


  	Machine Learning‌ bezeichnet die Fähigkeit von Computern, ohne explizite Programmierung zu lernen. Es gibt über fünfzehn unterschiedliche Ansätze, darunter Random Forests, Bayes-Netze und Support Vector Machines. Die Computeralgorithmen lernen anhand von Beispielen und Erfahrungen (Datensammlungen), ohne vorab festgelegte und absolute Regeln.




 


  	Überwachtes Lernen‌ ist ein Optimierungsprozess auf Grundlage von Trial and Error, bei dem mit Labeln gekennzeichnete Daten verwendet werden. Der Algorithmus vergleicht die Ergebnisse während eines Trainings mit den korrekten Ergebnissen.




 


  	Unüberwachtes Lernen‌ setzt auf Daten ohne Label. Der Algorithmus sucht nur nach Mustern und ist selbstlernend.




 


  	Convolutional Neural Network‌ bezeichnet ein neuronales Netz, bei dem das Prinzip der mathematischen Faltung zum Einsatz kommt: Aus zwei Funktionen wird eine dritte erzeugt. Statt die gesamte Datenmenge zu nutzen, wird diese mit kleinen neuronalen Netzen und Maxpooling in einander überlappende Kacheln oder Tiles aufgeteilt. Diese Art Netz wird häufig für Bilder eingesetzt.




 


  	Natural Language Processing‌ oder die Verarbeitung natürlicher Sprache‌ ist der Versuch, Computer gesprochene oder geschriebene Sprache wie ein Mensch verstehen zu lassen.




 


  	Generative Adversarial Networks‌ ist die Bezeichnung für ein Paar gemeinsam trainierter neuronaler Netze, nämlich einem Generator- und einem Diskriminator-Netz. Das erste erzeugt Bildfälschungen, das zweite versucht, diese von echten Bildern zu unterscheiden.




 


  	Reinforcement Learning‌ ist eine Form des Machine Learnings, bei dem der Fokus auf einem abstrakten Ziel oder Entscheidungsfindung liegt. Diese Technologie soll lernen, Handlungen in der echten Welt auszuführen.




 


  	Rekurrente neuronale Netze‌ werden für Aufgaben mit sequenziellen Eingabedaten benötigt. Beispiele dafür sind Sprachaufnahmen. Das neuronale Netz verarbeitet die Eingabesequenz elementweise.




 


  	Backpropagation‌ ist ein Algorithmus, der angibt, wie ein Computer seine internen Parameter ändern könnte. Diese Parameter werden zum Berechnen der Repräsentation in den einzelnen Schichten auf Grundlage der Repräsentation in der vorherigen Schicht verwendet. Der Algorithmus gibt Werte »rückwärts« durch das Netz zurück. Interessant ist, wie sich die Synapsen im Laufe der Zeit ändern, und welche Signale automatisch im Netz zurückgereicht werden, um die Gewichtung anzupassen.




 


  	Representation Learning‌ bezeichnet eine Reihe von Verfahren, mit denen ein Computer anhand von Rohdaten automatisch die Repräsentationen oder Darstellungen entdecken kann, die für eine Erkennung oder Klassifizierung benötigt werden.




 


  	Transfer Learning‌ bezeichnet die Fähigkeit einer KI, aus unterschiedlichen Aufgaben zu lernen und ihr Vorwissen auf eine ganz neue Aufgabe anzuwenden.




 


  	General Artificial Intelligence‌ ist eine KI, die eine Vielzahl von Aufgaben wahrnehmen kann – darunter jede menschliche Aufgabe –, ohne dass sie explizit dafür programmiert werden muss.
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Abb. 4.3: Schematische Darstellung der drei Arten von Deep Learning. (Quelle: nach G. Choy, »Current Applications and Future Impact of Machine Learning in Radiology«, Radiology (2018): 288(2), 318–328.)





 Ein kurzer historischer Abriss


 Seit einiger Zeit ist KI in aller Munde. Man könnte meinen, es sei eine neue Erfindung der letzten paar Jahre, aber tatsächlich wurden die Grundlagen schon vor mindestens 80 Jahren gelegt. Es war im Jahre 1936, als Alan Turing‌ einen Artikel über leistungsfähige, automatisierte, intelligente Systeme veröffentlichte. Der Titel: On Computable Numbers, with an Application to the Entscheidungsproblem‌.13 Der Großteil der vielen Gleichungen auf den 36 Seiten der Abhandlung bleiben mir ein Rätsel, aber ich stimme diesem Satz von ihm zu: »Wir können nun zeigen, dass das Entscheidungsproblem nicht gelöst werden kann.« Das mag auch damit zu tun haben, dass ich keine Ahnung habe, um was es sich dabei handelt ... Ein weiteres Paper von Turing aus dem Jahr 1950 gilt als klassischer Verweis auf die KI.14


 Zwischen diesen Abhandlungen veröffentlichten die Elektroingenieure Warren McCullogh‌ und Walter Pitts‌ 1943 den ersten Text, in dem logische Einheiten und ein künstliches Neuron beschrieben wurden – die Grundlage und das Modell für unsere neuronalen Netze. Aufgrund gewisser auffälliger Parallelen zwischen Neuronen‌ und elektrischen Stromkreisen verwundert es nicht, dass die beiden Pioniere überlegten, wie man den Lernprozess des Gehirns kopieren könne. Der Begriff Künstliche Intelligenz selbst wurde 1955 von John McCarthy‌ geprägt. 1958 berichtete die New York Times über das Perzeptron‌ von Frank Rosenblatt‌. Heute würde man es als einschichtiges neuronales Netz bezeichnen. Der Artikel überschlug sich vor lauter Lob: Rosenblatt habe »einen Embryo eines elektronischen Rechners vorgestellt, von dem erwartet wird, dass er laufen, sprechen, sehen, schreiben, sich selbst vervielfältigen kann und der sich seiner Existenz bewusst ist«. Kurz darauf, im Jahr 1959, verwendete Arthur Samuel erstmals den Begriff Machine Learning‌. Weitere der vielen Highlights finden Sie in Tabelle 4.2.


 Diese heute zu Stars der Szene avancierten Technologien waren in den ersten Jahrzehnten der KI eher Randerscheinungen. Die Forscher hatten sich auf logikbasierte Expertensysteme eingeschossen, bis die Informatiker irgendwann Ernüchterung erfasste, denn die Tools taten nicht das, was sie sollten. Dazu kam ein drastischer Rückgang an Forschungsergebnissen und Zuschüssen. Die Folge war eine etwa zwanzig Jahre andauernde Periode, die als KI-Winter‌ bezeichnet wird. 1986 läutete Rina Dechter mit dem Begriff Deep Learning‌ das Ende dieses Winterschlafs ein. Wirklich bekannt wurde das Konzept dann durch Geoffrey Hinton‌, Yann LeCun‌ und Yoshua Bengio‌. Ende der 1980er Jahre wuchs das Interesse an mehrschichtigen, also tiefen neuronalen Netzen‌ (kurz DNNs vom Englischen Deep Neural Networks), und der Forschungsdisziplin wurde neues Leben eingehaucht. Ein bahnbrechender Nature-Artikel von David Rumelhart und Geoffrey Hinton zum Thema Backpropagation‌ stellte 1986 ein algorithmisches Verfahren zur automatischen Fehlerkorrektur in neuronalen Netzen vor und erregte das Interesse der Forschungsgemeinde.15 Es erwies sich als Herz des Deep Learnings, denn damit wurden die Gewichtungen der Neuronen vorheriger Schicht‌en so angepasst, dass eine maximale Genauigkeit bei der Netzausgabe erzielt wurde. Yann LeCun, ehemaliger Postdoc bei Hinton, drückt es so aus: »Sein Paper hat praktisch das Fundament für die zweite Welle neuronaler Netze gelegt.«16 Einige Jahre später wurde Yann selbst als »Vater der Convolutional Neural Networks« bezeichnet. Diese Netze spielen noch heute beim Deep Learning mit Bildern eine wichtige Rolle.


 Die Öffentlichkeit bekam von der Evolution der KI kaum etwas mit, bis im Jahr 1997 der Schachweltmeister Garri Kasparow‌ vom IBM-Rechner Deep Blue geschlagen wurde. Die Newsweek nannte die Partie auf der Titelseite »The Brain’s Last Stand« (Das letzte Gefecht des Gehirns). Obschon der Name »Deep Blue‌« auf einen DNN-Algorithmus hindeutet, setzte IBM‌ lediglich auf einen regelbasierten, heuristischen Algorithmus‌. Dennoch hatte eine KI erstmals einen Menschen besiegt, einen Weltmeister noch dazu. Leider prägte das auch das Bild des Kriegs zwischen intelligenten Maschinen und dem Menschen. Noch 2017 titelte der New Yorker »A.I. Versus M.D.« (KI gegen Dr. med.).17 Diese Auffassung von Mensch und Technologie als Widersacher lässt sich bis zur Dampfmaschine und der ersten industriellen Revolution zurückverfolgen und wurde neu befeuert.


  Tabelle 4.2: Chronik der KI‌18

   	1936:




 	Turing-Paper (Alan Turing‌)




 


  	1943:




 	Künstliches neuronales Netz (Warren McCullogh, Walter Pitts)




 


  	1955:




 	Begriff »Künstliche Intelligenz‌« wird geprägt (John McCarthy)




 


  	1957: 




 	Vorhersage, dass eine KI den Menschen binnen 10 Jahren im Schach besiegen wird (Herbert Simon)




 


  	1958:




 	Perzeptron (einschichtiges neuronale Netz) (Frank Rosenblatt)




 


  	1959:




 	Machine Learning wird beschrieben (Arthur Samuel)




 


  	1964:




 	ELIZA‌, der erste Chatbot‌




 


  	1964:




 	Wir wissen mehr, als wir zu sagen vermögen (Polanyi Paradoxon‌)




 


  	1969:




 	Nutzen der KI infrage gestellt (Marvin Minsky‌)




 


  	1986:




 	Mehrschichtiges neuronales Netz (NN) (Geoffrey Hinton)




 


  	1989:




 	Convolutional NN (Yann LeCun)




 


  	1991:




 	NN für die Verarbeitung natürlicher Sprache‌ (Sepp Hochreiter‌, Jürgen Schmidhuber‌)




 


  	1997:




 	Deep Blue gewinnt im Schach (Garri Kasparow)




 


  	2004:




 	Selbstfahrendes Fahrzeug, Mojave-Wüste (DARPA Challenge‌)




 


  	2007:




 	ImageNet‌ startet




 


  	2011:




 	IBM tritt gegen Jeopardy!‌-Champions an




 


  	2011:




 	NN für die Spracherkennung‌ (Microsoft)




 


  	2012:




 	University of Toronto, ImageNet-Klassifizierung und Erkennung von Katzenvideos‌ (Google Brain, Andrew Ng, Jeff Dean)




 


  	2014:




 	DeepFace‌-Gesichtserkennung (Facebook‌)




 


  	2015:




 	DeepMind‌ gegen Atari‌ (David Silver‌, Demis Hassabis‌)




 


  	2015:




 	Erste Tagung zu den Gefahren der KI (Max Tegmark)




 


  	2016:




 	AlphaGo‌ gegen Go (Silver, Demis Hassabis)




 


  	2017:




 	AlphaGo Zero gegen Go (Silver, Demis Hassabis)




 


  	2017:




 	Libratus‌ gegen Poker‌ (Noam Brown, Tuomas Sandholm)




 


  	2017:




 	AI Now Institute gegründet




 


 

 





 In seinem zwei Jahrzehnte später erschienenen Buch Deep Thinking‌ gibt Kasparow einen erstaunlich persönlichen Einblick in diesen Wendepunkt der KI. Einen Monat nach der Partie hatte er in Time geschrieben, er hätte das Gefühl gehabt, »einer neuen Art von Intelligenz gegenüberzusitzen«. Er erinnert sich: »Das Gewimmel der Fotografen am Tisch stört den Computer nicht. Man kann ihm nicht in die Augen blicken, um seine Stimmung zu ergründen, oder sehen, wie die Hand über der Uhr kurz zögert, weil er sich seiner Sache nicht ganz sicher ist. Für mich ist Schach‌ eine Art der psychologischen Kriegsführung, nicht nur ein Kräftemessen des Geistes. Eine Partie mit jemandem ohne Psyche auszutragen, war mir von Anfang an unheimlich.« Mir sind vor allem zwei seiner Kommentare zu dieser historischen Partie im Gedächtnis haften geblieben: Zum einen stellte er fest, dass er »überhaupt nicht in der Stimmung war, zu spielen«. Und dann sagte er noch: »Wenigstens hat [Deep Blue‌] keine Freude dabei empfunden, mich zu schlagen«.19 Diese beiden Punkte werden noch eine wichtige Rolle spielen, wenn wir uns mit dem befassen, was die KI für die Medizin tun kann und was nicht.


 Obwohl Deep Blue kaum etwas mit Deep Learning zu tun hat, begann ein Umdenken: Die Technologie war reif. Die Gründung von ImageNet durch Fei-Fei Li‌ im Jahr 2007 war von historischer Bedeutung. Die riesige Datenbank mit 15 Millionen gelabelten Bildern würde dabei helfen, DNNs als Computer-Vision-Tools in den Vordergrund zu bringen. Währenddessen arbeiteten Microsoft und Google mit Hochdruck an der Verarbeitung natürlicher Sprache‌ (NLP) für eine Spracherkennung‌ mittels DNNs. In die Schlagzeilen schaffte es jedoch ein weiteres Duell zwischen Mensch und Maschine, als IBM Watson im Jahr 2011 die menschlichen Jeopardy!-Champions schlug. Die KI selbst war zwar recht simpel gestrickt und hatte auch dieses Mal nichts mit Deep Learning zu tun, sondern beruhte auf einem schnellen Zugriff auf die Inhalte der Wikipedia. Dennoch vermarktete IBM das Ereignis meisterlich als Triumph der KI.
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Abb. 4.4: Architektur eines tiefen neuronalen Netzes mit einer Eingabeschicht‌, vielen verdeckten‌ Schichten und der Ausgabeschicht‌





 In der folgenden Dekade waren einige bemerkenswerte Leistungen der Maschinen zu bestaunen. Im Jahr 2012 wurde der Turbo für Deep Learning gezündet: Hinton und seine Kollegen von der University of Toronto veröffentlichten die Ergebnisse ihrer Forschungsarbeit. Sie zeigten erhebliche Fortschritte bei der Bilderkennung‌ im großen Maßstab.20 Die Erkennung von Bildern ohne Labels machte 2012 einen Sprung nach vorn, als das Google-Brain-Team unter Leitung von Andrew Ng und Jeff Dean einhundert Computer zusammenschaltete und anhand von 10 Millionen Bildern darauf trainierte, Katzen in YouTube-Videos zu erkennen. Und von Facebooks DeepFace wird behauptet, es habe 2014 ganze 97 Prozent der Gesichter korrekt erkannt. In der Medizin wies ein Nature-Artikel aus dem Jahr 2017 über die Erkennung von Hautkrebs‌ mittels DNNs den Weg: Der Algorithmus war ebenso genau wie Dermatologen.21 Wie wir noch sehen werden, wurden DNNs und andere neuronale Netze trotzt der irreführenden Namensgebung von Deep Blue und des Marketinggetrommels für Watson zu Platzhirschen im Bereich der Spiele – darunter Atari, AlphaGo und Poker.





 Tiefe neuronale Netze


 Speziell der Erfolg tiefer neuronaler Netze hat zum derzeitigen Höhenflug der KI beigetragen – vergleichbar mit der Kambrischen Explosion vor 500 Millionen Jahren. Das DNN-Zeitalter wäre ohne das Aufeinandertreffen von vier Dingen kaum vorstellbar: Da wären zunächst enorme (oder große) Datenmengen‌ für das Training, zum Beispiel ImageNet mit 15 Millionen gelabelten Bildern, die riesige YouTube-Videobibliothek, die minütlich um 300 Stunden Bewegtbilder anwächst, Teslas Sammlung mit Fahrtdaten, die stündlich um etwa 1,8 Millionen Kilometer ergänzt wird, die vielen Flugdaten der Fluggesellschaften, die mit jedem Flug um 500 GB zunimmt oder die Milliarden von Bildern in der Facebook-Datenbank und die 4,5 Milliarden Sprachübersetzungen pro Tag.22 Zweitens verfügen wir über spezielle Grafikprozessoren‌ (kurz GPU), die rechenintensive Funktionen in stark parallelisierten Architekturen ausführen – ein Geschenk der Videospielbranche, wenn man so will. Eine Abhandlung über optische, diffraktive tiefe neuronale Netze (engl. optical, diffractive deep neural networks, kurz D2NNs) aus dem Jahr 2018 bewog Pedro Domingos zu dieser Aussage: »Die Zeit der GPUs ist da. Sie ermöglichen Deep Learning mit Lichtgeschwindigkeit«.23 Der dritte Punkt ist das Cloud-Computing‌ und die damit einhergehende Möglichkeit, gewaltige Datenmengen kostengünstig zu speichern. Und der vierte Beitrag sind algorithmische Open-Source-Entwicklung‌smodule wie Googles TensorFlow‌, Microsofts Cognitive Kit‌, UC Berkeleys Caffe‌, Facebooks PyTorch‌ und Baidus Paddle‌, mit denen praktisch jeder in die KI-Entwicklung einsteigen kann.


 Ein tiefes neuronales Netz‌ (Abbildung 4.4) ähnelt einem mehrstöckigen Sandwich, das auf die Seite getrennt wurde. Statt der klassischen Zutaten Speck, Salat und Tomate kommen hier jedoch Berechnungsschichten (auch Layer genannt) zum Einsatz, in denen die Daten verarbeitet werden, um in einer Reihe von Schritten markante Merkmale aus den Sensorrohdaten zu extrahieren. Wichtig dabei: Diese Schichten‌ werden nicht von Menschen erstellt, sondern sind vielmehr verdeckt oder verborgen. Um sie dennoch beeinflussen zu können, kommen Techniken wie die Backpropagation von Geoff Hinton im DNN zum Einsatz. Betrachten wir das am Beispiel eines Computers, der Röntgen-Thorax-Aufnahmen auswertet. Tausende von Röntgen-Thorax-Aufnahmen, die von Fachärzten auf diesem Gebiet untersucht und mit Diagnosen gelabelt wurden, bilden die Ground Truths, aus denen das Netz lernt (Abbildung 4.5). 


 Nach dem Training kann man eine Röntgen-Thorax-Aufnahme ohne Label in das Netz einspeisen. Die Daten durchlaufen mehrere versteckte Schichten mit Neuronen – zwischen 5 und 1.000 –, von denen jede auf andere Merkmale der Röntgenaufnahme reagiert, zum Beispiel auf bestimmte Formen oder Kanten. In den höheren Schichten wird die Aufnahme (die propagierten Daten) auf immer komplexere Merkmale und Strukturen hin geprüft. Je tiefer das Netz (je mehr Schichten es aufweist), desto komplexer sind die aus dem Eingabebild gewonnenen Informationen. In der obersten (letzten) Schicht haben die Neuronen die Merkmale vollständig aufgeschlüsselt und sind für die Ausgabe bereit, also eine Prognose darüber, was die Röntgen-Thorax-Aufnahme zeigt. Diese Prognose beruht auf dem Training des Netzes.24 Dieser strukturelle Aufbau ermöglicht es, mit einem DNN die unterschiedlichsten Aufgaben in Angriff zu nehmen. Es ist also eine Grundlagentechnologie ähnlich der Dampfmaschine oder Elektrizität.25 Wie diese Technologien lassen sich solche neuronalen Netze auf eine Vielzahl von Problemen ansetzen. Vor dem Einsatz im medizinischen Bereich wurden derartige Netze vor allem in vier Bereichen eingesetzt: Spiele, Bilder, Stimme und Sprache sowie fahrerlose Pkw. Jeder dieser Bereiche hält nützliche Lektionen für unsere Erkundung der Möglichkeiten des Deep Learning in der Medizin bereit.
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Abb. 4.5: Schematische Darstellung eines tiefen Convolutional Neural Networks‌ für die Beurteilung von Röntgen-Thorax-Aufnahmen‌‌ anhand einer Reihe von Convolutional-Schichten für die Merkmalszuordnung, das Pooling und die Vorhersage.








 Spiele


 Schon vor der berühmten Schachpartie zwischen Deep Blue und Kasparow im Jahr 1997 hatte eine KI Profis bei anderen Spielen besiegt, darunter Othello, Dame (mit seinen 500 Milliarden Milliarden möglichen Stellungen) und Scrabble.26 Doch dabei kamen stets regelbasierte Algorithmen zum Einsatz, die einige als GOFAI‌ bezeichnen. GOFAI ist ein Akronym für den englischen Ausdruck »Good Old-Fashioned AI«, die gute, alte KI. Das änderte sich 2015, als DeepMind im Atari-Videospielklassiker Breakout‌ besser als der Mensch war. Der erste Satz des Nature-Artikels über dieses Unterfangen gibt die Marschrichtung künftiger KI-DNNs vor: »Unser Ziel war es, einen einzigen Algorithmus‌ zu schaffen, der eine große Bandbreite von Fähigkeiten für eine Vielzahl von herausfordernden Aufgaben entwickeln kann – ein zentrales Ziel der künstlichen Intelligenz, das bisherige Anstrengungen nicht erreichen konnten.« Der Algorithmus nutzte ein Convolutional Neural Network mit Reinforcement Learning‌, um den Schläger zu bewegen und den Ball in Richtung einer Ziegelmauer zu steuern.27 Für Max Tegmark ein Moment der Offenbarung, wie er in seinem Buch Life 3.0 verrät: »Der KI wurde lediglich die Aufgabe erteilt, die Punktezahl zu maximieren, indem sie in regelmäßigen Abständen Zahlen ausgeben sollte, die wir (nicht aber die KI) als Codes dafür erkennen würden, welche Tasten gedruckt werden sollten.« Wie Demis Hassabis, der bei DeepMind die Leitung innehatte, berichtet, war die Strategie, die DeepMind‌ entwickelte, um das Spiel zu spielen, keinem Menschen bekannt, »bevor er sie bei der KI, die er selbst geschaffen hatte, gesehen hat«. Damit hat diese KI möglicherweise nicht nur menschliche Profispieler geschlagen, sondern ist auch über ihre Schöpfer hinausgewachsen. Seitdem dienten viele weitere Videospiele, allein 49 verschiedene Atari-Titel, als Projektgrundlage.28


 Ein Jahr später, 2016, trat DNN-KI direkt gegen Menschen an und triumphierte in Form von AlphaGo‌ über Lee Sodol, einen Weltmeister im chinesischen Go-Spiel. Die Grundlage wurde in einer umfangreichen Deep-Learning-Vorbereitung mit einem Training anhand von 30 Millionen Stellungen aus 160.000 echten Partien gelegt. Edward Lasker, ein Schachgroßmeister, sagt: »Die Go‌-Regeln sind so elegant, organisch und streng logisch, dass wohl jede intelligente Lebensform, die irgendwo im Universum existieren mag, mit ziemlicher Sicherheit Go spielt.«29 Die Eleganz des Spiels erklärt vermutlich auch, warum über 280 Millionen das Turnier live verfolgten. Die Zahl der Zuschauer verblasst gegenüber der Anzahl der möglichen Go-Stellungen: Es sind etwa 2,081681994 × 10170 und damit wohl sehr viel mehr als die Anzahl aller Atome im Weltall. Das verdeutlicht, warum diese Herausforderung so viel größer als das Dame- oder Schachspiel ist.30 Go wird seit mindestens 3.000 Jahren gespielt. 2015 hatten Go-Profis vorhergesagt, dass mindestens noch zehn Jahre vergehen würden, bevor eine KI sich durchsetzen könne. Eine Kombination aus DNN (überwachtes Lernen‌ und Reinforcement Learning‌) und GOFAI (Monte-Carlo-Suchbaum‌) war nötig, um das Problem zu knacken.31 Der entscheidende Zug (Zug 37) wurde als extrem kreativ bewertet, obwohl er von einem Computer stammte und – vielleicht noch wichtiger – menschliche Weisheit nichts damit zu tun hatte.32


 Das war gewisslich eine gewaltige Errungenschaft der KI, bedenkt man die Komplexität und das Alter des Spiels. Doch selbst dieses Ereignis wurde kurz darauf in den Schatten gestellt: Im Herbst 2017 eroberte AlphaGo Zero‌, die nächste Iteration des Algorithmus nach AlphaGo, die Spielewelt im Sturm.33 AlphaGo Zero spielte zig Millionen Partien gegen sich selbst, wobei es mit zufälligen Zügen begann. Im Nature-Artikel Mastering the Game of Go Without Human Knowledge folgerten die Forscher, dass es für einen Algorithmus »möglich ist, bis zu einem übermenschlichen Niveau zu trainieren, und zwar ohne menschliche Beispiele oder Anleitungen, rein auf Kenntnis der Grundregeln«. Gleichzeitig bewies der Algorithmus, dass sich auch mit wenig viel erreichen lässt: AlphaGo Zero benötigte keine 5 Millionen Partien (bei AlphaGo waren es noch 30 Millionen) und nur drei Tage Training (anstelle von mehreren Monaten), setzte auf ein einzelnes neuronales Netz (nicht wie AlphaGo auf zwei Netze) und lief auf einem einzelnen Tensor-Prozessor (TPU), wo AlphaGo noch ganze 48 davon in mehreren Rechnern benötigte.34


 Als wäre das noch nicht genug, wurde wenige Monate später ein Vorabdruck veröffentlicht, der zeigte, dass derselbe AlphaGo-Zero-Algorithmus allein auf Grundlage der Regeln und ohne weitere Informationen über das Schachspiel nur vier Stunden benötigte, um sich das Spiel selbst beizubringen und dann auf Meisterniveau arbeitete.35 Auch das dürfte so ein Moment der Offenbarung für Tegmark gewesen sein. Er twitterte: »Anders als bei AlphaGo ist die bahnbrechende KI-News hier weniger die Mühelosigkeit, mit der AlphaGo Zero das menschliche Spiel pulverisiert hat, sondern die Mühelosigkeit, mit der es menschliche KI-Forscher in die Schranken verwiesen hat, die schon seit Jahrzehnten versuchen, von Hand immer bessere Schachprogramme zu schreiben.«36


 Ebenso raketenschnell hat eine KI in der beliebten Pokervariante Texas Hold’em eine übermenschliche Spielstärke erreicht. Poker‌ zeichnet sich durch eine Besonderheit aus: Es ist ein Spiel mit unvollständigen Informationen. In einem Spiel mit vollständigen Informationen sind alle Mitspieler auf demselben Stand, verfügen also über dieselben Informationen. Es herrscht Informationssymmetrie. Das trifft auf Go, Atari-Videospiele, Schach und Jeopardy! zu. Doch beim Poker kennt kein Spieler alle vorhergehenden Ereignisse. Die Spieler erhalten Karten, die nur sie selbst sehen, und können somit bluffen. Bühne frei für eine Geschichte in drei Akten: Den Anfang macht ein Science-Artikel aus dem Januar 2015, in dem die Informatiker der University of Alberta zwei Regret-Minimization-Algorithmen (in diesem Fall mit der Bezeichnung CFR+‌ für Counterfactual Regret Minimization‌) einsetzten, um das Spiel »schwach« (so die Forscher selbst) zu lösen und »nachzuweisen, dass beim Spiel der Kartengeber gewinnt«.37 Der zweite Akt ist ein weiterer Artikel vom Februar 2017, ebenfalls von Mitarbeitern der University of Alberta, über den dort entwickelten DeepStack‌, bei dem ein DNN eingesetzt wird, um Partien gegen professionelle Pokerspieler zu gewinnen.38


 Dieser geringfügige KI-Vorteil war allerdings nicht von langer Dauer, denn schon im Dezember 2017 wurde im letzten Akt ein dritter Science-Artikel von zwei Informatikern der Carnegie Mellon veröffentlicht. Sie stellten darin ihren Libratus-Algorithmus vor, der übermenschliche Fähigkeiten im Spiel gegen Spitzenprofis an den Tag legte. Wie AlphaGo Zero sind auch Libratus‌-Algorithmen nicht für ein bestimmtes Spiel gemacht, sondern für die Klasse der Spiele mit unvollständigen, verborgenen Informationen. Anders als DeepStack und AlphaGo Zero kamen jedoch keine DNNs zum Einsatz.39 Dass Libratus es schaffte, die Bluffs der weltbesten Pokerspieler zu erkennen und sie in einem derart komplexen Spiel zu schlagen, ist eine echte Meisterleistung. Die außergewöhnliche und rasante Erfolgsgeschichte neuronaler Netze in der Spieledomäne hat in der Medizin mit Gewissheit einige überzogene Erwartungen an die KI geweckt. Doch die Bedeutung von Spielen einerseits und der menschlichen Gesundheit andererseits könnte unterschiedlicher nicht sein. Von einem Computer in einem Spiel geschlagen zu werden, ist die eine Sache. Ganz anders sieht es aus, wenn der Einsatz die eigene Gesundheit ist. Darum schaudere ich auch immer, wenn jemand sagt, dass dieses oder jenes die Karten in der Medizin neu mischt.





 Bilder


 ImageNet‌ hat einem geflügelten Wort über die KI Nachdruck verliehen: Datenmengen‌, nicht Algorithmen, sind vermutlich der begrenzende Faktor für eine Künstliche Intelligenz auf menschlichem Niveau.40 Als die jetzt in Stanford und halbtags bei Google beschäftigte Informatikerin Fei-Fei ‌Li 2007 ImageNet startete, verwarf sie die Idee, dass Algorithmen idealerweise mit Big Data‌ gefüttert werden müssen. Stattdessen widmete sie sich dem detaillierten Labeln von Bildern. Ihr war klar, dass es nicht um Big Data ging, sondern um sorgfältig und umfassend gelabelte Big Data. Vor ein paar Jahren sagte sie: »Für mich sind die Bildpunkte in Bildern und Videos die dunkle Materie des Internets.«41 Für die Klassifizierung‌ der Bilder bei der jährlichen ImageNet Challenge wurden eine Vielzahl von Convolutional DNNs eingesetzt. Zu den besten davon gehören AlexNet, GoogleNet, VGG Net und ResNet. Abbildung 4.6 zeigt den Fortschritt, erkennbar an der sinkenden Fehlerrate über mehrere Jahre. Im Jahr 2017 war schließlich ein die menschliche Leistung übersteigendes Level bei der Bilderkennung‌ erreicht. Die Fehlerrate sank von 30 Prozent im Jahr 2010 auf 4 Prozent im Jahr 2016. Lis TED-Talk How We’re Teaching Computers to Understand Pictures (2015) wurde mehr als zwei Millionen Mal aufgerufen und gehört zu meinen Lieblingsvideos.42


 Dass die umfangreiche und sorgfältig gelabelte ImageNet-Datenbank Open-Source ist, war ein wesentlicher Grund für diesen Wandel in der Bildbeurteilung mit Computern. 2016 stellte Google seine Open-Images-Datenbank mit 9 Millionen Bildern in 6 000 Kategorien als Open-Source zur Verfügung.


 Mit Bilderkennung können nicht nur Katzen in Videos gesucht werden. Im Fokus stand schon immer das menschliche Gesicht. Mit der zunehmenden Genauigkeit bei der Gesichtserkennung (mittlerweile sind es über 94 Prozent) wuchs auch die Kontroverse zu diesem Thema, bietet die Technik doch das Potenzial für Eingriffe in die Privatsphäre und Diskriminierung.43 Apples Face ID‌ auf dem iPhone X aus dem Jahr 2017 nutzt Gesichtserkennung‌ als biometrisches Passwort, wie es zuvor bereits bei Samsung der Fall war. Dabei wird der vordere Sensor genutzt, um 3.000 Punkte zu scannen und ein 3D-Modell Ihres Gesichts anzulegen.44 Auch hier wurden Datenschutz‌bedenken laut. Im Jahr 2018 war das Gesicht der Hälfte der volljährigen Amerikaner in mindestens einer Datenbank gespeichert, auf die polizeilicher Zugriff besteht. Unternehmen wie Karios sprechen davon, bereits 250 Millionen Gesichter erfasst zu haben.45 Es gibt sogar Behauptungen, dass DNS-Marker das Gesicht einer Person und somit ihre Identität exakt vorhersagen können. Hier regt sich viel Widerstand.46 Andererseits können Gesichtsmerkmale‌ dabei helfen, seltene angeborene Krankheiten zu erkennen, wie die KI-App‌ Face2Gene für Smartphones zeigt.47 Weitere Studien legen ein noch breiteres Anwendungsfeld für medizinische Diagnosen nahe.48
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Abb. 4.6: Im Laufe der Zeit erzielte die Deep-Learning-KI bei der Bilderkennung bessere Ergebnisse als der Mensch. (Quelle: nach Y. Shoham et al., »Artificial Intelligence Index 2017 Annual Report«, CDN AI Index (2017): http://cdn.aiindex.org/2017-report.pdf.)





 Doch die Erkennung von Personen anhand von Bildern ist nicht allein auf das Gesicht beschränkt. AliveCor hat ein vierschichtiges DNN entwickelt, das ein EKG einer bestimmten Person zuordnen kann. Wird also ein Sensor an jemand anders weitergegeben, kann der Algorithmus dies erkennen. Ein EKG ist möglicherweise sogar idiosynkratisch genug, um als nützliches biometrisches Merkmal zu dienen, obwohl die auftretenden dynamischen Änderungen mich daran zweifeln lassen, es zu diesem Zweck einzusetzen.


 Auch Bilder von Gesichtern können nicht nur für die Identifizierung von Personen eingesetzt werden. 2014 nutzten UCSD-Forscher Machine Learning, um Schmerzen zu erkennen. Dabei war der Algorithmus genauer als das menschliche Wahrnehmungsvermögen.49 Das eröffnet die Möglichkeit, den Schmerzgrad zu bestimmen und lässt sich gewiss auch auf Stress und die allgemeine Stimmung ausdehnen, wie Kapitel 9 genauer zeigt.


 Bei der Bildsegmentierung‌ wird ein Digitalbild in mehrere Segmente oder Bildpunktgruppen aufgeteilt. Bisher wurden hierfür klassische Algorithmen eingesetzt, die von menschlichen Experten interaktiv genutzt wurden. Deep Learning spielt aktuell eine wichtige Rolle bei der Automatisierung des Prozesses für eine höhere Genauigkeit und einen verbesserten klinischen Ablauf.50





 Stimm-, Sprach- und Texterkennung‌ sowie Übersetzung‌


 Die Verarbeitung von Wörtern unterscheidet sich von der von Bildpunkten, denn ein Bild ist in seiner Gesamtheit präsent, während Wörter – ob gesprochen oder geschrieben – nacheinander über einen gewissen Zeitraum auftauchen. Auch in diesem Feld, der Verarbeitung natürlicher Sprache, haben DNNs für einen Wandel gesorgt. Speziell die Genauigkeit bei der Spracherkennung‌ in Telefonanrufen ist seit 2017 gleichauf mit dem Menschen (Abbildung 4.7).51 Microsoft hat gezeigt, dass eine KI gesprochene Texte besser transkribieren kann als ausgebildete Stenografen. Das hat den Boden für Amazon Alexa‌ und andere Sprachassistent‌en bereitet, die gerade auch im Gesundheitswesen vielfältig eingesetzt werden. Ich denke, dass die Sprachplattform zur Grundlage eines virtuellen medizinischen Trainers wird. Auf den Aufbau und die Funktionen eines solchen Systems gehe ich in Kapitel 12 näher ein.
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Abb. 4.7: Im Laufe der Zeit erzielte die Deep-Learning-KI bei der Spracherkennung bessere Ergebnisse als der Mensch. (Quelle: nach Y. Shoham et al., »Artificial Intelligence Index 2017 Annual Report«, CDN AI Index (2017): http://cdn.aiindex.org/2017-report.pdf.)





 Zu den wohl faszinierendsten Fortschritten im KI-Bereich gehört die maschinelle Übersetzung. Fernando Pereira, Vice President und Leiter der Translate-Sparte bei Google, gibt zu, dass er den Technologiesprung nicht während seiner beruflichen Laufbahn erwartet hätte. »Wir machen kontinuierlich Fortschritte. Aber es ist kein stetiger Fortschritt, sondern ein radikaler.«52 So wie der AlphaGo-Zero-Algorithmus neben Go noch für viele weitere Spiele eingesetzt wird, stellte Google 2017 ein einheitliches Übersetzungssystem vor, das Transfer-Learning unterstützt und einen Schritt hin zu einer universellen Zwischensprache darstellt. Ende 2016 forderten über 500 Millionen Nutzer jeden Monat täglich die Übersetzung von 140 Milliarden Wörtern in diverse Sprachen an.53 Google unterstützt 37 Sprachen bei Texten und 32 bei Audio. Auf dem Weg zum Ziel von über 100 Sprachen geht es immer weiter voran. Diese und ähnliche Bemühungen bei der Übersetzung dürften entscheidend für die Kommunikation von KI mit dem Menschen sein.


 Die Erkennung der Texte – auch handschriftlicher –, die Fähigkeit, anhand von Algorithmen Zusammenfassungen längerer Texte zu erstellen (ich wähle bewusst nicht das Wort »verstehen«) und das Erzeugen von Sprache aus Text haben ebenfalls deutliche Fortschritte gemacht.54 WaveNet‌ von Google und Deep Speech‌ von Baidu sind Beispiele für DNNs, die automatisch Sprache generieren.55 Besonders bemerkenswert ist, dass mittlerweile die computergenerierte Sprache‌ von einem menschlichen Sprecher nicht zu unterscheiden ist.56


 Sowohl die Gesichtserkennung‌ als auch die Erkennung anderer biometrischer Merkmale lassen sich auch im Auto nutzen, beispielsweise um den Motor nur für berechtigte Fahrer anzulassen. Die Erkennung von Gemütsregungen oder Müdigkeit beim Fahrer aufgrund von Aussprache und Gesichtszügen könnte ebenfalls die Verkehrssicherheit erhöhen.57 Doch bedenkt man die mehr als 40.000 tödlichen Autounfälle im Jahr 2017 allein in den USA (davon der Großteil aufgrund menschlicher Fehler), bietet dies Grund zu der Annahme, dass der größte Beitrag zu mehr Sicherheit darin liegt, die KI ans Steuer zu lassen. Denn Hilfe ist zweifelsohne nötig.58





 Fahrerlose Autos


 Wenn Sie die letzten Jahre nicht gerade auf einer einsamen Insel oder hinter dem Mond verbracht haben, sind Ihnen die vielen Vorteile, die fahrerlose Autos‌ uns bringen sollen, gewiss bekannt. Wer auf YouTube Videos von Tesla‌-»Fahrern« sieht, die Spiele spielen, schreiben, auf den Rücksitz wechseln oder lesen, könnte glauben, es sei eigentlich schon so weit.59 Gewiss ist das ein großer Erfolg für die KI, aber wie immer liegen die Dinge anders, als es auf den ersten Blick scheint.


 Die Gesellschaft der US-Automobilingenieure kennt fünf Stufen der »Fahrerlosigkeit«. Stufe 5 steht für einen Autonomiegrad‌ (Abbildung 4.8), bei dem das Fahrzeug wirklich vollständig autonom ist: Es übernimmt sämtliche Aufgaben, kann jeden beliebigen Zielort jederzeit und unter allen Bedingungen ansteuern, und der Mensch hat keinerlei Eingriffsmöglichkeit. Bis dahin ist es noch ein weiter Weg, vermutlich Jahrzehnte, wenn dieses Ziel überhaupt erreichbar ist.60 Stufe 4 beschreibt Fahrzeuge, die unter den meisten Bedingungen autonom unterwegs sind, allerdings mit geringen Eingriffsmöglichkeiten durch den Menschen. Wenn ein Mensch die Kontrolle übernehmen kann, also die Automatisierung nur bedingt ist, spricht man von Stufe 3. Die meisten von uns kennen Stufe 2: Dazu gehören der Tempomat, der Spurhalteassistent und andere Systeme, die eine sehr begrenzte Automatisierung ermöglichen.
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Abb. 4.8: Selbstfahrende Autos und Medizin. Die fünf Stufen der Fahrerlosigkeit (Gesellschaft der US-Automobilingenieure). (Quelle: nach S. Shladover, »The Truth About ›Self-Driving‹ Cars«, Scientific American (2016): www.scientificamerican.com/article/the-truth-about-ldquo-self-driving-rdquo-cars/)





 Die gesamte Automobilbranche arbeitet momentan auf Stufe 4 hin, sodass der Mensch nur noch begrenzt eingreifen muss. Hierfür sind mehrere, aufeinander abgestimmte Technologien erforderlich. Integriertes, multitaskingfähiges Deep Learning behält andere Fahrzeuge, Fußgänger und Spurmarkierungen im Blick. Die »Wahrnehmung« erfolgt mithilfe einer Kombination aus Kamera‌s, Radar‌, LiDAR‌ (von Gegenständen reflektierte Lichtimpulse) und einem KI-Multidomänen-Steuergerät, das ein DNN zur Verarbeitung der Ein- und Ausgaben (Entscheidungen) nutzt. Eine Simulation der menschlichen Wahrnehmung in Form einer Software gilt nach wie vor als beachtliche Herausforderung. Computer Vision hat die Fehlerrate für die Fußgängererkennung‌ mittlerweile von 1 aus 30 auf 1 aus 30 Millionen Bildern verringert. Auch die Car-to-Car-Kommunikation dürfte sich als hilfreich erweisen, bei der Informationen zwischen sämtlichen autonomen Fahrzeugen mit identischem Betriebssystem geteilt werden – ein gutes Beispiel für Schwarmintelligenz‌. Doch die Wahrnehmung ist nur eine der Hürden, die es zu nehmen gilt. Obschon in Stufe 4 menschliches Eingreifen zulässig ist, wäre ein Einfrieren des Systems (ähnlich einem Computer- oder Browserabsturz) eine echte Katastrophe.


 Ich möchte daher die Parallele zwischen selbstfahrenden Autos und der KI in der Medizinpraxis als einen der wichtigsten Vergleiche in diesem Buch hervorheben. Wo ein Erreichen der Stufe 4 für Fahrzeuge unter idealen Umgebungs- und Verkehrsbedingungen vielleicht noch möglich ist, ist die Computerautonomie‌ in der Medizin über Stufe 3 hinaus eher unwahrscheinlich. Bestimmte Aufgaben können von einer KI übernommen werden, zum Beispiel die genaue Diagnose von Hautläsionen oder Ohrinfektionen per Algorithmus‌. Doch die Medizin in ihrer Gesamtheit wird niemals auf die Aufsicht durch menschliche Ärzte und Kliniker verzichten – weder bei bestimmten Krankheitsbildern noch zu bestimmten Zeiten. Stufe 2, eine Teilautomatisierung,‌ ähnlich dem Tempomat und Spurhalteassistent, wird für Ärzte und Patienten in der Zukunft jedoch eine große Hilfe sein. Wenn Menschen bei algorithmischen Diagnosen und Behandlungsempfehlungen gegebenenfalls eingreifen können, liegt eine bedingte Automatisierung vor. Im Laufe der Zeit wird diese Autonomiestufe 3 für bestimmte Personen mit bestimmten Krankheitsbildern Wirklichkeit werden.


 Falls Sie mehr als die Beispiele aus den vier großen KI-Bereichen Spiele, Bilder, Sprache und Fahrzeuge wünschen, finden Sie einen Auszug aus der langen Liste von Dingen, die laut jüngsten Berichten von einer KI erledigt werden können, in Tabelle 4.3.


  Tabelle 4.3: Verschiedene Aufgaben, die laut Berichten in den letzten Jahren von einer KI erledigt wurden

   	CAPTCHA lösen 




 


  	Neue Musikinstrumente konstruieren 




 


  	Kunstgeschichte bestimmen 




 


  	Zauberwürfel lösen 




 


  	Aktiendepots verwalten 




 


  	Wikipedia-Artikel schreiben 




 


  	Lippen lesen 




 


  	Websites entwerfen 




 


  	Kleidung schneidern 




 


  	Lieder schreiben 




 


  	Energiematerialien suchen 




 


  	Gehirn-»Shazam« (fMRT-Musik) 




 


  	Texte schreiben 




 


  	Gemälde anfertigen 




 


  	Akzente definieren 




 


  	Gedichte schreiben 




 


  	Volkszählungen vornehmen 




 


  	Text in Sprache mit Akzent/Dialekt umwandeln 




 


  	Modetipps geben 




 


  	Fälschungen von echten Kunstwerken unterscheiden 




 


  	Autonome Ladengeschäfte 




 


  	Lego-Steine sortieren 




 


  	Video- und Fotofälschungen erzeugen 




 


  	Kaufentscheidungen eine Woche vor dem tatsächlichen Kauf vorhersagen 




 


  	Text in Kunstwerke umwandeln 




 


  	Künstliche Comedy 




 


  	Zeitlupenvideos durch Ergänzen von Bildern erzeugen 




 


  	Zeichnen 




 


  	Geheimhaltungsvereinbarungen prüfen 




 


  	Reife Früchte pflücken 




 


  	Wilde Tiere zählen und bestimmen 




 


  	IKEA-Möbel aufbauen 




 


  	Filmtrailer erzeugen 




 


  	Körperhaltung von Menschen durch Wände hindurch erkennen 




 


  	Debattieren 




 


  	Nachbeben vorhersagen 




 


 

 





 Wenn Sie bisher noch nicht beeindruckt waren, hat diese Zusammenfassung hoffentlich die pluripotente Macht der KI gut transportiert und eine historische Basis für das bisher Erreichte vermittelt, besonders was die rasante Entwicklung in den letzten paar Jahren betrifft. Doch es gibt bei all dem Jubel auch viele Bedenken. Im nächsten Kapitel widme ich mich systematisch den vielen Risiken der KI, unterziehe einige der hervorstechenden Loblieder der Disziplin einer genauen Untersuchung und mache eine Bestandsaufnahme die Medizin betreffend.






Kapitel 5: 
Die Risiken der Künstlichen Intelligenz


 »KIs sind nicht annähernd so klug wie eine Ratte.«


 – YANN LECUN‌





 »Ich rate meinen Studenten oft, sich nicht von der Bezeichnung ›Künstliche Intelligenz‹ in die Irre führen zu lassen. An der Sache ist rein gar nichts künstlich. KI wird von Menschen gemacht, soll sich wie ein Mensch verhalten und letztendlich Einfluss auf das menschliche Leben und die menschliche Gesellschaft nehmen.«


 – FEI-FEI LI‌





 Als ich Fei-Fei Li Ende 2017 bei Google besuchte, schien der KI-Hype auf seinem Höhenpunkt angekommen. Sie ließ durchblicken, dass ein neuer KI-Winter‌ vielleicht gar nicht so schlecht sei, damit sich die Dinge beruhigen, wir den Realitäts-Check vornehmen und die bisherigen Fortschritte klar erfassen könnten. Fraglos gab es Übertreibungen und Horrorszenarien ohne Ende: Der Weltuntergang naht! Unzählige Arbeitsplätze gehen verloren! Keiner braucht mehr Ärzte! Ich höre lieber auf ... Aber als ich überlegt habe, welche negativen Aspekte die KI hat und tiefer in das Thema einstieg, wurde mir bewusst, dass ich allein darüber ein ganzes Buch schreiben könnte. Das erledigen gewiss andere für mich. Es ist wohl keine Überraschung, dass ein so mächtiges Werkzeug wie die KI‌‌ auch für böswillige oder schädliche Zwecke gebraucht werden kann – sei es nun absichtlich oder unabsichtlich. Wir werfen in diesem Kapitel einen kurzen Blick auf die möglichen Probleme, die in einer Deep Medicine auftreten können: die Methodik der KI an sich, das Potenzial, Verzerrungen‌ und Ungleichheit zu verstärken, das Verschwimmen der Wahrheit, das Eindringen in die Privatsphäre und die Gefahren für unsere Arbeitsplätze oder gar unser Dasein.


 Methodik und Grenzen neuronaler Netze


 Mit dem Begriff »Methodik‌« bezeichne ich alles von der Eingabe bis zur Ausgabe und die Ausgabe der Ausgaben oder Ergebnisse selbst. Neuronale Netze‌ profitieren von der optimalen Qualität und Quantität der Daten, mit denen sie trainiert werden und die sie für Vorhersagen nutzen. Die meisten bisherigen KI-Projekte haben auf strukturierte Daten (Bilder, Sprache, Spiele) gesetzt, die in hohem Maße organisiert sind, in einem definierten Format vorliegen, problemlos durchsucht werden können, leicht zu verarbeiten, speichern und abzurufen und natürlich vollständig analysierbar sind. Leider gibt es sehr viele Daten, die nicht mit Labeln gekennzeichnet sind, und noch mehr Daten, die weder »bereinigt« noch strukturiert sind. In der Medizin gibt es Unmengen nicht strukturierter Daten; dazu gehören alle frei formulierten Texte in der elektronischen Krankenakte‌. Bis auf wenige Ausnahmen hat die KI bisher überwachtes Lernen verwendet. Dafür müssen Ground Truths‌ für das Training‌ bereitstehen. Fehlerhafte Labels oder Truths können zu unsinnigen Ausgaben führen. Beispielsweise sind die Meinungen mehrerer Ärzte zu einer Aufnahme nur selten einstimmig. Das führt zu instabilen Ground Truths. Bei der Aufbereitung der Daten müssen alle unvollständigen, irrelevanten, beschädigten, ungenauen oder falschen Informationen entfernt oder so geändert werden, dass ihre Einbeziehung begründet ist.


 Doch selbst mit bereinigten, gelabelten und strukturierten Daten kann es noch zu Problemen kommen. So gilt es, die vierte Dimension, die Zeit, zu bedenken: Daten können in Modellen driften, was im Zeitverlauf durch Änderungen in den Daten zu einem Performanceverlust führt.1


 Das Beispiel von AliveCor hat gezeigt, wie die Auswahl der Daten zu einer Verzerrung geführt hat, als die Mayo Clinic alle stationären Patienten herausgefiltert hatte. Die unzureichende Anzahl an Patienten mit hohen Kaliumwerten in dem ersten Datensatz hätte beinahe zum Projektabbruch geführt. Grundsätzlich müssen genug Daten vorliegen, um die Signal-zu-Rausch-Schwelle zu überwinden, genaue Vorhersagen treffen zu können und eine Überanpassung‌ zu vermeiden – bei der ein neuronales Netz einen zu kleinen Datensatz spiegelt. Um das klarzustellen: Geht es um Google-Suchen, Posts auf Instagram oder Facebook und YouTube-Videos, steht mehr als genug Material zur Verfügung. Doch in der Medizin verfügen wir nicht über Milliarden von Datenpunkten, sondern im Normalfall nur über Tausende, mit Glück ein paar Millionen. Für solche Datensätze ist kein tiefes neuronales Netz erforderlich. Tatsächlich gäbe es sogar zu wenig Eingaben und somit fragwürdige Ausgaben.


 Oft wird gesagt, DNNs (tiefe neuronale Netze‌) würden das Lernvermögen unseres etwa 1.400 Gramm schweren Gehirns‌ mit seinen 86 Milliarden Nervenzellen und deren 100 Billionen Synapsen nachbilden, doch tatsächlich gibt es keine hinreichenden Beweise dafür. Neuronale Netze sind eigentlich nicht besonders neuronal. François‌ Chollet, ein Deep-Learning-Spezialist bei Google schreibt in Deep Learning mit Python und Keras: »Es gibt keinerlei Hinweise darauf, dass das Gehirn irgendwelche Verfahren einsetzt, die den in modernen Deep-Learning-Modellen eingesetzten Lernmechanismen ähneln.«2 Es gibt schließlich auch keinen Grund dafür, das Gehirn im Computer nachzubauen. Es handelt sich einfach um eine vereinfachte, umgekehrt anthropomorphe Denkweise. Und wenn wir glauben, Maschinen könnten so etwas wie Klugheit oder Cleverness an den Tag legen, stufen wir unser Hirn einfach nur als eine Art CPU ein, in diesem Fall eine Cognitive Processing Unit.


 KI auf Basis von Deep Learning unterscheidet sich stark vom menschlichen Lernprozess‌, steht diesem komplementär gegenüber. Sehen wir uns an, wie Kinder sich entwickeln: Yann LeCun, KI-Pionier bei Facebook, hat eine feste Überzeugung in dieser Sache: »Kinder lernen das Sprechen sehr schnell und entwickeln ebenso schnell einen gesunden Menschenverstand, was die Welt betrifft. Wir vermuten, dass es noch eine geheime Zutat gibt, ein Lernparadigma, das wir noch nicht verstanden haben. Ich persönlich denke, dass es genau diese harte Nuss ist, die wir knacken müssen, um echten Fortschritt in der KI zu machen.«3


 Maschinen benötigen zum Lernen große Datenmengen‌, Kinder schaffen das mit wenigen Beispielen. Es ist nicht nur so, dass Computer gut beim Deep Learning abschneiden und Kinder – anhand Bayesscher probabilistischer Verfahren – jede Menge Schlüsse ziehen und extrapolieren können. Kinder können auch argumentieren. Sie entwickeln schnell ein Verständnis dafür, wie die Welt funktioniert. Und sie können sich an neue Situationen anpassen, die sie so noch nicht erlebt haben. Säuglinge benötigen nur Minuten, um aus nicht mit Labeln gekennzeichneten Beispielen abstrakte, sprachähnliche Regeln abzuleiten.4 Harry Shum von Microsoft sieht das so: »Moderne Computer können scharf umrissene Aufgaben sehr gut erledigen. Aber wenn es um den Allzweckeinsatz geht, hinkt eine KI einem menschlichen Kind hoffnungslos hinterher.« Das erinnert an John Lockes‌ Vorstellung einer Tabula rasa (die schon Aristoteles um 350 v. Chr. erwähnte). In seiner Abhandlung Essay Concerning Human Understanding (Eine Abhandlung über den menschlichen Verstand in vier Büchern) schreibt er 1689, dass das Bewusstsein des Menschen bei der Geburt einem unbeschriebenen Blatt ähnelt. Gewiss ähnelt ein neuronale Netz einem leeren Blatt Papier, aber viele Forscher wie Gary Marcus argumentieren, dass es niemals fähig sein wird, zum Beispiel so schnell das Sprechen zu lernen wie Kinder, sofern KI-Forscher nicht das dem Menschen Angeborene, »Vorverdrahtete« einbeziehen können.5 Obwohl Computer also begrenzte Aufgaben besser als wir erledigen können, bleibt es bei Chollets Aussage: »Es gibt keinen Königsweg, der von übermenschlichen Leistungen in Tausenden von unzusammenhängenden Spezialgebieten zur allgemeinen Intelligenz und dem gesunden Menschenverstand eines Kleinkinds führt.« Die Kombination aus KI-Lernen und wesentlichen menschlichen Eigenschaften wie dem gesunden Menschenverstand‌‌ ist verlockend für die Medizin.


 Zu häufig sprechen wir davon, dass Computer Aufnahmen oder Präparate betrachten, obwohl sie das in Wirklichkeit nicht können. Der Mangel an Verständnis bei Maschinen und Computern kann nicht oft genug betont werden. Erkennen ist nicht gleich Verstehen; es gibt keinerlei Kontext, wie auch Fei-Fei Li in ihrem TED-Talk über Computer Vision zeigt. Ein großartiges Beispiel ist diese Erklärung eines Algorithmus‌: Ein Standbild eines Mannes auf einem Pferd wird beschrieben als »ein Mann, der auf einem Pferd die Straße entlang reitet«. Tatsächlich reitet er nirgendwohin. Der Fortschritt der Bilderkennung‌ ist also abgeflacht. Als ich Fei-Fei Li 2018 fragte, ob es Änderungen oder Fortschritte gäbe, war die Antwort klar: »überhaupt nicht«.


 Es gibt sogar Schwierigkeiten beim Erkennen einfacher Objekte, wie zwei Studien zeigen. Eine mit dem schönen Titel The Elephant in the Room (Der Elefant‌ im Raum) zeigt, dass ein Deep-Learning-Algorithmus‌ buchstäblich nicht in der Lage war, das Bild eines Elefanten zu erkennen, wenn das Tier in eine Wohnzimmerszene eingebettet wurde, die auch ein Sofa, eine Person, einen Stuhl und ein Regal mit Büchern enthielt.6


 Doch es geht auch genau andersherum: Tiefe neuronale Netze können Geister sehen, also Personen, die gar nicht in einem Bild vorhanden sind.7


 Einige Fachleute sind der Ansicht, Deep Learning sei an seine Grenzen gestoßen und ein weiterer Nutzen außerhalb der eng umrissenen, aktuellen Einsatzgebiete eher unwahrscheinlich. Geoffrey Hinton‌, der Vater des Deep Learnings,‌8 hat sogar die gesamte Methodik in Zweifel gezogen.9 Obwohl er die Backpropagation‌ als Mittel zur Fehlerkorrektur in neuronalen Netzen erfunden hat, sagte er kürzlich, er sei diese Technik betreffend »extrem misstrauisch« und man solle »alles in die Tonne kloppen und neu anfangen«.10 Da die Technologie ohne umfangreiche Label aufgeschmissen ist, prophezeite er ihren möglichen Untergang als Folge von ineffizienten Labels.11 Hinton hat das Ziel, die Schere zwischen KI und Kindern mit dem Konzept der Capsule Networks‌ zu schließen.12 Er brennt für die Idee, Biologie und Informatik miteinander zu verknüpfen. Dafür müsse man sich, so sagt er, von den ebenen Schichten der aktuell verwendeten tiefen neuronalen Netze lösen: Capsule Networks arbeiten mit senkrechten Säulen, die den Neocortex nachahmen sollen. Noch hat die neue Architektur nicht zu einer Leistungssteigerung geführt, doch andererseits dauerte es auch Jahrzehnte, bis die Backpropagation sich durchgesetzt hatte. Es ist noch viel zu früh, um dergleichen über Capsule Networks zu sagen. Doch allein die Tatsache, dass er die derzeitige DNN-Methodik angreift, ist beunruhigend.


 Auch der Triumph von AlphaGo Zero lässt Fragen aufkommen. Der Nature-Artikel wurde mit viel Tamtam angekündigt. Die Autoren versprachen im Titel, Go ohne menschliches Wissen zu meistern (Mastering the Game of Go Without Human Knowledge).13 Als ich Gary Marcus dazu befragte, tat er es als »albern« ab. »Es gibt 17 Menschen, die die Weltelite im Computer-Go darstellen. Einer davon gehört zu den weltbesten Go-Spielern. Und doch behaupten sie, ohne mit der Wimper zu zucken, es sei ›kein menschliches Wissen‹ eingeflossen. Das ist absurd.« Ich habe dann gefragt, wieso das von DeepMind‌ so gehypt wird. Seine Antwort: »Die sind mediengeil.«14 Marcus ist nicht der einzige Kritiker von AlphaGo Zero. Ebenso scharf weist Jose Camacho Collados auf mehrere Punkte hin, darunter mangelnde Transparenz (der Programmcode ist nicht öffentlich verfügbar), die Übertreibung des Verfassers, das System habe »nur aus dem eigenen Spiel gelernt«, obwohl tatsächlich die Regeln und weiteres Wissen über das Spiel vorgegeben wurden, und die »Verantwortung der Forscher in diesem Feld, die eigenen Fortschritte [...] genau zu beschreiben und nicht zu versuchen, zu den zunehmenden (häufig aus Selbstinteresse entstehenden) Falschinformationen und der Geheimniskrämerei beizutragen«.15 Das lässt darauf schließen, dass bei einigen der größten KI-Errungenschaften bisher ebenfalls übertrieben wurde.


 Wie jede Wissenschaft gibt es immer Bedenken bezüglich einer voreingenommenen Auswahl von Ergebnissen und eines Mangels an Reproduzierbarkeit‌. Viele Studien untersuchen eine ganze Reihe neuronaler Netze, aber veröffentlicht wird nur, was auch funktioniert hat. Oder die Menge der Testdaten unterscheidet sich stark von der Menge der Validierungsdaten. Der Mangel an frei verfügbaren Daten – wie dem Sourcecode – unterminiert die Reproduzierbarkeit. Das trifft auf sehr viele Veröffentlichungen zu. Überhaupt zeichnet sich das Feld durch wenige verlässliche Publikationen aus. Die in diesem Buch zu Spiele-KI angeführten Artikel stammen aus anerkannten Fachzeitschriften wie Nature und Science. Doch die meisten medizinisch relevanten Artikel findet man auf Websites wie arXiv in Form von Vorabdrucken, die keiner Peer Review‌ unterzogen wurden. Der Fortschritt in der KI darf die bewährte Prüfung einer Peer Review durch Fachleute nicht umgehen. Auch sind die meisten bisher veröffentlichten Untersuchungen rückschauend und in silico‌, ohne dass eine vorausschauende Validierung in einem echten, klinischen Umfeld erfolgt ist.





 Blackbox‌es


 Eine Sache, die das menschliche Gehirn und eine KI gemeinsam haben, ist die Undurchschaubarkeit. Wie das Lernen in einem neuronalen Netz abläuft, ist in weiten Teilen ein Geheimnis. Leider können wir auch kein KI-System danach fragen, wie es zu seinem Ergebnis gekommen ist.


 Zug 37 in der historischen Partie zwischen AlphaGo‌‌ und Lee Sodol‌ ist ein exzellentes Beispiel: Die Schöpfer des Algorithmus können nicht erklären, wie es dazu kam. Das gilt natürlich auch für die medizinische KI‌, beispielsweise bei dem Deep-Learning-Algorithmus, der die diagnostischen Fähigkeiten von 21 staatlich geprüften Hautärzten bei der Klassifizierung von Hautläsionen als karzinös oder gutartig aufwies. Die Stanford-Informatiker, die ihn entwickelt haben, kennen selbst heute den Grund für seinen Erfolg noch nicht.16 Ein drittes Beispiel, ebenfalls aus der Medizin, steuert mein Kollege Joel Dudley vom Mount Sinai’s Icahn Institute bei. Dudley und sein Team arbeiteten an einem Projekt namens Deep Patient‌. Sie wollten herausfinden, ob die Daten aus der elektronische Krankenakte‌ dabei helfen können, das Auftreten von 87 Krankheiten vorherzusagen. Das neuronale Netz wurde auf mehr als 700.000 Patienten des Mount Sinai angesetzt und konnte mithilfe von unüberwachtem Lernen anhand medizinischer Rohdaten (und sogenannten Stacked Denoising Autoencodern) die Wahrscheinlichkeit und den Zeitpunkt einer beginnenden Schizophrenie (und weiterer Krankheiten) prognostizieren – ein für Ärzte überaus schwieriges Unterfangen. Dudley fasst das Blackbox-Problem der KI schön zusammen: »Wir können diese Modelle bauen, aber wir wissen nicht, wie sie funktionieren.«17


 Allerdings gibt es bereits Blackboxes in der Medizin. So sind Elektrokrampfbehandlungen höchst wirksam bei schweren Depressionen, aber wir wissen nicht, warum. Auch gibt es viele Medikamente, die wirken, ohne dass jemand den Grund dafür kennt. Als Patienten macht uns eine solche menschliche Blackbox nichts aus, wenn wir uns nur besser fühlen oder das Ergebnis stimmt. Wie sieht es mit KI-Algorithmen aus? Pedro Domingos würde eine solche Diagnose annehmen und erklärt, er würde lieber »99 Prozent Genauigkeit aus einer Blackbox« hinnehmen, als »eine ausführliche Erklärung, die nur zu 80 Prozent genau ist«.18


 Aber das ist nicht die vorherrschende Meinung. Das 2017 an der Universität von New York gegründete AI Now Institute erforscht die gesellschaftlichen Auswirkungen der KI. Die wesentliche Empfehlung aus dem institutseigenen »AI Now«-Bericht lautet, dass kein bedeutendes Thema wie Strafrecht, Gesundheitsfürsorge, Sozialfürsorge oder Ausbildung sich auf eine Blackbox-KI verlassen solle.19 Mit dieser Aussage steht der Bericht nicht allein. 2018 trat die Datenschutz-Grundverordnung‌ der Europäischen Union in Kraft. Darin wird gefordert, dass Unternehmen ihren Nutzern erklären müssen, wie automatisierte Entscheidungsfindungen zustande kommen.20


 Und das ist des Pudels Kern: Ärzte, Krankenhäuser und andere Anbieter im Gesundheitswesen wären für die von den Maschinen getroffenen Entscheidungen verantwortlich, und zwar auch dann, wenn diese Algorithmen zuvor strengen Kontrollen unterzogen und als hinreichend geprüft wurden. Dieses Recht auf eine Information über den Entscheidungsprozess würde Patienten in die Lage versetzen, wichtige Punkte die eigene Gesundheit oder den Umgang mit der Krankheit betreffend zu verstehen. Es gilt auch zu bedenken, dass sogar Maschinen »krank« oder gehackt werden können. Stellen Sie sich einen Diabetes-Algorithmus vor, der vielschichtige Daten über Glukosewerte, körperliche Aktivitäten, Schlaf, Ernährung und Stress sammelt und verarbeitet. Ein Fehler im Algorithmus oder ein böswilliger Hack könnte zu einer falschen Insulindosierung führen. Macht ein Mensch diesen Fehler, kann dies zu einem hypoglykämischen Koma oder sogar zum Tod des gerade behandelten Patienten führen. Wenn derselbe Fehler in einem KI-System auftritt, sind hingegen Wohlergehen und Leben hunderter oder gar tausender Patienten in Gefahr. Wann immer ein Computer im medizinischen Umfeld eine Entscheidung fällt, sollte diese idealerweise klar definiert und erklärbar sein. Algorithmen müssen in umfangreichen Simulationen‌ auf Schwachstellen (sei es für Hackerangriffe‌ oder für Fehlfunktionen‌) abgeklopft werden. Umfang und Resultate solcher Simulationen müssen transparent vermittelt werden, damit die medizinische Gemeinschaft sich ein eigenes Bild machen kann. Doch schon heute werden viele kommerzielle medizinische Algorithmen genutzt, deren Funktion wir nicht verstehen, beispielsweise bei der Interpretation von Aufnahmen. Jede Aufnahme sollte zusätzlich von einem Radiologen geprüft werden, einfach um sicherzugehen. Was aber, wenn der Radiologe in Eile, abgelenkt oder selbstgefällig ist und die Aufnahme nicht kontrolliert, wodurch ein Patient zu Schaden kommt?


 Die Initiative für erklärbare Künstliche Intelligenz will verstehen, warum ein Algorithmus zu einem bestimmten Schluss gelangt. Es überrascht kaum, dass Informatiker neuronale Netze verwenden, um eine Erklärung für die Funktion neuronaler Netze zu finden. Ein Beispiel ist Deep Dream: Dieses Google-Projekt ist praktisch ein umgekehrter Deep-Learning-Algorithmus. Statt Bilder zu erkennen, erzeugt er eigene Bilder, um deren wesentlichen Merkmale zu bestimmen.21 Es mag lustig klingen, dass KI-Experten immer wieder vorschlagen, alle Gefahren der KI‌ mit KI zu beheben. Unter Chirurgen kursiert hierzu das Sprichwort »When in doubt, cut it out«, das gut mit »Im Zweifel weg damit« übersetzt werden kann.


 Die Medizin hält einige Beispiele bereit, in denen die algorithmische Blackbox geknackt wurde. 2015 setzte eine Untersuchung auf Machine Learning, um vorherzusagen, welche stationären Patienten mit Lungenentzündung‌ einem hohen Risiko schwerer Komplikationen‌ ausgesetzt waren. Der Algorithmus prognostizierte fälschlicherweise, dass Asthmakranke mit einer Lungenentzündung besser zurechtkommen. Das hätte dazu führen können, dass Ärzte Patienten mit Asthma entlassen.22 Beim Versuch, die widersinnigen Aspekte des Algorithmus zu verstehen, wurde die Auswirkung der einzelnen Eingabevariablen bestimmt, und das Problem konnte behoben werden.23


 Sicherlich werden viele weitere, intensive Anstrengungen unternehmen werden, um die inneren Abläufe in neuronalen KI-Netzen zu verstehen. Obwohl wir für einen großen Nutzen in der Medizin auch Nachteile in Kauf nehmen und die therapeutische Wirksamkeit gegen die Risiken abwägen, ist eine Computer-Blackbox‌ vermutlich kein Wagnis, das von den meisten Betroffenen auf dem Weg zu einer KI-gestützten Medizin‌ akzeptiert wird. Schon bald wird es randomisierte Studien in der Medizin geben, die den großen Nutzen von Algorithmen gegenüber der normalen Pflege nachweisen, ohne dass der Grund bekannt ist. Unsere Toleranzen gegenüber Computern mit Blackboxes wird ohne jeden Zweifel auf die Probe gestellt werden.





 Verzerrung und Ungleichheiten


 In Angriff der Algorithmen bemerkt Cathy O’Neil, dass »oft genug menschliche Vorurteile, Missverständnisse und Voreingenommenheiten in [...] Softwaresysteme [einfließen], die in immer höherem Maße unseren Alltag bestimmen«.24 Tatsächlich ist das Bias‌ (wie Neigungen, Vorurteile und Verzerrungen im KI-Kontext auch genannt werden) ein fester Bestandteil der algorithmischen Welt. Es beeinflusst überall die Wahrnehmung von Geschlecht, Ethnie, sozioökonomischem Stand und sexueller Ausrichtung. Dabei kann es um so wichtige Dinge gehen wie einen Anstellungsvertrag oder bereits die Einladung zum Bewerbungsgespräch, die Einstufung von Fachleuten, den Verlauf einer Gerichtsverhandlung oder die Gewährung eines Kredits. Das Problem sitzt tief, wie wir an wenigen Beispielen erkennen können.


 In dem Artikel Men Also Like Shopping (Auch Männer gehen gerne einkaufen) bewertete ein Forscherteam zwei Bildsammlungen, die jeweils über 100.000 komplexe Szenen mit detaillierten Labels enthielten.25 Die Bilder bestätigten zuvor vermutete geschlechtsspezifische Verzerrungen: Einkaufen und Kochen waren Frauendomäne, Sport, Trainieren und Schießen Männersache. Die Verzerrung‌ der Ausgabe tritt deutlich in einem Bild zutage, auf dem ein Mann in der Küche kocht; er wird dort als Frau bezeichnet. Das Schlimme daran ist, dass eine Bilderkennung‌, die mit diesen Fotos trainiert wird, das Vorurteil noch verstärkt. Es gibt zwar Möglichkeiten, eine solche Verzerrung im Training zu reduzieren, aber dazu muss der Programmierer sich des Bias bewusst sein und genau angeben, was korrigiert werden muss. Und selbst dadurch ist das Problem in der ursprünglichen Datensammlung noch nicht behoben.26 Ein weiteres prominentes Beispiel für geschlechtliche Vorurteile wurde in einer Carnegie-Mellon-Untersuchung aufgedeckt: Sie zeigte, dass Männern sehr viel wahrscheinlicher Google-Anzeigen für gut bezahlte Stellen angezeigt wurden als Frauen.27


 Eine KI-Untersuchung eines riesigen Textkorpus aus dem World Wide Web mit etwa 840 Milliarden Wörtern lieferte außergewöhnliche Beweise für geschlechtliche und rassistische Vorurteile‌ sowie weitere Verzerrungen im Zusammenhang mit seelischen Leiden oder den Namen alter Menschen.28 Das Internet als Quelle zerrte die ganze Bandbreite unserer historischen, kulturell geprägten Vorurteile ans Tageslicht. 2015 bezeichnete eine KI-App für Google Photos Menschen mit schwarzer Hautfarbe versehentlich als Gorillas. Das sorgte verständlicherweise für einiges Aufsehen.29 In der ProPublica-Schrift Machine Bias werden dramatische Beweise dafür geliefert, dass ein verbreitet eingesetzter, kommerzieller Algorithmus schwarzen Angeklagten grundsätzlich ein höheres Risiko bescheinigt, später straffällig zu werden. Die Risikobewertung bei weißen Angeklagten wurde automatisch niedriger eingestuft.30 Algorithmen, die von der Polizei zur Verbrechensvorhersage‌ (Predictive Policing‌) eingesetzt werden, benachteiligen arme Menschen,31 die sogenannte Gaydar-Studie‌ wiederum nutzt Gesichtserkennung zur Vorhersage der sexuellen Orientierung und weist ein Bias gegenüber Homosexuellen auf.32


 Es gibt unerwartete, aber wichtige Möglichkeiten, ein Bias zu fördern. Nehmen wir die Entwicklung der App NamePrism, die eigentlich Diskriminierung erkennen und verhindern sollte.33 Die App wurde an der Stony Brook University in Zusammenarbeit mit mehreren großen Internet-Unternehmen entwickelt. Der Machine-Learning-Algorithmus schloss aus dem Namen auf Ethnie und Staatsangehörigkeit. Dazu war er mit Millionen von Namen trainiert worden, bis er eine Klassifikationsrate von etwa 80 Prozent erreichte. Als der interne Prüfungsausschuss grünes Licht für die Forscher gab, konnte sich niemand vorstellen, dass die App zur Diskriminierung eingesetzt werden würde. Doch leider war das der Fall.34


 Mangelnde Vielfalt in den führenden Tech-Unternehmen und in den Führungsetagen selbst tragen nicht zur Entspannung bei. Die überwiegende Besetzung von Stellen mit weißen Männern, die in vielen Unternehmen an der Tagesordnung ist, macht es uns recht schwer, geschlechtliche Vorurteile gegenüber Frauen zu erkennen. Dieses Problem muss von uns selbst angegangen werden, denn es kann nicht von einem KI-Algorithmus gelöst werden.


 Das AI Now Institute hat auch zum Thema Verzerrungen etwas zu sagen und empfiehlt »strengste Tests vor der Veröffentlichung« für alle KI-Systeme, »damit diese keine Bias‌ und Fehler aufgrund von Mängeln in den Trainingsdaten, Algorithmen oder anderen Bereichen des Systemdesigns verstärken«. Außerdem muss eine kontinuierliche Überwachung stattfinden, um Anzeichen für mögliche Verzerrungen zu erkennen. Das wünschen sich einige Gruppen, die auf KI setzen.35 Die leitende Wissenschaftlerin Kate Crawford fasst zusammen: »Mit KI als Infrastruktur der Zukunft, die unseren Alltag unsichtbar durchdringt wie das Wasser aus der Leitung, müssen wir uns der kurz- und langfristigen Auswirkungen bewusst sein und erkennen, dass sie für uns alle keine Bedrohung darstellt.«36 Zur Förderung der Fairness werden Anstrengungen unternommen, Algorithmen einer systematischen Prüfung zu unterziehen.37 Bei der Wikipedia wird KI als Mittel gegen geschlechtliche Vorurteile eingesetzt.38 Es läuft sogar eine Diskussion darüber, ob KI-Algorithmen deutlich weniger Vorurteile aufweisen als Menschen.39


 In der medizinischen Forschung‌ ist eine Verzerrung immanent, denn Studienteilnehmer‌ sind nur selten ein Querschnitt der Bevölkerung. Minderheiten sind meist unterrepräsentiert und manchmal gar nicht Teil der Studie. In genomischen Untersuchungen ist das aus zwei Gründen besonders wichtig: Einerseits stellen Menschen europäischer Abstammung die meisten Teilnehmer in großen Kohortenstudie‌n, was andererseits dazu führt, dass diese für die meisten Menschen nur von begrenztem Wert sind, denn die Genomik von Krankheiten und Gesundheit ist stark abstammungslastig. Wenn solche Daten als Eingabe für KI-Algorithmen verwendet werden, die dann für Vorhersage oder Behandlung aller Patienten eingesetzt werden, ist Ärger vorprogrammiert. Das sieht man an der KI für die Hautkrebserkennung: Die bisherige Forschung lässt farbige Patienten fast komplett außen vor.40


 Die drohende Gefahr, dass die KI die bereits vorhandene große (und vielerorts wie in den Vereinigten Staaten von Amerika stetig zunehmende) wirtschaftliche Ungleichheit und Ungerechtigkeit noch verstärkt, hat auch Auswirkungen im medizinischen Bereich. In Homo Deus‌ prognostiziert Harari: »Im 20. Jahrhundert zielte sie darauf ab, die Kranken zu heilen. Im 21. Jahrhundert ist die Medizin zunehmend darauf ausgerichtet, die Gesunden zu optimieren.«.41 Diese Bedenken teilt auch Kai-Fu Lee, ein angesehener KI-Fachmann mit Wohnsitz in China. Er betont die Notwendigkeit, »die von der KI befeuerte Lücke zwischen Arm und Reich kleiner [zu] machen, sowohl national als auch international«, und unterstreicht, wie wichtig es ist, die – beabsichtigten und unbeabsichtigten – gesellschaftlichen Auswirkungen solcher Systeme in Betracht zu ziehen.42 Das nicht zu tun, wäre ein dreifacher Schlag ins Gesicht der unteren sozioökonomischen Klasse, denn die Verzerrungen in der K‌I tendieren dazu, genau diese Menschen zu benachteiligen, und außerdem sind diese Menschen es, die am ehesten Gefahr laufen, ihren Arbeitsplatz zu verlieren und die größten Probleme haben, auf medizinische KI-Tools zuzugreifen. Wir müssen im Vorfeld gründlich nachdenken und Strategien zusammenstellen, um geprüfte, wirksame KI-Tools zu entwickeln, die allen offen stehen und diese Bedenken ausräumen.





 Verschwommene Wahrheit


 Fake News‌ sind, ebenso wie gefälschte Bilder, Sprachaufnahmen und Videos auch ein Produkt der KI. Wir haben erlebt, wie die Urheber von Fake News während der US-Präsidentschaftswahlen 2016 über Facebook bestimmte Gruppen zu beeinflussen versuchten und wie einige Unternehmen KI in Internet-Werbung einsetzen, um Menschen zu verführen (oder abhängig zu machen). Und das Problem wird schlimmer werden. Früher ging es darum, wie mit Airbrush und später Photoshop das Bild der Wirklichkeit, das uns auf Fotos präsentierte wurde, geformt wurde. Diese Art der Manipulation ist technisch auf dem bisher höchsten Stand aller Zeiten. Heute werden nicht nur Bilder retuschiert oder neu gezeichnet, sondern es wird mithilfe von KI eine neue Realität geschaffen.


 Das Start-up Lyrebird‌ kann anhand kurzer Sprachaufnahmen einer Person scheinbar authentische Audiospuren erzeugen;43 ein KI-Algorithmus namens Houdini kann Audiodateien übernehmen und so ändern, dass sie für Menschen unverändert klingen, aber andere KI-Algorithmen (wie Google Voice) ganz andere Worte erkennen.44 In Pornovideos wurden mittels Algorithmus Gesichter von Promis auf die Körper anderer Frauen gesetzt. So erging es zum Beispiel Gal Gadot, der Schauspielerin aus Wonder Woman.45 Und Forscher an der University of Washington haben mit neuronalen Netzen ein nur mit hohem Aufwand zu enttarnendes Fake-Video erzeugt, in dem Präsident Obama eine Rede hält, die es nie gab.46


 Eine Variante der KI, die Generative Adversarial Networks‌ (GAN), wird besonders häufig für solche Zwecke eingesetzt. GANs wurden 2014 von Ian Goodfellow‌ erfunden, der fand, dass zwischen Bilderzeugung und Bilderkennung eine zu große Lücke klaffte. Seinen ersten kreativen Bemühungen folgte schon bald ein effizienteres GAN von Nvidia, das Fake-Promis mit zuvor ungekannter Bildqualität erschuf.47 Tatsächlich gibt es mittlerweile unzählige GAN-Varianten (CycleGAN, DiscoGAN, StarGAN und pix2pixHD), die es immer schwieriger machen, Echt und Falsch zu unterscheiden. Es scheint keine Grenze für die Manipulation‌ beliebiger Bilder, Videos und Tonaufnahmen zu geben – und so verschwimmen die Grenzen der Realität immer mehr. Wenn wir eines in einem Zeitalter, das es mit der Wahrheit nicht so genau nimmt, nicht benötigen, dann ist es dies.





 Privatsphäre, Datenschutz‌ und Hacking


 Es gab in der Vergangenheit häufig Warnrufe vor einem Ende der Privatsphäre‌. Fortschritte in der Gesichtserkennung‌ haben das ihre dazu beigetragen. DNN-Algorithmen zur Gesichtsauswertung wie FaceNet‌ von Google, Face ID‌ von Apple und DeepFace‌ von Facebook können problemlos ein Gesicht unter Millionen erkennen. Heute ist ein Porträt der Hälfte aller volljährigen US-Amerikaner in einer polizeilich durchsuchbaren Datenbank gespeichert. Und die KI-Auswertung von Gesichtern ist nur eine Möglichkeit, ein Individuum zu erkennen. Es gibt zum Beispiel noch KI für die Untersuchung von genetischen Daten, die dazu beitrug, den Golden-State-Serienmörder zu schnappen. Yaniv Erlich, ein Genforscher und Experte für Wiedererkennung, schätzt: »In der nahen Zukunft wird praktisch jede europäischstämmige US-Person [mithilfe großer Gendatenbanken‌] identifizierbar sein«.48 Auch andere biometrische Merkmale‌ wie Netzhautbilder oder Elektrokardiogramme können künftig zur Identifizierung genutzt werden. Das Orwellsche Gespenst einer mit maschinellem Sehen ausgestatteten KI geht um, seit es eine explosionsartige Verbreitung von Überwachungskameras an allen Orten gibt. Diese elektronischen Augen erleichtern die Identifizierung und kompromittieren das Gefühl von Privatsphäre.


 Ein Beispiel für die Anspannung in medizinischen Kreisen stammt aus dem Jahr 2017 und dreht sich um DeepMind‌, ein KI-Unternehmen, und den Royal Free London National Health Foundation Trust.49 Im November 2015 gestattete die staatliche Gesundheitsbehörde NHS dem Unternehmen DeepMind Technologies (eine Tochter von Google/Alphabet), eine Datenbank mit elektronischen Patientenakten aus den NHS-Systemen in die Systeme des Unternehmens zu übertragen. Die Datenbank enthielt personenbezogene Daten ohne ausdrückliche Zustimmung zu deren Weitergabe von über 1,6 Millionen britischen Bürgern aus einem Zeitraum von über fünf Jahren. Anhand der Daten sollte die Smartphone-App Streams entwickelt werden, mit der Klinikärzte auf Nierenverletzungen hingewiesen werden sollten – immerhin gibt es in Großbritannien jedes Jahr 40.000 Todesfälle, die damit in Verbindung stehen. Die Absicht war gewiss lobenswert, doch leider kannte sich DeepMind kaum mit den Prozessen im Gesundheitswesen aus. Gleichzeitig gab es Bedenken, einem zu Google, der größten Werbefirma der Welt, gehörenden Unternehmen Zugriff auf solche Daten zu gewähren, obwohl DeepMind mehrfach versicherte, die erhaltenen Daten würden »keinesfalls mit Google-Konten, -Produkten oder -Diensten verknüpft oder verbunden werden«.50 Das ist ein wirklich wichtiger Punkt. Als ich das Google-Spin-off für das Gesundheitswesen, Verily, besuchte, verrieten die Führungskräfte mir, dass ein Grund für diese Ausgründung der war, zu vermeiden, dass die Wahrnehmung einer Verbindung zwischen den beiden Unternehmen aufkommt.


 Trotz aller Versprechen und Zusicherungen gab es keine Möglichkeit, den Weg der riesigen NHS-Patientendatenbank zu verfolgen. Dabei enthielt sie heikle Daten zu Themen wie Medikamentenmissbrauch, Abtreibungen, psychiatrische Behandlungen und so weiter. Ende 2017 stellten britische Regulierungsbehörden fest, dass die Weitergabe der Daten nicht rechtmäßig erfolgt war.51 Als Reaktion auf die Bedenken entwickelte DeepMind schließlich ein digitales Hauptbuch (engl. ledger), in dem jeder Zugriff auf die Patientendaten‌ nachprüfbar dokumentiert wurde. Idealerweise hätte dies direkt bei Projektbeginn erfolgen sollen, um für Datenschutz und die Wahrung der Privatsphäre zu sorgen.


 Die von DeepMind entwickelte App Streams wurde der NHS kostenfrei zur Verfügung gestellt und funktioniert extrem gut. Sie hat insbesondere die Suche nach relevanten Patientendaten im Hinblick auf Nierenfunktionsstörungen‌ beschleunigt und verbreitete sich schnell unter Pflegekräften, Ärzteschaft und Patientenvertretungen. Auch die Pflegerin Sarah Stanley nutzt die App und sagt: »Wir können Patienten nun in weniger als 30 Sekunden auswählen. Bisher dauerte das bis zu vier Stunden.«52 Die Leiterin von Understanding Patient Data in England, Nicole Perrin, unterstützt das Projekt ebenfalls: »Ich denke, es ist sehr wichtig, dass wir uns nicht so sehr von den Bedenken und Risiken aufhalten lassen, dass wir einige der möglichen Chancen übersehen, die ein Unternehmen mit solch fantastischem Expertenwissen und diesen Ressourcen bietet, wenn es im Gesundheitssektor aktiv sein möchte.«53 Joe Ledsam aus dem KI-Team bei DeepMind trägt seine Sicht der Dinge bei: »Wir müssen uns die Risiken und die Sicherheit von Modellen stärker bewusst machen, nicht weniger.«


 Die DeepMind-Fallstudie arbeitet so viele relevante medizinische Datenschutzbedenken‌ im Umgang mit Big Data‌ heraus: mangelnde Einholung der Zustimmung, keine Transparenz und immer stärkere Kritik am Oligopol der Tech-Giganten Google, Amazon, Apple, Facebook, Microsoft, die auch im Gesundheitswesen vorne mitmischen möchten. Obschon das Resultat ein wichtiges Produkt war, das Klinikern und Patienten hilft, wurden wertvolle Lektionen gelernt.54


 Ein weiteres Beispiel der Gefahren des Deep Learnings für den Datenschutz wird in einem Artikel in den Proceedings of the National Academy of Sciences beschrieben.55 Durch das Zusammenführen von 50 Millionen Bildern aus Google Street View‌, die 22 Millionen Fahrzeuge in 200 Städten zeigten, mit öffentlich verfügbaren Daten konnten Forscher des KI-Labors der Stanford University‌ genaue Voraussagen über das öffentliche Abstimmungsverhalten, Ethnie, Bildung und Einkommen unterteilt nach Postleitzahlen oder Bezirken machen. Zwar lieferten die Deep-Learning-Algorithmen keine Daten zu Einzelpersonen oder Haushalten, aber ganz gewiss verfügen viele Technologieunternehmen über solche Daten und könnten mithilfe neuronaler Netze ähnliche Analysen vornehmen. Der wohl berüchtigtste Fall ist die umfassende Profilierung durch Cambridge Analytica für einen Großteil der volljährigen Amerikaner. Hierzu nutzte das Unternehmen Facebook-Daten und gab als Zweck eine Beeinflussung der Wahlergebnisse 2016 und die algorithmisch gezielte Verbreitung von Fake News‌ an.56


 Befürchtungen über potenzielle Hackerangriffe wurden durch automatisierte Cyberangriffe und berechtigte Bedenken, dass KI-Produkte wie fahrerlose Autos die Fahrbahn verlassen könnten, befeuert. Es wurde bereits gezeigt, dass nicht autonome, moderne Autos aus der Ferne übernommen und gesteuert werden können – mit durchaus unerfreulichen Ergebnissen.57 Im Zeitalter der Hacker müssen sämtliche Unternehmen und Einrichtungen, die KI einsetzen, sich bewusst machen, dass fehlerhafte Daten, KI-Malware, KI-Bots und Hackerangriffe‌ sowie KI-interne Maßnahmen (KI gegen KI bei einem KI-Angriff auf ein KI-gesteuertes System) eine reale Gefahr darstellen.


 Zur Steigerung der Cybersicherheit‌ werden heute auch DNNs entwickelt. Noch sind diese nicht verbreitet, wie man an den gewaltigen Datendiebstählen bei Equifax, Yahoo, Under Armour (MyFitnessPal) und vielen anderen sieht. Hoffnungsfroher mag da das Konzept der Differential Privacy stimmen, bei dem eine Familie von Machine-Learning-Algorithmen namens Private Aggregation of Teacher Ensembles zum Einsatz kommt, um die Identität des Einzelnen durch Nicht-Berücksichtigung der jeweiligen Krankengeschichte zu schützen.58 Die Verwendung beschränkter Daten könnte jedoch zu einem Modell-Bias‌ in Richtung bestimmter Teilgruppen führen und so die Wechselwirkung zwischen Datenschutz bzw. Privatsphäre und Bias unterstreichen.





 Ethik und öffentliche Ordnung


 Das rasante Tempo der KI in den letzten Jahren hat zu der Forderung nach einem Geschwindigkeitsmesser und neuen Vorschriften geführt.59 Oren Etzioni, CEO des Allen Institutes für KI, wünscht sich »Schritte, um den Fortschritt der KI‌ als Vorsichtsmaßnahme zumindest zu bremsen«. Die KI ist bei vielen der in diesem Kapitel genannten Probleme nicht die eigentliche Ursache. Es handelt sich um althergebrachte, ethische Probleme, die jedoch durch den vermehrten KI-Einsatz verstärkt werden. Beispiele dafür sind die Gaydar-Studie, die Zusammenarbeit zwischen der NHS und DeepMind, rassistische Vorurteile oder die unbeabsichtigte Förderung von Ungerechtigkeit und Ungleichheiten. Die ethische Reaktion der KI muss diesem Denken jedoch nicht verhaftet sein. Es gibt in der KI zwei grundlegende Ethik‌en, nämlich die Maschinenethik‌, die sich mit KI-System per se befasst, und das allgemeine Feld, in dem es um mehr als nur Algorithmen geht.


 Das klassische Beispiel der Maschinenethik ist das fahrerlose‌ Auto, das bei einem bevorstehenden Unfall zwischen mehreren Übeln entscheiden muss, wenn in jedem Fall jemand sterben wird. Dabei handelt es sich um die moderne Version des vor über fünfzig Jahren erdachten Trolley-Problem‌s (auch Weichenstellerfall‌ genannt). Jean-Francois Bonnefon und seine Kollegen widmeten sich dem Dilemma‌, stellten Simulationen an und befragten mehr als 1.900 Personen.60 In jedem der drei in Abbildung 5.1 dargestellten Fälle handelt es sich um eine Wahl mit schlechtem Ausgang. Lediglich die Person und Anzahl der getöteten Menschen variiert: der Fahrer, ein Fußgänger oder eine Fußgängergruppe. Es gibt keine »richtige« Antwort, sondern einen Konflikt zwischen Moral‌, Kultur und Eigeninteresse‌. Die meisten Befragten entscheiden sich gegen das Allgemeinwohl‌, wenn sie dafür ihr eigenes Leben opfern müssen. Eine solche Entscheidung in einem Algorithmus abzuwägen, ist erschreckend61 und wurde als »schwierigste Herausforderung in der modernen künstlichen Intelligenz« bezeichnet.62 Auch stellt sich die Frage, wer über die Ausgestaltung eines solchen Algorithmus verantwortlich ist: Verbraucher, Hersteller, Behörden? Unternehmen sind, welch Wunder, keine Fans einer staatlichen Regulierung. Viele Unternehmen, darunter Microsoft und Google, haben eigene Ethikräte gegründet und argumentieren, eine staatliche Beteiligung sei kontraproduktiv und würde die Einführung autonomer Fahrzeuge aufgrund von Randproblemen verzögern, denn schließlich sei ganz klar, dass fahrerlose Autos die Gesamtzahl der Verkehrstoten reduzieren. Aber wir haben nur selten das große Ganze vor Augen. Jahr für Jahr werden mehr als 1,25 Millionen Menschen durch menschliche Fahrer getötet – meist als Folge menschlichen Versagens. Das ist für uns als Gesellschaft kaum ein Thema.63 Doch kaum kommen Computer hinzu, kommt es zu einer kognitiven Verzerrung, und wir erkennen den Gesamtnutzen nicht an. Wenn ein selbstfahrender Pkw einen Menschen tötet, wird laut und heftig über die Gefahren autonomer Autos diskutiert. 2018 kam es im Rahmen eines Uber-Programms in Arizona zum ersten Todesopfer durch ein KI-Auto. Der Algorithmus‌ erkannte zwar eine Fußgängerin, die in der Dunkelheit die Straße überqueren wollte, hielt aber nicht an. Und die menschliche Fahrerin, die in Notfällen eingreifen sollte, reagierte nicht, weil sie dem Auto zu sehr vertraute.64 Ich würde hier eher an der Ethik des Unternehmens zweifeln, das ohne ausreichende Tests und entsprechend sensibilisierte Test»fahrer« loslegte. Die KI spielte dabei für mich eine untergeordnete Rolle.


 Gerade in der Medizin sind regulatorische Fragen der KI ein wichtiges Thema. Medizinische Algorithmen sind für die Aufsichtsbehörden noch recht neu, und es gibt nur wenige, die bisher genehmigt wurden. Aber es geht weniger um die Anzahl der KI-Anwendungen, die bei der FDA‌ eingereicht wurden, oder darum, dass noch viele weitere hinzukommen werden. Diese Hilfsmittel entwickeln sich mithilfe großer Datensammlungen und autodidaktischer Fähigkeiten ständig weiter. Wir müssen neue Grundregeln für ihre Überprüfung und Genehmigung schaffen, für eine langfristige Überwachung‌ sorgen und neues Personal mit KI-Fachwissen für die Behörden gewinnen. Denn wenn ein Algorithmus‌ ohne hinreichende Prüfung grünes Licht erhält oder er nicht auf Schwachstellen untersucht wurde, können die Folgen fatal sein.
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Abb. 5.1: In allen drei dargestellten Fällen ist Leid unvermeidbar. Das autonome Auto muss entscheiden, ob es zum Tod (A) mehrerer Fußgänger oder einer Einzelperson, (B) eines Fußgängers oder des Fahrers oder (C) mehrerer Fußgänger oder des Fahrers kommt. (Quelle: nach J. F. Bonnefon et al., »The Social Dilemma of Autonomous Vehicles«, Science (2016): 352(6293), 1573–1576.)





 Die Bedenken hinsichtlich ethischer Verstöße oder Schäden führten nicht nur zur Bildung des AI Now Institute, sondern auch zu vielen weiteren Aktionen und Anstrengungen weltweit mit dem Ziel, Ethik und Sicherheit in der KI‌‌ zu fördern, darunter OpenAI, Pervade, Partnership on AI, Future of Life Institute, AI for Good Summit und diverse akademische Projekte an der UC Berkeley, in Harvard, an der University of Oxford und in Cambridge. Doch wie das AI Now Institute bemerkt, gibt es kein Tech-Unternehmen, das überprüft, ob es sich an ethische Richtlinien‌ hält. Das hatte ich gleich auf dem Schirm, als ich vor einer Weile einen Bericht zur Gesundheitsfürsorge von Infosys AI mit dem Titel AI for Healthcare: Balancing Efficacy and Ethics (KI im Gesundheitswesen: Die Balance zwischen Wirksamkeit und Ethik) las.65 Obwohl in dem Bericht behauptet wurde, dass die Branche insgesamt und die zugehörigen Unternehmen »ethische Standards und Verpflichtungen festlegen« müssen, bot er keinerlei Hinweis darauf, wie diese Standards oder Verpflichtungen aussehen könnten. Im Gesundheitswesen besteht sogar die Gefahr, absichtlich unethische Algorithmen zu programmieren, die zum Beispiel Behandlungen auf der Grundlage von Versicherung oder Einkommen empfehlen. Eines ist klar: Wir haben noch sehr viel Arbeit vor uns.





 Arbeitsmarkt


 Ich weiß schon lange nicht mehr, wie viele Artikel mit dem Tenor »Ist Ihr Arbeitsplatz durch KI [oder Roboter] gefährdet?« ich bereits gelesen habe. Für jede negative Zukunftsprognose scheint es auch eine gegenteilige Meinung zu geben. Ich informiere mich diesbezüglich gerne bei Erik Brynjolfsson, dem Leiter der MIT-Initiative zur Digital Economy. Er sagt: »Millionen von Arbeitsplätze‌n werden gestrichen, Millionen von neuen Stellen werden geschaffen und müssen besetzt werden und noch viel mehr Arbeitsplätze werden sich verändern.«66 In absoluten Zahlen rechnet Cognizant Technology Solutions in den nächsten fünfzehn Jahren mit einundzwanzig neuen Stellenprofilen, 19 Millionen wegfallenden und 21 Millionen neu hinzukommenden Jobs.67 Ähnlich äußert sich Jerry Kaplan‌ von der Stanford-Fakultät, der KI unterrichtet: »Künstliche Intelligenz‌ wird unsere Lebens- und Arbeitswelt‌ verändern, unseren Lebensstandard erhöhen und dabei zu deutlichen Veränderungen im Bereich der Arbeitsplätze führen – wie wir es vom normalen Kreislauf des Kapitalismus aus Schöpfung und Zerstörung gewohnt sind.«68 Ein 160 Seiten umfassender Bericht des McKinsey Global Institutes stimmt dem Kompromiss insgesamt zu und zeigt in einer globalisierten Sicht der Dinge, dass die jeweils wegfallenden und hinzukommenden Jobs sich in den einzelnen Regionen der Welt zum Teil deutlich voneinander unterscheiden werden.69 Zweifellos wird es zu Veränderungen, teilweise gar umwälzenden Änderungen, in der Arbeitswelt kommen. Und dieser Wandel verlangt von uns mehr, als Bergarbeiter (engl. coal miners) zu Data Miner‌n umzuschulen. Elisabeth Mason leitet das Poverty and Technology Center der Stanford University. Sie ist der Meinung, dass es in den USA viele Millionen unbesetzte Stellen gibt und wir nun über die Werkzeuge verfügen, die passenden Bewerber dafür zu finden, nämlich mittels KI.70 2018 schätzt die Organisation für wirtschaftliche Zusammenarbeit und Entwicklung‌ (OECD‌) in einem Bericht, dass mehr als 40 Prozent aller Gesundheitsberufe weltweit automatisiert werden können – das ist ein gewaltiger Umbruch, der da auf uns zukommt.71 In der KI klafft eine große Lücke zwischen den verfügbaren menschlichen Experten und der Nachfrage. Es gibt unzählige Berichte über Einstiegsgehälter zwischen 300.000 und mehr als einer Million US-Dollar für frisch gebackene Doktoren mit KI-Fachwissen. Die meisten dieser Experten stammen aus akademischen Kreisen oder werden bei anderen Technologieunternehmen abgeworben. Mittlerweile werden Witze darüber gemacht, dass ein Gehaltsdeckel wie in der National Football League für KI-Experten eingeführt werden muss.72 Letztendlich mag die größere Herausforderung nicht darin bestehen, neue Stellen für diejenigen zu finden, die ihren Arbeitsplatz verloren haben (oder sich in der KI bewerben), sondern neue Stellen zu schaffen, die nicht besser oder größtenteils von einer Maschine erledigt werden können.


 Derartige Änderungen haben uns in der Vergangenheit viel abverlangt und werden es auch in Zukunft tun. Garri Kasparow‌ erinnert uns an den Kreislauf von Automatisierung, Angst und schließlich Akzeptanz, wenn er in Deep Thinking‌ beschreibt, dass »die Technologie für automatische Fahrstühle bereits seit 1900 existierte«, es aber bis in die 1950er (nach einem Streik der Fahrstuhlführergewerkschaft im Jahr 1945) dauerte, bevor die Menschen sie wirklich akzeptierten, weil »man sich unwohl fühlte, einen Fahrstuhl ohne Fahrstuhlführer zu benutzen«. Einige der großen Namen in der Tech-Branche geben viel Geld aus, um den Weg zu mehr Akzeptanz‌ zu ebnen. Google stattet beispielsweise gemeinnützige Organisationen, die Arbeitern helfen möchten, sich in einer neuen Wirtschaftsordnung zurechtzufinden, mit einer Milliarde Dollar aus.73 In der Folge gehe ich auf Änderungen in der Stellenbeschreibung praktisch aller Gesundheitsberufe ein, ob alt, neu oder grundlegend verändert.





 Existenzbedrohung‌


 Falls es uns eines Tages nicht mehr gäbe, müssten wir uns auch keine Sorgen mehr über unsere Gesundheit und die KI mehr machen. Ob und wann wir jemals autonome Agenten mit einer Superintelligenz‌ schaffen werden, die sich wie fühlende Wesen verhalten und ihre eigenen »Nachkommen« entwerfen und bauen, die dann jegliche Aufgabe mindestens so gut wie ein Mensch erledigen können, ist nicht gewiss. Doch die Idee spukt in unser aller Köpfen herum, wie man an Konzepten wie Skynet aus Terminator, HAL 9000 aus 2001: Odyssee im Weltall oder Agent Smith aus Matrix erkennen kann.


 Diese beliebten Filme stellen sich ihrer selbst bewusste Maschinen mit einer generellen künstlichen Intelligenz dar. Da die Zukunftsvisionen vieler Sci-Fi-Filme eingetroffen sind, fürchten sich Menschen verständlicherweise vor einer solchen KI.74 Zu den Propheten eines möglichen Untergangs gehören so illustre Personen wie Stephen Hawking‌ (»die Entwicklung einer vollkommenen KI könnte das Ende der Menschheit bedeuten«), Elon Musk‌ (»mit KI beschwören wir den Dämon herauf«), Henry Kissinger‌ (»könnte einen Bruch in der Geschichte verursachen und die Funktionsweise der Zivilisation auflösen«), Bill Gates‌ (»ist möglicherweise gefährlicher als eine atomare Katastrophe«) und andere. Viele Experten nehmen einen gegenteiligen Standpunkt ein, darunter Alan Bundy von der University of Edinburgh75 oder Yann LeCun‌ (»es gäbe keine Ex-Machina- oder Terminator-Szenarien, denn Roboter würden nicht mit den menschlichen Trieben Hunger, Macht, Vermehrung, Selbsterhaltung gebaut werden«).76 Wenig überraschend ist auch LeCuns Arbeitgeber Mark Zuckerberg‌ nicht besorgt. Er schreibt auf Facebook: »Einige Menschen schüren Panik über KI‌ als riesige Gefahr, aber das erscheint mir doch sehr weit hergeholt und sehr viel unwahrscheinlicher als Katastrophen in Folge von Krankheitsausbrüchen, Gewalt usw.«77 Einige KI-Experten haben ihre Ansichten extrem geändert. Zu ihnen gehört Stuart Russell von der UC Berkeley.78 Es gibt unzählige Zukunftsforscher‌, die der einen oder anderen oder gar beiden Sichtweisen anhängen und einander sogar bekriegen.79 Besonders amüsiert hat mich der Vergleich zwischen den Gefahren einer KI mit der Überpopulation auf dem Mars, der die gegensätzlichen Standpunkte von Andrew Ng‌ und Elon Musk verdeutlicht. Ng sagt: »Das Auftauchen von Killerrobotern zu fürchten, kommt der Angst vor einer Überbevölkerung auf dem Mars gleich.«80 Musk setzt dagegen, dass die Angst vor Killerrobotern einer der Gründe war, den Mars zu kolonisieren, nämlich um ein Schlupfloch zu haben, falls die KI wild wird und sich gegen die Menschheit wendet.81


 Diese tiefe Besorgnis führte bei Musk und Sam Altman dazu, dass die beiden das milliardenschwere, gemeinnützige OpenAI-Institut mit dem Ziel einer sichereren KI gegründet haben. Außerdem stiftete Musk dem Future of Life Institute 10 Millionen Dollar, damit es unter anderem Szenarien für den schlimmsten anzunehmenden Fall entwerfen könne, um diesen so frühzeitig zu erkennen und gegenzusteuern.82 Max Tegmark, der MIT-Physiker, der das Institut leitet, lud eine internationale Gruppe von KI-Fachleuten dazu ein, Prognosen über den Zeitpunkt einer generellen künstlichen Intelligenz abzugeben. Die Vorhersagen schwanken stark, aber der Konsens liegt um das Jahr 2055. Und ein Bericht von Forschern des Future of Humanity Institute in Oxford und der Universitäten von Yale Universities zu einer großen Umfrage unter Machine-Learning-Experten folgert: »Die Wahrscheinlichkeit, dass eine KI binnen 45 Jahren alle Aufgaben besser als der Mensch erledigen kann, beträgt 50 Prozent. Ebenso hoch ist die Wahrscheinlichkeit, dass sie in 120 Jahren alle menschlichen Arbeiten automatisiert.«83 Es mag in diesem Zusammenhang von Interesse sein, dass Nick Bostrom, der Leiter des Future of Humanity Institute, auch der Autor von Superintelligence und Gegenstand eines umfassenden Profils im New Yorker über den Verfechter der KI als »Erfindung, die zum Tag des Jüngsten Gerichts führen wird« ist.84 Tegmark hält die Wahrscheinlichkeit für extrem gering: »Superintelligenz‌ fällt zweifellos in dieselbe Kategorie wie ein gewaltiger Asteroideneinschlag ähnlich dem, bei dem die Dinosaurier ausgelöscht wurden.«85


 Was auch immer die Zukunft bringen mag: Der KI‌ von heute sind enge Grenzen gesetzt. Wir können uns zwar eine generelle Künstliche Intelligenz‌ vorstellen, die Menschen wie Haustiere behandelt oder uns alle umbringt, aber das liegt – wenn überhaupt – in weiter Ferne. Der Mensch ist heute das Leben 2.0, so Tegmark. Denn wir Menschen können unsere »Software« neu schreiben und komplexe neue Fertigkeiten erlernen, verfügen allerdings nur über sehr begrenzte Möglichkeiten, unsere biologische »Hardware« zu verändern. Ob das Leben 3.0 kommt und dann sowohl Hardware als auch Software modifizieren kann, wird die Zukunft zeigen. In der näheren Zukunft geht es weniger darum, ob das menschliche Leben ausgelöscht wird, sondern darum, welchen Änderungen wir und unsere Lebensumstände unterliegen werden. Und natürlich, um beim Thema zu bleiben, was das für diejenigen unter uns bedeutet, die einen medizinischen Beruf ausüben. Tegmark schlägt vor, dass wir von uns selbst als Homo sentiens denken sollten. Sehen wir uns an, wie dieser Homo sentiens im Arztkittel aussehen wird.






Kapitel 6: 
Ärzte und Muster


 »Wenn ein Arzt durch einen Computer ersetzt werden kann, verdient er es auch, durch einen Computer ersetzt zu werden.«


 – WARNER SLACK‌, MEDIZINISCHE HOCHSCHULE HARVARD





 »Es ist eigentlich kriminell, diese Aufgabe Radiologen zu überlassen, denn währenddessen töten sie Menschen.«


 – VINOD KHOSLA‌





 Vor ein paar Jahren litt ich an schrecklichen Bauch- und Rückenschmerzen. Der Grund waren Harnleitersteine und Nierensteine‌ in der linken Niere‌. Zwei der Steine befanden sich im Harnleiter und waren recht groß, nämlich über 9 Millimeter. Auf natürlichem Wege konnte ich sie trotz literweise Wasser und Medikamenten wie Tamsulosin nicht ausscheiden. Blieb eine Lithotripsie, bei der die Steine mit starken Stoßwellen zertrümmert werden. Das Verfahren ist recht schmerzhaft. Der Grund dafür ist nicht wirklich bekannt, und daher kommt häufig – so auch bei mir – eine örtliche Betäubung zum Einsatz.


 Eine Woche nach der Stoßwellenbehandlung hoffte ich, dass die Steine nun entweder in kleine Fragmente zertrümmert oder vielleicht sogar komplett verschwunden wären. Die einfache Röntgenaufnahme von Niere, Harnleiter und Blase dauerte nur wenige Minuten. Die Aufnahme wurde sofort auf ihre Qualität geprüft. Ich fragte die Dame, ob sie die Steine im linken Harnleiter sehen könne, aber sie war sich nicht sicher. Auch ich konnte nach einem Blick auf den Röntgenfilm nichts Genaues sagen. Also bat ich darum, mit dem Radiologen zu sprechen.


 Das ist eher die Ausnahme, denn die meisten Radiologen haben kaum direkten Kontakt mit den Patienten, auch nicht zur Besprechung der Ergebnisse. Eine Ausnahme bilden interventionelle Radiologen, die Behandlungen wie das Einbringen von Stents in ein Blutgefäß vornehmen. Normalerweise aber sitzt ein Radiologe den ganzen Tag im stillen Kämmerlein, sieht sich die Aufnahmen an, kommt zu seiner Diagnose und schreibt einen Bericht. Die meisten Ärzte sind zu beschäftigt, um sich die angeordneten Röntgenaufnahmen‌ selbst anzusehen und lesen nur den Bericht, bevor sie mit dem Patienten sprechen.


 Ein bisschen wie beim Autokauf: Man spricht mit dem Verkäufer, aber selten mit dem Geschäftsleiter. Wenn man den Preis verhandelt, verschwindet der Verkäufer irgendwo und stimmt sich mit seinem Vorgesetzten ab. Bei medizinischen Aufnahmen ist das ähnlich: Sie sehen fast immer nur die Person, die das Bild macht, nicht aber die Person, die es auswertet. Diese beiden stehen oftmals persönlich oder digital in Kontakt, während geprüft wird, ob der Scan technisch in Ordnung ist. Erst dann dürfen Sie sich wieder anziehen und gehen.


 Da saß ich also eine Viertelstunde im Wartezimmer und durfte dann das stille Kämmerlein des Radiologe‌n betreten. Die Bildschirmspiegelung zeigte einen dunkelhaarigen, bärtigen prophetisch aussehenden Weißen, etwa in meinem Alter, der sehr umgänglich war und sich sichtlich über meinen Besuch freute. Er zog einen Stuhl herbei und bat mich, neben ihm Platz zu nehmen. Ich wunderte mich über seinen weißen Kittel – er könnte doch ebenso gut in Jeans und Freizeitklamotten hier sitzen. Selbst einen Schlafanzug würde ja keiner zu Gesicht bekommen.


 Der Radiologe rief meine vielen Nierenaufnahmen auf einem großen Bildschirm auf, um sie nebeneinander anzuzeigen. Auf der CT-Aufnahme‌, die vor ein paar Monaten zu der Diagnose führte, waren die beiden Steine sehr gut zu erkennen. Damit ließ sich die jüngste Röntgenaufnahme gut vergleichen. Mein Gesprächspartner vergrößerte die neue Aufnahme, um die Steine bildschirmfüllend darzustellen. Zu meiner Enttäuschung waren sie nach wie vor da, und zwar in ihrer ganzen Pracht und Größe. Nur einer hatte sich ein Stückchen weiter nach unten bewegt. Keine nennenswerte Besserung also. Mein Nierenbecken war noch immer geweitet, und es lag noch immer eine Blockade vor. Das würde nach einer gewissen Zeit unweigerlich zu einem dauerhaften Schaden führen. Trotz der schlechten Neuigkeiten erhielt ich wichtige Einsichten über meinen Zustand – sehr viel mehr, als mir der Urologe beim Besprechungstermin hätte vermitteln können. Aus Sicht des Radiologen war die durchgeführte Lithotripsie vermutlich ein Schlag ins Wasser, und die Steine müssten aufgrund ihrer Größe und Lage ziemlich sicher operativ entfernt werden. Der Radiologe selbst nimmt derartige Operationen nicht vor. Daher ist seine Empfehlung zu einem solchen Eingriff eine sehr viel unabhängigere Bewertung als dieselbe Empfehlung eines Chirurgen.


 Dieses Gespräch zwischen Patient und Radiologen war ein Ausnahmefall, mag sich aber als wegweisend für die Zukunft erweisen.


 In den letzten fünfzig Jahren hat sich die Radiologie stark gewandelt. Durch den Wechsel von analogen Filmen zu digitalen Aufnahmen wurde es sehr viel einfacher, diese zu archivieren und vor allem wiederzufinden. Die Auflösung der Bilder ist sehr viel höher. Und durch die rasche digitale Erfassung muss man nicht mehr warten, bis der Film entwickelt ist. Ein gewaltiger Fortschritt, wenn man an die klobigen alten Filmlesegeräte denkt, bei denen die Filme oft nach Patientennamen sortiert waren, sodass es mehrere Minuten dauerte, bis die eigene Aufnahme schließlich zu sehen war. Ärzte und AiPs (Ärzte im Praktikum) in Krankenhäusern verschwanden praktisch jeden Tag im Keller, wo sie mit dem Radiologen über die Untersuchungsergebnisse sprachen. Doch heute wurden diese Besuche größtenteils durch Bildarchivierungs- und Kommunikationssysteme‌ (kurz PACS vom Englischen Picture Archiving Communication System) ersetzt. Der überweisende Arzt liest den Bericht und wirft idealerweise (aber leider nur selten) auch einen Blick auf die Aufnahme selbst – ganz bequem aus der Ferne. Mein Freund Saurabh Jha ist Radiologe an der University of Pennsylvania und fasst diesen Fortschritt so zusammen: »Der Radiologe mit der Bildplatte auf dem Lesegerät war früher das Zentrum des Universums. Mit PACS und modernen bildgebenden Verfahren ist der Radiologe heutzutage ein Jupitermond – unbekannt und überflüssig.«1 Der gesamte Prozess rund um Film-, CT-, PET-, Nuklear- und MRT-Aufnahmen ist effizienter geworden. Die einzige Ausnahme davon bildet die Begutachtung und Auswertung.
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Abb. 6.1: Acht verschiedene Befunde einer Röntgen-Thorax-Aufnahme‌, viele mit überlappenden Merkmalen, die eine eindeutige Diagnose‌ erschweren. (Quelle: nach X. Wang et al., »ChestX-ray8: Hospital-Scale Chest X-ray Database and Benchmarks on Weakly-Supervised Classification and Localization of Common Thorax Diseases«, arXiv (2017): https://arxiv.org/abs/1705.02315.)





 Der Klassiker schlechthin unter den Aufnahmen ist die Röntgen-Thorax-Aufnahme. Jedes Jahr werden davon auf der ganzen Welt zwei Milliarden Stück angefertigt. Die Auswertung ist oft alles andere als einfach, speziell bei der Erkennung von Lungenentzündungen. Herzschwäche und viele weitere überlappende Merkmale wie Narbenbildung, Verdichtungen oder Knötchen, Flüssigkeit oder kollabiertes Lungengewebe können die Diagnose erschweren (Abbildung 6.1).2


 Eine Maschine, die solche Thorax-Aufnahmen genau und schnell analysieren könnte, wäre ein großer Schritt nach vorn. Gideon Lewis-Kraus beschreibt das so: »Ein Netz, das Katzen erkennen kann, lässt sich auch anhand von CT-Aufnahmen trainieren, und zwar mit so viel mehr Beispielen, als selbst der beste Arzt sich ansehen könnte.«3 Die Einspeisung unzähliger Bilder ist natürlich nur ein kleiner Teil des Aufwands, denn die Maschine muss dann ja lernen, sie zu interpretieren. Trotz dieser noch zu bewältigenden Herkulesaufgabe ist sich Geoffrey Hinton sichern: »Radiologen gleichen in unserer Zeit Wile E. Coyote aus den Road-Runner-Cartoons: Sie schweben bereits über dem Abgrund, haben es aber noch nicht bemerkt. Ein Blick nach unten offenbart den fehlenden Erdboden. Wir sollten heute keine Radiologen mehr ausbilden. Es ist glasklar, dass Deep Learning innerhalb von fünf Jahren besser abschneidet als die Fachärzte.«4


 Ende 2017 hat die Stanford-Informatikabteilung unter Leitung von Andrew Ng‌ behauptet, man habe diesen Punkt erreicht. Ng twitterte: »Müssen Radiologen um ihren Arbeitsplatz fürchten? Eilmeldung: Wir können eine Lungenentzündung in Röntgen-Thorax-Aufnahme besser diagnostizieren als Radiologen.« Das Team nutzte ein Convolutional Neural Network‌ mit 121 Schichten, das mit über 112.000 Aufnahmen von mehr als 30.000 Patienten trainiert wurde. Der Algorithmus würde »die durchschnittliche Leistung der Radiologen bei der Erkennung von Lungenentzündung übertreffen«.5 Allerdings bestand die Vergleichsgruppe aus lediglich vier Fachärzten für Radiologie, und es gab auch Probleme mit der Methodik.6 Lior Pachter, Bioinformatiker am Caltech, schreibt: »Wenn prominente Machine-Learning-Experten ihre Ergebnisse gegenüber der Öffentlichkeit in einem zu guten Licht erscheinen lassen, leiden alle anderen darunter. Wie sollen die Menschen den Wissenschaftlern vertrauen, wenn ihnen immer wieder Hypes anstelle von Wissenschaft vorgesetzt werden?«7


 Sicherlich lässt sich aus den bisherigen Daten nicht darauf schließen, dass Radiologen eine gefährdete Art sind, wie Hinton und Ng als zwei der führenden Köpfe der KI andeuten. Solche Behauptungen ziehen sich unglücklicherweise wie ein roter Faden durch viele Berichte zur KI in der Medizin. Jeder davon befasst sich zudem im Nachhinein, also in silico, mit dem jeweiligen Problem. Es gibt keine replizierten Studien, und meist findet man auf vielen Ebenen Fehler bei der Interpretation der Daten. Declan O’Regan, ein Radiologe, der sich auch mit Machine Learning befasst, schrieb mir auf Twitter: »Jeder Arzt kann ein Deep-Learning-Netz auf die Klassifizierung von Bildern trainieren und dabei in der Kreuzvalidierung eine Leistung auf menschlichem Niveau erzielen. Doch in der Realität können diese Netze dem Menschen nicht das Wasser reichen.«


 Ein Radiologe sieht sich etwa 20.000 Aufnahmen pro Jahr an, also 50 bis 100 pro Tag. Diese Zahl ist im Laufe der Zeit immer weiter gestiegen.8 Bei jeder radiologischen Untersuchung fallen weniger als 10 Röntgenaufnahmen an. Bei Ultraschallaufnahmen entstehen Dutzende Aufnahmen, bei CT und MRT gar Hunderte von Aufnahmen – und es werden immer mehr. Insgesamt werden in den USA jedes Jahr mehr als 800 Millionen Untersuchungen durchgeführt, bei denen über 60 Milliarden Aufnahmen entstehen. Das entspricht einer Aufnahme alle zwei Sekunden.9 Die Radiologen entwickeln durch Schulung und Erfahrung ein Auge dafür, ungewöhnliche Merkmale sehr schnell zu erkennen – ein optisches Mustererkennung‌ssystem sozusagen. Der Harvarder Aufmerksamkeitsforscher Dr. Trafton Drew sagt: »Wenn man Radiologen bei der Arbeit zusieht,10 ist man absolut überzeugt davon, dass sie übermenschliche Fähigkeiten haben.«11 Es handelt sich praktisch um Denken im System 1, eine reflexartige Mustererkennung, nicht eine logische Analyse. Doch auch Radiologen sind nicht vor der sogenannten »Unaufmerksamkeitsblindheit‌« gefeit, bei der sie so konzentriert nach bestimmten Dingen suchen, dass ihnen das Unerwartete entgeht, das sich direkt vor ihrer Nase befindet. Sehr schön gezeigt hat das ein Bild eines Mannes im Gorillakostüm, der mit der Faust drohte, und das mit einer Reihe von Aufnahmen überlagert wurde, die Radiologen auf Anzeichen von Krebs überprüften. Ganze 83 Prozent hatten den Mann im Affenkostüm nicht bemerkt.12


 Einige Untersuchungen führen an, dass Fehler bei der Interpretation medizinischer Aufnahmen sehr viel häufiger auftreten, als allgemein angenommen wird: Die Falsch-Positiv-Rate‌ soll 2 Prozent betragen, die Falsch-Negativ-Rate‌ sogar mehr als 25 Prozent. Rufen wir uns die 800 Millionen Scans pro Jahr ins Gedächtnis, ist das ein beträchtliches Risiko für falsche Resultate. Interessanterweise mussten sich bereits 31 Prozent der amerikanischen Radiologen wegen angeblichen oder tatsächlichen Kunstfehlern verantworten, größtenteils aufgrund übersehener Befunde.13


 So ein computergestützter Genauigkeitsturbo käme den Radiologen insgesamt also gerade recht. Eine sorgfältige Untersuchung der Klassifizierung von mehr als 50.000 Röntgen-Thorax-Aufnahmen als normal oder anormal stellte eine algorithmische Klassifikationsrate von 95 Prozent fest. Das ist eine recht gute Vorauswahl und hilfreich, um zu entscheiden, welche Aufnahmen genauerer Betrachtung bedürfen.14 Doch es geht nicht nur um einen kurzzeitigen Aufmerksamkeitsverlust oder menschliche Fehler. Auch die Zeit spielt eine wichtige Rolle, denn so könnten Radiologen anstelle von 20.000 Aufnahmen pro Jahr mehrere Millionen oder gar Milliarden begutachten. Als Merge Healthcare, ein Unternehmen für medizinische Bildgebung, 2015 von IBM übernommen wurde, konnten seine Algorithmen auf mehr als 30 Milliarden Aufnahmen angesetzt werden.15 Eine medizinische Aufnahme‌ enthält jede Menge Informationen. In jedem Pixel oder Voxel (ein dreidimensionaler Bildpunkt) kann es einen entscheidenden Hinweis geben, der dem menschlichen Auge entgeht: Textur, Farbgebung oder Signalintensität. Ein ganzes Gebiet, Radiomics genannt, untersucht die Signaturen, die sich in den Bilddaten verbergen.16 So wurde zum Beispiel die Steindichtebestimmung in Hounsfield-Einheiten entwickelt, mit der sich die mineralische Zusammensetzung von Steinen (Kalziumoxalat, Harnsäure usw.) und die vermutlich erfolgreichste Therapie bestimmen lässt. Das ist perfekt für die maschinelle Erfassung: Algorithmen ermöglichen eine detailliertere Quantifizierung der Daten in Bildern und decken so zuvor nicht erkannte Werte auf.


 Dieser wichtige Aspekt wird durch weitere Beispiele bestätigt. Ein Team der Mayo Clinic‌ wies nach, dass die Textur in MRT-Aufnahmen des Hirns eine spezielle genomische Anomalie vorhersagen kann, nämlich eine 1p-/19q-Co-Deletion, die für das Überleben bestimmter Arten von Hirnkrebs relevant ist.17 Auch bei Patienten mit Kolonkarzinom konnte eine Analyse des MRT mittels Deep Learning aufzeigen, ob in den Tumorzellen eine bedrohliche KRAS-Mutation vorliegt. Diese Kenntnis kann die Auswahl der Behandlung stark beeinflussen.18 Machine Learning‌ für Mammografie‌-Befunde von über 1.000 Patienten in Verbindung mit Biopsie-Ergebnissen, die auf ein hohe Krebsrisiko hindeuten, zeigten, dass mehr als 30 Prozent der Brust-OPs vermeidbar sind.19 Deep Learning für Röntgenaufnahmen von Hüftfrakturen kann zu Diagnosen führen, die ebenso exakt wie jene sind, die mit den moderneren und deutlich teureren Bildgebungsverfahren‌ wie MRT, Knochenszintigrafie oder CT gewonnen werden, und die Ärzte normalerweise anwenden, wenn der Röntgenbefund nicht eindeutig ist. Ein Convolutional Neural Network mit 172 Schichten, das anhand von mehr als 6.000 Röntgenaufnahmen (mit insgesamt 1.434.176 Parametern) trainiert und an mehr als eintausend Patienten validiert wurde, erreichte eine Klassifikationsrate von über 99 Prozent – gut vergleichbar mit erfahrenen Radiologen.20 Mehrere Berichte aus wissenschaftlich-medizinischen Zentren haben gezeigt, wie schnell und gut Deep Learning unterschiedliche Arten von Aufnahmen durchsuchen kann, darunter CTs im Hinblick auf Leber- und Lungenherde sowie Knochenalter. All das unterstreicht, dass Maschinen genaue Diagnose‌n stellen können. An der UCSF wurde ein dreidimensionales Convolutional Neural Network für Thorax-CTs entwickelt und an über 1.600 Patienten getestet, von denen 320 nachgewiesenermaßen an Lungenkrebs litten.21 Die Universität von Tokyo hat ein Convolutional Neural Network mit sechs Schichten zur Klassifizierung‌ von Lebertumore‌n in CTs bei 460 Patienten entwickelt; es erzielte eine Klassifikationsrate von 84 Prozent gemessen an den histologischen Befunden.22 Geisinger Health in Pennsylvania zeigte anhand von fast 40.000 Kopf-CTs die hohe Genauigkeit maschineller Diagnosen‌ bei Hirnblutungen.23 Die Universität von Radboud in den Niederlanden stellte fest, dass ein tiefes neuronales Netz, das mit mehr als 1.400 digitalen Mammogrammen trainiert wurde, ähnlich genaue Resultate wie 23 Radiologen erzielte.24 Und ein Convolutional Neural Network der Stanford University lernte anhand von über 14.000 Röntgenaufnahmen, das Knochenalter zu bestimmen; dabei waren die Ergebnisse so gut wie die von drei erfahrenen Radiologen.25 Informatiker der Seoul National University in Südkorea entwickelten und validierten mithilfe von über 43.000 Röntgen-Thorax-Aufnahmen einen Deep-Learning-Algorithmus zur Erkennung karzinöser Lungenherde‌. Der Algorithmus erwies sich in vier retrospektiven Kohorten als erstaunlich exakt (AUC = 0,92–0,96). Im Vergleich mit staatlich geprüften Radiologen schnitt er gut ab und führte als »Zweitmeinung« zu einer noch höheren Genauigkeit, wenn man die Resultate von Mensch und Maschine kombinierte.26


 Ich bin mir sicher, dass Sie anhand dieser Beispiele auch ohne ein Convolutional Neural Network‌ erkennen, dass die algorithmische Bildverarbeitung‌ große Fortschritte macht.


 Akademische medizinische Zentren befassen sich nicht allein mit dieser Technologie. Deep Learning wird von vielen Unternehmen für medizinische Aufnahmen verwendet, darunter Enlitic, Merge Healthcare, Zebra Medical Vision, Aidoc, Viz.ai, Bay Labs, Arterys, RAD-Logic, Deep Radiology und Imagen. All diese Unternehmen haben Fortschritte in spezifischen Formen der Bildgebung gemacht. Arterys hat sich auf Herz-MRTs spezialisiert und 2017 die erste FDA-Genehmigung für KI-gestützte medizinische Bildgebung‌ erhalten. 2018 erhielt Viz.ai die FDA-Genehmigung für ein Deep Learning von Kopf-CTs für die Diagnose von Schlaganfällen und die direkte Benachrichtigung von Klinikern. Kurz darauf freute sich Imagen über die FDA-Genehmigung zur maschinellen Verarbeitung von Knochenaufnahmen. Bei Enlitic analysierten Algorithmen autodidaktisch Tausende von muskuloskelletalen Aufnahmen und konnten in der Folge Knochenbrüche mit bemerkenswerter Genauigkeit erkennen und sogar auf Mikrofrakturen hinweisen, bei denen die Fraktur lediglich 0,01 Prozent der entsprechenden Röntgenaufnahme ausmacht. Zebra Medical Vision validierte ein Convolutional Neural Network, das Kompressionsfrakturen der Wirbelsäule mit einer Klassifikationsrate von 93 Prozent erkennt – Radiologen übersehen solche Frakturen in mehr als 10 Prozent der Fälle.27 Außerdem hat das Unternehmen Deep Learning zur Bestimmung des koronaren Calcium-Scores eingesetzt.28 All diese KI-Unternehmen aus dem Feld der Radiologie‌ sind dabei, ihre Algorithmen zur Marktreife zu bringen. Ende 2017 wurde Zebra Medical Vision in fünfzig Krankenhäusern eingesetzt und hatte über eine Million Scans beinahe 10.000 Mal schneller als menschliche Radiologen zu Kosten von nur einem US-Dollar pro Aufnahme analysiert.29


 Offensichtlich stehen dem Deep Learning und Computern eine wichtige Rolle in der Radiologie bevor. Einige Ankündigungen schießen jedoch über das Ziel hinaus, so wie die von Andrew Ng, dass sich Radiologen leichter ersetzen lassen als ihre Helfer,30 oder der Aufsatz von Katie Chockley und Ezekiel Emanuel mit dem Titel The End of Radiology? (Das Ende der Radiologie?), in dem die beiden zu dem Schluss kommen, dass die Radiologie als florierendes Fachgebiet in den nächsten fünf bis zehn Jahren verschwindet.31 Der Wagniskapitalgeber Vinod Khosla hat gesagt: »Die Aufgabe des Radiologen wird es in fünf Jahren nicht mehr geben.« Ich kenne Vinod gut und habe mit ihm über diese Aussage gesprochen. Er präzisierte, dass er nicht den Beruf als solches gemeint habe, sondern die Beurteilung der Aufnahmen, die den Alltag der Radiologen heute ausfüllt. Dagegen behauptete Ezekiel Emanuel, der bekannte Physiker und Architekt des Affordable Care Act‌ (besser bekannt als Obamacare‌) im Wall Street Journal, dass »Machine Learning Radiologen und Pathologen ersetzen und Milliarden digitaler Röntgen-, CT- und MRT-Aufnahmen auswerten sowie Auffälligkeiten in pathologischen Präparaten zuverlässiger als der Mensch erkennen wird«.32


 Es ist leicht, sich von den Möglichkeiten einer algorithmischen Radiologie‌ begeistern zu lassen. Kein Wunder, dass unter Radiologen das Schreckgespenst eines Computers umhergeht, der darauf lauert, sie zu ersetzen. Phelps Kelley, ein Mitglied der radiologischen Gesellschaft der UCSF, befasste sich mit dem aktuellen Status des Fachgebiets und sagt: »Die größte Angst ist die, dass wir durch Maschinen ersetzt werden könnten.«33 Radiologen zählen mit Jahresgehältern von etwa 400.000 Dollar zu den am besten bezahlten Medizinern.34 Die Leistung der Technologie von Zebra Medical Vision oder die von Andrew Beam und Isaac Kohane verbreitete Behauptung, dass Computer 260 Millionen Aufnahmen in nur 24 Stunden für nur 1.000 Dollar auswerten können, macht deutlich, welchen wirtschaftlichen Vorteil es hätte, Radiologen durch Computer zu ersetzen. Bereits heute lagern Krankenhäuser die radiologische Beurteilung der Aufnahmen zunehmend aus, um Kosten zu sparen. Die Aufgabe übernehmen dann Unternehmen wie vRad (Virtual Radiologic) mit mehr als fünfhundert angestellten Radiologen. Etwa 30 Prozent der US-Krankenhäuser nutzen den Service bereits. Tatsächlich hat das Outsourcing‌ in den letzten Jahren rasant zugenommen und die radiologische Auswertung nimmt dabei den ersten Platz ein. Krankenhäuser bilden auch weniger Radiologen aus: Die Anzahl der freien Facharztstellen für Radiologen ist in den USA in den letzten fünf Jahren um beinahe zehn Prozent zurückgegangen (allerdings ist die Anzahl der praktizierenden Radiologen stetig gewachsen und betrug 2016 knapp über 40.000). Sieht man sich diese Trends an, kommt unweigerlich der Gedanke auf, die Aufgabe einer Maschine zu überlassen.


 Doch das ist derzeit nicht möglich. Gregory Moore, Vice President für Healthcare bei Google und selbst Radiologe, hat festgestellt, dass »es praktisch Tausende von Algorithmen geben müsste, um auch nur annähernd das zu tun, was ein Radiologe jeden Tag erledigt. Das geht nicht von heute auf morgen.«35


 Ich habe bereits darauf hingewiesen, wie kompliziert es ist, alle klinischen Daten für jeden Patienten einzubeziehen – selbst für Machine-Learning-Unternehmen und andere Anbieter im Gesundheitswesen, die sowohl über die elektronische Krankenakte als auch über die Aufnahmen verfügen. Hinzu kommt, dass es praktisch für keinen Menschen, der im Laufe seines Lebens von den vielen Akteuren im Gesundheitswesen versorgt, behandelt oder beraten wurde, eine umfassende Datensammlung‌ gibt. Das stellt eine gewaltige Hürde für die computergestützte Bildanalyse‌ dar.


 Radiologen können eine ganzheitlichere Beurteilung vornehmen als Maschinen. Jeder Aufnahme geht ein Beweggrund vorher, bei einer Röntgen-Thorax-Aufnahme zum Beispiel das Ausschließen von Lungenkrebs. Ein spezifischer KI-Algorithmus könnte sich als extrem genau bei der Sicherung oder beim Ausschluss der Diagnose von Lungenkrebs‌ erweisen. Doch Radiologen suchen auf der Aufnahme nicht nur nach vergrößerten Lungen- oder Lymphknoten, sondern auch nach anderen Auffälligkeiten wie Rippenbrüchen, Kalkeinlagerungen, Herzvergrößerungen und Flüssigkeitsansammlungen. Natürlich kann man Maschinen das ebenfalls beibringen (wie die Forscher in Stanford es mit ihren 400.000 Röntgen-Thorax-Aufnahmen tun), aber Deep Learning für medizinische Aufnahmen ist bisher doch sehr beschränkt und spezifisch.


 Selbst wenn dieses Problem gelöst wird, stellt sich noch immer die Frage, ob man das Feld der Radiologie komplett den Maschinen überlassen soll. Dabei geht es um mehr als nur Zeitaufwand und Kosten. Mein Erlebnis bei der gemeinsamen Auswertung meiner Aufnahmen mit dem Radiologen zeigt, wohin die Reise gehen kann. Obwohl ich die wilden Vorhersagen über die Zukunft der Radiologie‌ getadelt habe, bin ich doch davon überzeugt, dass irgendwann alle medizinischen Aufnahmen von Maschinen geprüft werden. Nick Bryan sagt: »Ich bin sicher, dass binnen zehn Jahren keine medizinische Aufnahme mehr von einem Radiologen untersucht werden wird, die nicht zuvor von einer Maschine analysiert worden ist.«36 Damit der »Blick« der Maschine nicht der einzige bleibt, müssen die Fachärzte für Radiologie jedoch zu Änderungen bereit sein. Saurabh Jha und ich schrieben: »Radiologen können verhindern, durch Computer ersetzt zu werden, indem sie sich durch Computer ersetzen lassen.«37


 Wenn Radiologen die Maschinen als Partner betrachten und begrüßen, steht ihnen eine glänzende Zukunft bevor. Michael Recht und Nick Bryan haben das im Journal of the American College of Radiology gut zusammengefasst: »Wir sind davon überzeugt, dass Machine Learning und KI sowohl den Wert als auch die Zufriedenheit mit dem Berufsbild des Radiologen steigern wird. Diese Techniken geben uns mehr Zeit für Dinge, die einen wertvollen Beitrag zur Patientenfürsorge leisten, und nehmen uns eintönige Aufgaben ab, an denen wir keine Freude haben und bei denen uns die Maschinen überlegen sind.«38 Es mag widersinnig scheinen, doch auch Yann LeCun, der als Vater der Convolutional Neural Networks geltende Informatiker, bescheinigt den Menschen in der Radiologie eine glänzende Zukunft. Seiner Meinung nach werden die einfachen Fälle automatisiert, aber nicht zulasten der Radiologen. Vielmehr werden sie sich mit interessanten Fragestellungen beschäftigen können und keine Fehler durch Eintönigkeit, Unaufmerksamkeit oder Übermüdung mehr begehen.39


 Das gestaltet nicht nur den Arbeitsalltag der Radiologen angenehmer, sondern könnte ihnen auch eine wesentliche Rolle in der Zukunft der Deep Medicine einräumen: den direkten Kontakt mit Patienten‌. Sie könnten mehr für Ihre Patienten tun, indem sie in gewissen Bereichen weniger tun. Marc Kohli, Radiologe an der UCSF, weist richtigerweise darauf hin, dass Radiologen »zumeist unsichtbar für die Patienten [sind]. Es gibt uns praktisch nicht, außer als Namen auf der Rechnung. Das ist ein echtes Problem.«40 Nehmen wir zum Beispiel den extrem hohen Anteil an unnötigen oder sogar für die Diagnose ungeeigneten Aufnahmen. Radiologen spielen heute nicht die Rolle des Türstehers. Stattdessen machen die Patienten einen Termin, und die Aufnahme wird von einer Fachkraft erstellt. Künftig könnte der wieder sichtbare Radiologe zuerst kontrollieren, ob die Aufnahme wirklich sinnvoll ist oder ob es bessere Alternativen gibt, zum Beispiel ein MRT oder CT, um abzuklären, ob ein Riss in der Aorta vorliegt. Der Radiologe würde dann entscheiden, ob die gewünschte Aufnahme notwendig ist. Natürlich würde er seine Überlegungen mit dem Patienten teilen.


 Das käme dem Patienten auf mehreren Ebenen zugute. Neben wirtschaftlichen Einsparungen durch den Wegfall von verschwenderischen Aufnahmen wäre der Patient im Laufe seines Lebens auch einer geringeren Strahlendosis und somit weniger der dadurch entstehenden Gefahren wie Krebs ausgesetzt. Genau hier könnte die Partnerschaft zwischen Radiologen und Maschinen noch mehr Früchte tragen: Einige erfreuliche Studien haben gezeigt, dass mit einer geringeren Strahlendosis erstellte Aufnahmen mit Algorithmen ausgewertet werden können, die die Qualität dieser Aufnahmen stark verbessern. Mittels weiterer Verfeinerungen ist es theoretisch möglich, extrem niedrigdosierte CTs zu erstellen, bei denen die Strahlendosis‌ mehrere Größenordnungen geringer ausfällt. Gleichzeitig würden die Kosten für Computertomographen sinken, denn es wären keine besonders leistungsstarken Komponenten mehr erforderlich. Wer hätte das gedacht: Maschine gegen Maschine statt Maschine gegen Mensch. Algorithmen zur Bildverbesserungen werden auch auf MRTs angewendet, um die Dauer des Scans deutlich zu reduzieren. Die Erfinder sagen eine Verdreifachung der Effizienz voraus – wirklich interessant für Krankenhäuser. Doch die größten Profiteure könnten die Patienten sein, die derzeit 60 Minuten bewegungslos ausharren müssen, während sie in einer Platzangst erzeugenden Röhre liegen und den Lärm der Apparatur ertragen müssen. Mit der neuen Technik wären es nur noch zehn Minuten.41 All diese Vorteile haben nichts mit der verbesserten Beurteilung der Aufnahmen durch KI zu tun.


 Doch Radiologen könnten nicht nur über die Sinnhaftigkeit von Aufnahmen entscheiden, sondern hätten auch Zeit für die Besprechung der Ergebnisse mit den Patienten‌. Das geschieht heute bereits in einigen Mammografiezentren, doch das ist eine Ausnahme. Die Vorteile sind bestechend: Wenn der Radiologe mit dem Patienten über die Symptome und seine Vorgeschichte spricht und ihm zuhört, hilft das bei der Beurteilung der Aufnahme. Der Patient erhält eine Zweitmeinung, die nicht von einem Chirurgen stammt, der aufgrund seiner Ausbildung eher zu einer OP rät. Die Aufgabe eines Chef-Erklärers ist besonders wichtig, wenn es um probabilistische Ergebnisse maschinell ausgewerteter Aufnahmen geht. Sehen wir uns ein einfaches Beispiel an. Der Algorithmus gibt aus: »Aufgrund klinischer Merkmale und der CT-Aufnahme beträgt die Wahrscheinlichkeit, dass die Raumforderung Lungenkrebs ist, 72 Prozent. Die Wahrscheinlichkeit, dass es sich um einen gutartigen Tumor handelt, beträgt 28 Prozent.« Die meisten Patienten würden wohl erschrocken reagieren: »Ich habe also Krebs.« Der Radiologe könnte den Patienten unmittelbar beruhigen und erklären, dass es mit einer Wahrscheinlichkeit von mehr als 1:4 kein Krebs ist.


 Es wird also noch wichtiger sein, dass ein Mensch alle Aspekte berücksichtigt und die medizinischen Ergebnisse erklärt. Nehmen wir als Beispiel die gefürchtete Alzheimer‌-Diagnose. Ein Team an der McGill University hat einen Deep-Learning-Algorithmus entwickelt und an 273 Patienten mit ApoE4-Genotyp validiert, für die ein Amyloid-Gehirnscan und klinische Anschlussdaten vorlagen. Der Algorithmus konnte die Entstehung von Alzheimer in den nächsten zwei Jahren mit einer Klassifikationsrate von 84 Prozent vorhersagen.42 Ein weiteres treffendes Beispiel ist die Langlebigkeit. Ein Team unter Leitung australischer Forscher analysierte 15.957 CT-Scans von Einzelpersonen über 60 mit einem neuronalen Netz, um die Überlebenswahrscheinlichkeit für einen Zeitraum von fünf Jahren zu prognostizieren und validieren. Die Patienten wurden nach Sterberisiko‌ in Gruppen eingeteilt, beginnend bei Gruppen, von denen man für 7 Prozent mit dem Tod rechnete, bis hin zu Gruppen, bei denen man für 87 Prozent mit dem Tod rechnete (Abbildung 6.2).43 Noch sind diese Algorithmen‌ auf die Forschung beschränkt und werden nicht im medizinischen Alltag eingesetzt, doch es ist nur eine Frage der Zeit, bis sie dort verfügbar sind (auch wenn sie nicht immer genutzt werden). Unter den heutigen Fachärzten sind es gerade die Radiologen, die aufgrund ihrer umfassenden Erfahrung mit bildbasierten diagnostischen Algorithmen‌ am besten in der Lage sind, den Patienten die Ergebnisse zu vermitteln und ihnen Rat über den Umgang damit zu geben. Obwohl also einige behaupten, die »Radiologen der Zukunft werden praktisch die Datenspezialisten der Medizin sein«, denke ich nicht, dass dieser Weg vorbestimmt ist.44 Wahrscheinlich werden Radiologen künftig viel mehr Kontakt zu Patienten haben und so den Arztberuf besser ausüben.
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Abb. 6.2: Vorhersage der Langlebigkeit‌ anhand von CT-Aufnahmen durch ein tiefes neuronales Netz. (Quelle: nach L. Oakden-Rayner et al., »Precision Radiology: Predicting Longevity Using Feature Engineering and Deep Learning Methods in a Radiomics Framework«, Sci Rep (2017): 7(1), 1648.)





 Damit Radiologen Zeit mit den Patienten verbringen, über den Sinn einer Aufnahme befinden oder die Ergebnisse selber erläutern können, muss diese Zeit natürlich an anderer Stelle frei werden, und zwar bei der Umsetzung der Bildpunkte in die Worte eines Berichts. Bereits jetzt können KI-Algorithmen eine Quantifizierung und Segmentierung der Aufnahmen vornehmen und so die Belastung der Radiologen senken. Irgendwann werden Maschinen die Erstauswertung gänzlich übernehmen und einen Berichtsentwurf erstellen, der dann von einem Radiologen geprüft und abgesegnet wird. Idealerweise übernimmt die Maschine dabei auch die Auswertung und Einbeziehung der umfassenden medizinischen Daten des einzelnen Patienten. Auf diese Weise würden Radiologen viel Zeit gewinnen, die sie heute mit dem Studieren der elektronischen Krankenakte verbringen, da nur so eine Verbindung zwischen Aufnahme und klinischem Hintergrund erfolgen kann. Es dürfte aber noch ein paar Jahre dauern, bevor dieses Ziel wirklich vollständig erreicht ist.


 


 Bevor der Gedanke aufkam, dass Maschinen Aufnahmen besser als Ärzte lesen könnten, gab es die Geschichte mit den Tauben. Über einen Zeitraum von fünf Jahrzehnten erhobene Daten zeigen, dass Tauben zwischen komplexen visuellen Stimuli unterscheiden können, darunter auch Gefühlsregungen in menschlichen Gesichtern sowie Bilder von Picasso und Monet. 2015 untersuchten Richard Levenson und seine Kollegen, ob man Tauben das Erkennen von Radiologie- und Pathologie-Aufnahmen beibringen könne.45 Das Team steckte zwölf Tauben‌ in Skinner-Boxen‌. Dort lernten sie, in Mammografie‌n und Präparaten Mikroverkalkungen und bösartige Massen zu erkennen. Dazu wurden die Aufnahmen mit vier-, zehn- und zwanzigfacher Vergrößerung präsentiert. Anschließend wurde der Lernfortschritt überprüft. Die Ergebnisse der schlauen Vögel waren bemerkenswert gut. Die Forscher schlossen daraus, dass Tauben den Klinikern relativ banale Aufgaben abnehmen könnten.


 Doch Maschinen dürften Vorrang vor den Tauben haben, denn man muss sie weder in Käfige stecken noch ihnen Futter verabreichen. Allerdings hat das Experiment gezeigt, dass auch einige Aufgaben von Pathologen zukünftig von Maschinen übernommen werden können.


 Die Pathologie‌ ist ein Gebiet mit vielen Bereichen und Spezialisierungen. Ärzte arbeiten in der Labormedizin, überwachen klinische Labortests oder sind in der Forensik oder Autopsie tätig. Im Experiment ging es beispielsweise um chirurgische Pathologen oder Zytopathologen, die Gewebeschnitte zur eindeutigen Diagnose analysieren. Das Problem dabei ist, dass diese Aufgabe gar nicht so eindeutig ist.


 Es gibt unzählige Studien, die eine bestechende Heterogenität bei der Deutung durch Pathologen nachweisen: Ist es Krebs oder nicht, ist er bösartig oder nicht, wird das Transplantat abgestoßen oder nicht usw. Es gibt zum Beispiel bestimmte Arten von Brustkrebs, bei denen die Diagnosen unterschiedlicher Pathologen eine Übereinstimmung von nur 48 Prozent aufweisen.46 Trotz ihrer Ausbildung, ihrer Erfahrung und ihrer Fachspezialisierung gibt es bei geprüften Pathologen beträchtliche Fehlerraten‌, und auch eine Überdiagnostizierung‌ ist ihnen nicht fremd. Die Ursachen dafür sind vielfältig. Ein Problem bei der Diagnostik liegt in der Gewebeprobe‌ begründet. Der Trend geht seit einer ganzen Weile zu Nadelbiopsien anstelle von operativen Eingriffen. Dabei wird das Organ mit einer Hohlnadel punktiert, um Gewebe zu entnehmen. Die Technik hat mehrere Vorteile: Der Patient leidet weniger, und die Kosten sind niedriger, denn man kann auf OP-Saal, Anästhesie und Schnitte verzichten. Allerdings werden nur kleinste Gewebeproben gewonnen. Eine suboptimale Probe, die möglicherweise für das fragliche Gewebe oder Organ nicht repräsentativ ist, wird – im Gegensatz zu vielen anderen Aspekten einer Diagnostik‌ – auch durch die maschinelle Verarbeitung und Auswertung nicht besser. Zu den anderen Aspekten gehört ein Mangel an Standardisierung. Und es gibt ein Durchsatzproblem: Pathologen‌ steht nur begrenzte Zeit zur Untersuchung von Schichtpräparaten mit Millionen von Zellen zur Verfügung.


 Im analogen Zeitalter arbeiteten Pathologen inmitten von Schränken mit Objektträgern, die sie durch ein Mikroskop betrachteten. Jetzt starren sie auf einen Computerbildschirm. Die digitale Pathologie‌ hat die Abläufe und die Genauigkeit bei der pathologischen Diagnose erhöht. So können die Fachärzte mithilfe von virtuellen Schnitten (Whole Slide Imaging, kurz WSI) die gesamte Probe in Augenschein nehmen, ohne dass ein Lichtmikroskop mit Kameraaufsatz benötigt wird. Pathologen haben WSI und andere Digitaltechniken langsamer akzeptiert als erwartet. Das hat natürlich auch den KI-Einsatz in der Pathologie ausgebremst. Doch die KI wird kommen. Denn virtuelle Schnitte legen die Grundlage für eine neuronale Bildverarbeitung in der Pathologie.


 Die Stanford-Gruppe setzte WSI ein, um einen Machine-Learning-Algorithmus zu entwickeln, der die Überlebensrate von Patienten mit Lungenkrebs vorhersagt. Dabei wurde eine höhere Genauigkeit erzielt als mit der gegenwärtigen pathologischen Praxis mit Grad und Stadium des Tumors (TNM-Klassifikation). In den Bildern wurden Tausende von Merkmalen automatisch identifiziert. Davon haben sich 240 für nicht-kleinzellige Adenokarzinome und Lungenkarzinome mit Plattenepithel-Histologie als nützlich erwiesen.47


 Eine Reihe weiterer Deep-Learning-Studien‌ zur pathologischen Befundung ist ebenfalls vielversprechend. Viele dieser Studien sind das Ergebnis der internationalen Camelyon Challenge‌. 2016 nutzten Le Hou und das Team der Stony Brook University ein Convolutional Neural Network (CNN‌) zur Klassifizierung von Bildern von Lungen- und Hirnkarzinomen mit einer Klassifikationsrate von 70 bis 85 Prozent – der Grad der Übereinstimmung entsprach in etwa dem einer Gruppe Pathologen.48 Google erkannte in hochauflösenden Gigapixel-Bildern mit vierzigfacher Vergrößerung Metastasen mit einer Klassifikationsrate von über 92 Prozent; Pathologen erzielten lediglich 73 Prozent. Gleichzeitig wurde die Falsch-Negativ-Rate‌ um 25 Prozent reduziert.49 Dabei räumte Google den Pathologen sogar beliebig viel Zeit für die Untersuchung der Schnitte ein. Doch es kam auch zu unerwarteten Problemen: Der Google-Algorithmus stellte immer wieder falsch-positive Diagnosen. Ähnliche Probleme gab es auch in einer großen Deep-Learning-Studie zur Brustkrebserkennung‌, bei der die Falsch-Negativ-Rate sehr niedrig ausfiel, aber sehr viel mehr falsch-positive Treffer als beim Menschen herauskamen.50


 Eine entscheidende Variable bei der Genauigkeit der Pathologen ist die Zeit, die für jedes Präparat zur Verfügung steht. In einem Camelyon-Konsortialbericht verglichen Babak Bejnordi und seine Kollegen die Leistung diverser Algorithmen mit der von elf Pathologen bei der Erkennung von in die Lymphbahn metastasierten Lymphknoten.51 Wenn die Zeit zur Begutachtung durch die Pathologen beschränkt war (unter einer Minute pro Präparat, wie es im Alltag normal ist), schnitten die Algorithmen besser ab. Ohne Zeitlimit erreichten die Pathologen dieselbe Klassifikationsrate wie die Algorithmen.


 Wie bei medizinischen Aufnahmen fanden die Algorithmen auch bei pathologischen Präparaten Dinge, die sogar erfahrenen menschlichen Betrachtern entgehen können, darunter mikroskopische Nachweise für Metastasen.52 Deep Learning‌ verbesserte auch die Qualität von Mikroskopbildern, die bei ungenauer Fokussierung oder durch geringe Präparatqualität auftreten.53 Und wie bei den medizinischen Aufnahmen gilt auch hier: Die Algorithmen ergänzen und verbessern den menschlichen Pathologen, stellen aber keinen Ersatz dar. Im Computer Science and AI Laboratory (CSAIL) am MIT wurde anhand von 400 virtuellen Schnitten ein tiefes Netz mit 27 Schichten zur Diagnose von Krebsmetastasen in Lymphknoten entwickelt.54 Der Algorithmus führt zu einer deutlich reduzierten Fehlerrate der Pathologen, aber erst durch Kombination der menschlichen und maschinellen Auswertung wurden die besten, nahezu fehlerfreien Ergebnisse erzielt. Dieses Team aus Mensch und Maschine‌ trifft unterschiedliche korrekte und falsche Entscheidungen. In Verbindung mit neuronalen Netzen zur Optimierung der Schnittqualität ist es praktisch unschlagbar. Derartige Synergien bleiben auch den Unternehmen nicht verborgen, die Deep-Learning-Tools für die Analyse pathologischer Präparate zur Marktreife bringen möchten (darunter 3Scan, Cernostics, Proscia, PathAI, Paige.AI und ContextVision). PathAI wirbt beispielsweise mit einer Fehlerrate von 2,9 Prozent für die Algorithmen allein und 3,5 Prozent für die Pathologen allein. Doch in der Kombination fällt die Rate auf 0,5 Prozent.


 Doch Pathologen müssen mehr tun als nur Präparate auswerten. Sie untersuchen auch Proben auf molekularer Ebene, indem sie zum Beispiel epigenetische Methylierungsmuster in Gewebe-DNS erkennen und so die Krebsdiagnose verbessern. Wie die digitale Pathologie und die virtuellen Schnitte hinkt auch die Einbindung der Molekulardiagnostik‌ bei der Routinebeurteilung von Krebsgewebe hinterher. Bei einem Vergleich der maschinellen Methylierungserkennung in Hirnkrebsproben mit den Befunden der Pathologen zeigte sich die überragende Klassifikationsrate der Algorithmen beim Vorliegen solcher Methylierungsdaten.55 In einer anderen Studie zu pathologischen Präparaten‌, durchgeführt an der New York University, zeigte sich eine beeindruckende Klassifikationsrate der Algorithmen bei der Diagnose von Unterarten von Lungenkrebs, nämlich ein AUC von 0,97. Die Pathologen hatten die Hälfte der Präparate falsch klassifiziert. Das neuronale Netz der NYU wurde außerdem auf die Erkennung von Anzeichen für zehn häufige Genommutationen trainiert und prognostizierte diese anhand der Präparate mit hinreichender Klassifikationsrate (0,73–0,86). Das ist gerade für das frühe Versuchsstadium ein guter Wert.56 Diese Erkenntnis ist bemerkenswert, weil sie zeigt, dass Algorithmen Muster erkennen können, mit denen sich das menschliche Auge schwertut. Mit zunehmender Verbreitung der Molekulardiagnostik (einschließlich DNS-Sequenzierung, RNS-Sequenzierung, Proteomik und Methylierung) ist zu erwarten, dass Pathologen den Fortschritt und komplementären Einsatz der KI-Analytik sowie die Erfassung und Verarbeitung großer Datenmengen als echten Segen betrachten werden.


 Angesichts der nicht immer übereinstimmenden Meinungen von Pathologen bei der Befundung von Schnitten verwundert es nicht, dass auch der Fortschritt des Deep Learnings in einer großen Fachzeitschrift für Pathologie unterschiedlich bewertet wird. Eine Gruppe steht den Maschinen offen gegenüber:


 »Computer werden verstärkt in den pathologischen Alltag Einzug halten und dabei helfen, die Genauigkeit bei der Beantwortung schwieriger Fragen zu verbessern. Es ist gut vorstellbar, dass Programme genauer als der Mensch sind, wenn es darum geht, Mitosen zu zählen oder immunhistochemische Färbungen quantitativ einzustufen. Außerdem könnten sie wichtige Bereiche in einem Schnitt markieren, damit der Pathologe weniger Zeit auf die Suche verwenden muss, wie es bereits heute in der Zytopathologie geschieht. Wir prognostizieren, dass Computer im Laufe der Zeit immer bessere Unterscheidungen treffen können und so die Dauer, die ein Pathologe für die Diagnose benötigt, reduzieren können. Das entbindet Pathologen auch zunehmend von der Arbeit am Mikroskop und gibt ihnen mehr Zeit, sich auf komplexe Diagnosen und Konsultationen zu konzentrieren (z.B. die Einbindung molekularer, morphologischer und klinischer Daten in Behandlungs- und klinische Verwaltungsentscheidungen für einzelne Patienten).«57





 Dagegen wird im Aufsatz mit dem Untertitel Future Frenemies (Künftige Freundfeinde) auf das schlechte diagnostische Abschneiden der bisherigen Deep-Learning-Algorithmen‌ verwiesen und der menschliche Vorsprung betont: »Wir sind davon überzeugt, dass die pathologische Diagnose häufig eine wohl durchdachte, kognitive Meinung ist, die von unserer Ausbildung und Erfahrung profitiert und unseren Heuristiken und Bias unterliegt.«58


 Doch es geht um mehr als menschliche Wahrnehmung. Wie Radiologen sehen auch Pathologen die Patienten bisher nicht. Der jeweilige behandelnde oder Hausarzt ist für die Besprechung und Erläuterung der Ergebnisse zuständig, ist aber häufig nicht mit den Feinheiten bei der Interpretation einer Probe vertraut. Ein direkter Kontakt zwischen Pathologe und Patient, bei dem die Ergebnisse besprochen werden, kann für diese beiden und auch den behandelnden Arzt ein echtes Aha-Erlebnis sein.


 Die bemerkenswerten KI-Parallelen zwischen Radiologie und Pathologie führten dazu, dass Saurabh Jha und ich gemeinsam einen Aufsatz im JAMA über die »Datenspezialisten« schrieben.59 Da viele Aufgaben in den beiden Fachbereichen zukünftig von künstlichen Intelligenzen übernommen werden und es eine frappierende Ähnlichkeit gibt, schlagen wir ein Zusammenlegen der Bereiche vor. Man kann das als natürliche Verschmelzung sehen, die im Rahmen einer gemeinsamen Ausbildung und Zulassung mit den Schwerpunkten KI, Deep Learning, Data Science und Bayessche Logik erfolgen könnte. Die Mustererkennung würde ja primär von den Maschinen übernommen. Zertifizierte Datenspezialisten würden eine tragende Rolle in der medizinischen Versorgung übernehmen.


 Tumorboards‌ sind ein hervorragendes Beispiel. Dabei handelt es sich um verschiedene ärztliche Fachgruppen, die zusammenkommen und jede Krebsdiagnose eines Patienten und die Behandlungsmöglichkeiten einer Prüfung unterziehen. So ein Ausschuss besteht für gewöhnlich aus einem Onkologen, einem Chirurgen und einem Strahlentherapeuten, die das gesamte Medikamenten-, OP- und Strahlungsspektrum abdecken, mit dem der Patient behandelt werden kann. Doch die zunehmende Verbreitung der KI in bildgebenden und pathologischen Verfahren bedeutet, dass auch der Datenspezialist ein wichtiges Teammitglied sein wird, denn er versteht die Grundlagen der Deep-Learning-Diagnostik‌ und der prognostischen Algorithmen‌. In diesem Zusammenhang möchte ich erwähnen, dass es im ersten Forschungsbericht von IBM Watson Health mit Peer Review um einen Vergleich der Systemeingaben mit den Ergebnissen des molekularen Tumorboards des Lineberger Comprehensive Cancer Centers der University of North Carolina ging. Von mehr als tausend im Nachhinein durch die Tumorboards und Watson geprüften Fällen profitierten mehr als 30 Prozent durch die KI-Informationen, insbesondere bei Behandlungsstrategien für bestimmte Mutationen.60


 


 Wie Radiologie und Pathologie dreht sich auch in der Dermatologie‌ vieles um Mustererkennung‌. Hautkrankheiten gehören mit 15 Prozent zu den häufigsten Gründen für einen Arztbesuch. Anders als in der Radiologie und Pathologie werden jedoch etwa zwei Drittel aller Hautkrankheiten nicht von Dermatologen diagnostiziert, sodass es zu einer relativ hohen Anzahl von Fehldiagnosen kommt: Manche Artikel beziffern die Fehlerrate mit bis zu 50 Prozent! Natürlich sehen sich Hautärzte nicht nur Hautausschläge und Läsionen an, um eine Diagnose zu stellen. Häufig gehört auch die Behandlung oder das Entfernen zu ihren Aufgaben. Doch die Mustererkennung‌ spielt bei Hauterkrankungen eine große Rolle und bedeutet somit auch eine große Chance für die Künstliche Intelligenz. In den USA gibt es nur relativ wenige Dermatologen. Eine perfekte Möglichkeit, die Vorteile der Maschinen unter Beweis zu stellen.


 Die digitale Verarbeitung von mit dem Smartphone‌ durch den Patienten selbst aufgenommenen Hautläsionen war zu Beginn recht holprig; zu unterschiedlich waren die Ergebnisse der vielen verfügbaren Apps. 2013 zeigte eine Auswertung der Genauigkeit von Smartphone-App‌s zur Melanomerkennung, dass das bösartige Zellwachstum in 30 Prozent der Fälle als gutartig eingestuft wurde.61 Die Korrektklassifikationsrate‌ schwankte stark zwischen 6,8 und 98,1 Prozent. Eine andere Untersuchung der drei Apps fand eine geringe Sensitivität (21 bis 72 Prozent) und eine stark schwankende Spezifität (27 bis 100 Prozent) im Vergleich zu Dermatologen.62


 Hautärzte müssen eine Vielzahl von Mustern erkennen können, darunter Hautausschläge und Läsionen. Doch die korrekte Erkennung von Hautkrebs gilt als wesentliches Ziel der KI-Dermatologie. Besonders die Früherkennung von Melanomen steht dabei im Vordergrund, um eine Metastasierung auf die Lymphknoten und im gesamten Körper verhindern zu können. Bei einer frühzeitigen Erkennung ergibt sich eine sehr viel höhere Fünf-Jahres-Überlebensrate von 99 Prozent gegenüber der Diagnose in späteren Stadien mit nur 14 Prozent.63


 Unter dem Strich ist Hautkrebs‌ die häufigste menschliche maligne Geschwulst‌, wobei Australien und Neuseeland mit 50 Fällen pro 100.000 Personen die Statistik anführen. In den USA sind es 30 von 100.000. Das entspricht mehr als 5,4 Millionen Amerikanern, die jedes Jahr neu an Hautkrebs erkranken. Die Kosten betragen mehr als 8 Milliarden Dollar. Im Laufe des Lebens tritt also bei jedem fünften Amerikaner Hautkrebs auf. Doch zum Glück handelt es sich in den meisten Fällen um nicht-melanozytären Hautkrebs (mehr als zwanzig Mal so viel wie Melanome‌). Der Knackpunkt besteht darin, zwischen Keratinozyten (der häufigsten Form von Hautkrebs, für den eine sehr hohe Heilungschance besteht) und malignen Melanomen zu unterscheiden. Wird eine Geschwulst fälschlicherweise als Melanom diagnostiziert, kann dies bei harmlosen, gutartigen Läsionen zu unnötigen Biopsien führen (gerade bei der Behandlung durch Nicht-Dermatologen). Doch ein Melanom zu übersehen, ist viel schlimmer: Jedes Jahr sterben etwa 10.000 Amerikaner daran.
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Abb. 6.3: Klassifizierung‌ von Hautkrebs durch einen Deep-Learning-Algorithmus und Dermatologen. Bei jeder Klassifizierung schnitt der Algorithmus mindestens so gut wie die Gruppe mit über 20 Dermatologen ab. (Quelle: nach A. Esteva et al., »Dermatologist-Level Classification of Skin Cancer with Deep Neural Networks«, Nature (2017): 542(7639), 115–118.)





 Die klassische Vorgehensweise eines Hautarztes bei der Melanom-Diagnose setzt auf eine ABCDE genannte Heuristik. Das Akronym steht für A = Asymmetrie, B = (unregelmäßige) Begrenzung, C = Colour (engl. Farbe; verschiedene oder ungleichmäßige Verteilung), D = Durchmesser (größer als 6 mm) oder Dynamik und E = Entwicklung (Veränderung des Muttermals). Doch Dermatologen verlassen sich nicht nur auf ihre Erfahrung und die Inaugenscheinnahme, sondern verwenden auch ein Dermatoskop zum Vergrößern und Ausleuchten der Läsionen. Das können aus unterschiedlichen Abständen und Winkeln bei unterschiedlichen Lichtbedingungen aufgenommene Fotografien einer Hautläsion nicht leisten. Für die KI stellte sich die Frage, ob die ärztliche Herangehensweise mittels Deep Learning simuliert oder sogar übertroffen werden könnte.


 2017 erschien einer der bisher beeindruckendsten Deep-Learning-Artikel in der Nature-Ausgabe mit der Cover-Schlagzeile Lesions Learnt (Läsion gelernt). Es ging um einen Algorithmus zur Diagnose von Hautkrebs.64 Dieser hatte zwei Aufgaben: eine exakte Klassifizierung von Läsionen als gutartig oder bösartig und, bei bösartigen Läsionen‌, die Entscheidung, ob es sich um ein Melanom handelt. Andre Esteva und seine Kollegen von der Stanford University nutzten einen CNN-Algorithmus von Google (GoogleNet Inception v3), der zuvor mit den 1,28 Millionen nicht-medizinischen Bildern aus mehr als eintausend Objektklassen aus der ImageNet-Datensammlung trainiert wurde. Das neuronale Netz wurde dann mit 129.450 Bildern von Hautläsionen gefüttert, die 2.032 Hautkrankheiten zeigten (Abbildung 6.3). Doch viele der Bilder waren Fotos, keine Biopsien. Daher erfolgte die endgültige Validierung anhand der mittels Biopsien erstellten Diagnosen für 1.942 Läsionen. Das Ergebnis war eine Ja/Nein-Klassifizierung darüber, ob eine Aufnahme Krebs zeigt und ob es sich um einen bösartigen Krebs handelt. Für diesen letzten Teilschritt wurden sowohl Fotos als auch Dermatoskop-Aufnahmen verwendet. Anschließend wurden die Ergebnisse erneut mit denen von zwanzig staatlich geprüften Stanford-Dermatologen getestet. Keiner der Dermatologen hatte diese Läsionen zuvor gesehen. Sie alle mussten angeben, ob sie eine Biopsie vornehmen oder dem Patienten mitteilen würden, dass er sich keine Sorgen machen müsse. Der Algorithmus hatte gegenüber den Hautärzten immer die Nase vorn, wenn es um die Klassifizierung von Krebs in 135 Dermatoskop-Aufnahmen ging. Bei den 130 Fotografien von Melanomen und 111 Dermatoskop-Aufnahmen von Melanomen lag er über dem Durchschnitt (Abbildung 6.3).


 Wie in Stanford wurde auch bei IBM Watson ein CNN-Algorithmus zur Beurteilung von Hautkrebs verwendet. Und auch hier erzielte der Algorithmus genauere Ergebnisse als eine Gruppe von acht Dermatologen mit Spezialisierung auf Melanome.65 Eine überarbeitete Version des in Stanford verwendeten Algorithmus (Inception v4 CNN von Google) trat später gegen eine viel größere Gruppe aus 58 Dermatologen an und schnitt bei der Melanom-Diagnose erneut besser als die meisten Menschen ab.66


 Aus diesen Untersuchungen ergeben sich bedeutende Schlüsse und Fragen. Im Leitartikel der genannten Nature-Ausgabe wurde die Frage gestellt, ob die Ärzteschaft zu »reinen Technikern würde, die nur auf die Diagnoseentscheidungen einer Maschine reagieren«.67 Genau diese verallgemeinerten Schlüsse will ich mit diesem Buch angehen. Allerdings wies der Leitartikel auch kritisch darauf hin, dass der Test eines Algorithmus noch keine endgültigen Aussagen über den Einsatz einer Technologie in der Realität zulässt. Bisher waren nur sehr wenige Patienten mit nicht-europäischen Wurzeln Teil solcher algorithmischen Trainings.68 Das CNN muss noch klinisch erprobt werden. Da kam es doch sehr überraschend, dass eine der Studien zum Thema Hautläsionen ihren Algorithmus ohne jede Validierung in Form eines Mobilgeräts auf die Öffentlichkeit losließ.69 Die Dermatologen in den Studien hatten schließlich weder Kontakt zu den Patienten, noch mussten sie sich vor den Folgen einer Fehldiagnose fürchten. Im dermatologischen Alltag reicht ein Blick auf eine Läsion längst nicht aus. Während des Gesprächs klärt der Hautarzt vielmehr die Geschichte hinter der Läsion sowie die Risikofaktoren des Patienten ab und unterzieht die gesamte Haut einer eingehenden Untersuchung. Und die Antwort lautet auch nicht Krebs oder kein Krebs, sondern es geht darum, die Läsion eine Weile zu beobachten und sich dann für oder gegen eine Biopsie zu entscheiden. Wir können also den Algorithmus als künstliche und spezifische Methode für das Stellen einer Diagnose und das Erstellen eines Biopsieplans betrachten. Die echte, klinische Welt ist viel komplexer. Dennoch ist offensichtlich, dass Deep Learning die Genauigkeit bei der Hautkrebserkennung steigern kann. Die Stanford-Studie belegt zweifelsohne, dass die Technologie reif für weitere Tests ist. Auch andere Algorithmen befinden sich in der Entwicklung. Unternehmen wie VisualDx (das sich mit der Machine-Learning-Gruppe von Apple zusammengetan hat) helfen ohne Krebsschwerpunkt bei der Diagnose von Hautausschlägen und Läsionen anhand einer Datenbank mit mehr als 30.000 Bildern.70 Diese gemeinsamen Anstrengungen könnten letztlich globale Auswirkungen haben, wenn irgendjemand zu irgendeinem Zeitpunkt eine Hautläsion entdeckt und sein Smartphone mit schnellem Internetzugang zückt, um sich zu informieren.


 Wie bereits erwähnt, mangelt es in den USA an Dermatologen‌: für über 325 Millionen Amerikaner stehen weniger als 12.000 Hautärzte bereit. Es geht also weniger darum, Dermatologen durch Maschinen zu ersetzen, sondern vielmehr darum, Haus- und Allgemeinärzten Werkzeuge an die Hand zu geben, mit denen sie die dermatologischen Routineaufgaben besser erledigen können. Ein vollständig validierter und genauer Algorithmus wäre eine wirklich gute Nachricht für die Diagnose und Behandlung von Hautkrankheiten‌. Dermatologen müssten weniger Zeit für die Diagnostik aufwenden und könnten sich vermehrt dem Entfernen und Behandeln von Hautläsionen widmen. Hausärzte, die den Großteil der Hautprobleme als Erste zu Gesicht bekommen, könnten genauere Diagnosen stellen. Patienten könnten vor unnötige Biopsien oder Entfernungen geschützt werden.


 Dieser Ausflug in die Welt medizinischer Aufnahmen, Scans, Präparate und Hautläsionen hat gezeigt, welch wichtige Rolle die KI beim Wandel der Medizin‌ spielen und einen wertvollen Beitrag zu besseren Diagnosen‌ und effizienteren Abläufen leisten kann. Denn gerade bei der Mustererkennung‌ kann die KI ihre Stärken ausspielen! Aber bisher haben wir noch keine Beweise oder Anzeichen dafür gefunden, dass die KI die Ärzteschaft ersetzt – auch nicht auf diesen auf den ersten Blick anfälligen Fachgebieten. Wenden wir uns jetzt den Klinikern zu, die es im Alltag nicht mit derart klassischen Mustern zu tun haben.



Kapitel 7: 
Kliniker ohne Muster‌


 »KI für die medizinische Diagnostik‌ kann sich durch die in vielen Jahren angefallenen Daten von Krebs- oder Diabetespatienten wühlen und Korrelationen zwischen unterschiedlichen Eigenschaften, Gewohnheiten oder Symptomen finden, um dabei zu helfen, die Krankheit zu verhindern oder zu diagnostizieren. Sollte es uns da wirklich kümmern, dass die Maschine nichts davon wirklich versteht? Möchten wir deswegen wirklich auf ein nützliches Werkzeug verzichten?«


 – GARRI KASPAROW‌





 Anders als Datenspezialisten geht es im Alltag der meisten Ärzte, Pflegekräfte und Kliniker nicht in erster Linie um Muster. Natürlich haben Haus- und Fachärzte mit Mustern in Form von Aufnahmen und Präparaten zu tun, doch ihre Hauptaufgabe besteht darin, eine Einschätzung vorzunehmen und einen (Behandlungs-) Plan zu erstellen. Dafür ist das Zusammenführen vieler Einzelteile erforderlich: die Vorgeschichte des Patienten, die physischen, Labor- und anderen Untersuchungsergebnisse (dazu gehören auch die von den Datenspezialisten ausgewerteten Aufnahmen und Präparate), das Hintergrundwissen der medizinischen Literatur und natürlich die Kommunikation mit dem Patienten und seiner Familie. Der Arbeitsalltag dieser Kliniker entzieht sich jedem einfachen Raster. Deep Learning‌ lebt von Ein- und Ausgaben. Doch die medizinische Praxis ist größtenteils nicht für die algorithmische Auswertung‌ fassbar. Für diese »Kliniker ohne Muster« eröffnet die KI andere Chancen, allgemein durch eine Entlastung‌ von Aufgaben, bei denen Maschinen effizienter sind. Der Möglichkeiten gibt es erstaunlich viele, von der nicht mehr erforderlichen Tastatur bis hin zur Auswertung multimodaler Daten.


 Ein Bereich, in dem schon früh und umfassend für die KI geworben wurde, ist die Verarbeitung der enormen Mengen an Forschungsergebnissen‌, die in der Biomedizin anfallen. Jedes Jahr werden über zwei Millionen im Peer Review‌ geprüfte Artikel veröffentlicht – einer alle 30 Sekunden. Kein Mensch könnte all diese Informationen lesen, und das gilt erst recht für vielbeschäftigte Ärzte. Die Werbung für IBM‌ Watson‌ aus dem Jahr 2017, dass Ärzte mit diesem System täglich 5.000 Studien lesen könnten und trotzdem Zeit für Patientengespräche hätten, entbehrt nicht einer gewissen Komik. Weder Watson noch andere KI-Algorithmen haben bisher den Beweis dafür geliefert. Tatsächlich befasst sich Watson lediglich mit den kurzen Zusammenfassungen, die am Anfang der meisten Veröffentlichungen stehen. Und selbst diese Daten sind nicht strukturiert, sodass eine einfache Einspeisung der Texte nicht automatisch zu einer nützlichen Wissensdatenbank‌ führt.


 »Moment mal«, höre ich Sie einwerfen, »Watson hat doch Menschen in der Quizshow Jeopardy!‌ geschlagen. Da kann das System doch wohl cleverer sein als Ärzte und medizinische Fachliteratur ratzfatz verarbeiten.« Ich muss Sie enttäuschen: Watson war im Quiz so erfolgreich, weil dem System die gesamte Wikipedia eingespeist wurde – und daher stammen über 95 Prozent aller gestellten Fragen. Das Ziehen von Schlüssen aus biomedizinischer Literatur ist darüber hinaus nicht mit dem Erfassen von Wikipedia-Einträgen zu vergleichen. Beim »Lesen« wissenschaftlicher Abhandlungen muss ein Mensch dem Computer die Schlüsselworte und Erkenntnisse vorgeben. So leitet Andrew Su, ein Mitglied unserer Gruppe bei Scripps Research, das Projekt Mark2Cure. Das Projekt setzt auf Crowdsourcing‌: Menschen, die nicht aus der Forschergemeinde stammen, erledigen diese Aufgabe. Freiwillige (die wir Bürgerwissenschaftler nennen) durchsuchen die biomedizinische Fachliteratur und versehen sie mit Anmerkungen. Es geht hier um über 20 Millionen Artikel in der Forschungsdatenbank PubMed‌, die von den National Institutes of Health gepflegt wird. Bisher verfügt keine Software über die Fähigkeiten zur Verarbeitung natürlicher Sprache‌ (engl. Natural Language Processing, NLP), die hierfür unabdingbar sind. Aber es gibt Fortschritte. Irgendwann in den nächsten Jahren kann Watson vielleicht wirklich das, was die Werbung verspricht, und kann dann der Ärzteschaft dabei helfen, mit der für sie relevanten Fachliteratur Schritt zu halten – immer vorausgesetzt, diese wurde auf optimale Weise gefiltert und benutzerfreundlich aufbereitet.


 Bevor es elektronische Krankenakten‌ gab, konnten die Ärzte mit einem Blick auf die Dicke der Papierakte feststellen, wie komplex der Gesundheitszustand des Patienten war. Trotz der Verbreitung der elektronischen Krankenakte ist eine mehr oder weniger dicke Papierakte bei den meisten neuen Patienten oder denen, die eine zweite Meinung einholen, noch immer gang und gäbe, denn Zweitschriften der Unterlagen werden meist als Fax oder E-Mail übergeben, die letztlich einige zehn oder gar hunderte Seiten umfassen.


 Dabei sollte die digitale Aktenführung das Leben der Kliniker einfacher machen. Doch die verbreiteten Versionen der elektronischen Akten sind weder leicht zu sortieren noch zu durchsuchen. Und Ärzte haben es schwer, darin schnell die wichtigen Informationen zum nächsten Patienten zu finden. Schon die Tatsache, dass die Schulung für den Umgang mit elektronischen Krankenakten‌ über 20 Stunden dauert, zeigt, dass das Thema nicht trivial ist. Manchmal nimmt die Arbeit mit der Akte mehr Zeit in Anspruch als das eigentliche Patientengespräch. Doch schlimmer als die schlechte Suchfunktion ist die Unvollständigkeit. Wir wissen, dass es viel mehr Daten und Hintergrundinformationen gibt, als in der elektronischen Akte des Patienten zu finden sind. So gibt es Besuche bei anderen Anbietern im Gesundheitswesen, die darin fehlen. Es gibt frühere Krankheiten und Probleme aus der Kindheit oder aus Zeiten, in denen der Patient anderswo lebte. Es gibt Sensordaten wie Blutdruck, Herzschlag oder Glukosewerte, die nicht notiert werden. Es gibt Genomdaten, die Millionen von Menschen sich selbst beschafft haben, die den Weg in die Akte nicht finden. Und auch Inhalte aus Social Media wie Facebook bleiben ungesehen. Selbst, wenn Kliniker gut mit diesen elektronischen Akten arbeiten könnten, wäre das Bild noch immer sehr begrenzt und unvollständig.


 Die elektronische Krankenakte entzieht sich auch den KI-Werkzeugen. Wie bei der medizinischen Fachliteratur wäre es großartig, wenn eine KI alle Daten über einen Patienten erfassen und zusammenführen könnte. Doch dazu mangelt es den Akten an Struktur, Vollständigkeit, Ordentlichkeit und Kompaktheit. Bisher gibt es also noch keine Lösung dafür. Wenn sie irgendwann auf den Markt kommt, handelt es sich nicht nur um ein Mittel zur Verbesserung von Abläufen auf Seiten des Arztes, sondern auch um ein Werkzeug, das eine aussagekräftige und gründliche Beurteilung des Patienten ermöglicht. Und natürlich wird sie als Gesundheits- und Krankheitstagebuch unermesslich nützlich für jeden Menschen sein.


 Eine Sache, die Ärzte und Patienten gleichermaßen verabscheuen, ist die Tastatur (Abbildung 7.1). Das Tippen lenkt den Arzt ab, und der Patient langweilt sich. Der direkte Augenkontakt, die Berücksichtigung der Körpersprache und die Essenz der zwischenmenschlichen Kommunikation‌ gehen verloren: Der Patient weiß nicht, ob der Arzt echtes Verständnis und Mitgefühl für seine Lage hat. Und der Arzt, der seine Zeit mit dem Führen einer elektronischen Akte »verschwendet«, weiß genau, dass er abgelenkt ist, weniger gut zuhören und sich schlechter in den Patienten hineinfühlen kann. Dieses moderne, elektronische Ritual hat seinen Teil zum hohen Stand von Burn-out und Depressionen unter Ärzten beigetragen.
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Abb. 7.1: Fehlende Verbundenheit zwischen Arzt und Patient. (Quelle: nach »The Pharos«, The Pharos of Alpha Omega Alpha Honor Medical Society, Ausgabe Sommer, 78 (2015).)





 Als die elektronische Krankenakte aufkam, folgte kurz darauf das neue Berufsbild des menschlichen Schreibers oder Typisten, der die Tipparbeit übernahm, damit der Arzt sich wieder dem Patienten widmen konnte. ScribeAmerica ist aktuell das größte von mehr als 20 Unternehmen in den USA, die für Krankenhäuser und andere Anbieter im Gesundheitswesen transkribieren. 2016 waren über 20.000 Schreiber angestellt. Laut Schätzungen wächst der Bedarf bis zum Jahr 2020 auf mehr als 100.000. Damit kommt ein Schreiber auf sieben Ärzte.1 Viele Berichte stimmen darin überein, dass der Einsatz von Schreibern die Zufriedenheit von Patienten und Ärzten erhöht. Aber das kann nicht die endgültige Lösung sein. Eine hohe Zahl von Vollzeitangestellten führt zu erheblichen Kosten für die elektronischen Aktenführung wie Epic oder Cerner. Außerdem kann sich eine weitere, unbekannte Person im Raum auch negativ auf das vertrauliche Gespräch zwischen Patient und Arzt auswirken.


 Der Einzug des Computers in das Besprechungszimmer ist bisher der Hauptansatz zur Digitalisierung‌ des medizinischen Alltags – und viele halten dieses Experiment für gescheitert. Die mögliche Lösung ist aber ebenfalls eine Maschine ... In einer Welt der Sprachassistenten‌ wie Alexa ist es nur folgerichtig, die händische Eingabe auf den Prüfstand zu stellen. Sprechen ist so viel schneller. Das Eingeben von Daten in die komplizierte elektronische Krankenakte kostet einfach zu viel Zeit. Ein Beispiel: Will der Arzt Angaben zum Rauchverhalten eines Patienten machen und festhalten, dass dieser 20 Jahre lang täglich drei Päckchen geraucht und vor fünf Jahren mit dem Rauchen aufgehört hat, dauert das mehrere Minuten. Denselben Sachverhalt auszusprechen, ist in wenigen Sekunden erledigt.


 Das hört sich doch nach einem Heimspiel für eine KI an. Die Sprachverarbeitung‌ mittels KI übertrifft bereits die Leistung menschlicher Transkriptoren. Warum nicht einfach die Audiobestandteile des Gesprächs aufnehmen und vollständig transkribieren und dann als unstrukturierte Notiz zur Akte beifügen? Diese automatisiert erfasste Notiz könnte vom Patienten bearbeitet und anschließend vom Arzt und einem Machine-Learning-Algorithmus geprüft werden (ganz nach Vorlieben und Arbeitsweise des Arztes). Sobald gut fünfzig Notizen auf diese Weise verarbeitet worden wären, würde der Aufwand für die Prüfung vor der endgültigen Aufnahme in die Akte immer weiter abnehmen. Dadurch könnte die Verarbeitung natürlicher Sprache (NLP) die Aufgaben der menschlichen Typisten übernehmen, die Kosten senken und dafür sorgen, dass Patient und Arzt sich voll und ganz auf das Zwischenmenschliche konzentrieren können.


 Wenn die Patienten das Gespräch bearbeiten, löst dies auch einige verbreitete Probleme medizinischer Konsultationen und der elektronischen Krankenakte. Da der gesamte Termin mitgeschnitten und gegebenenfalls transkribiert würde, entstünde ein Gesprächsarchiv, in dem der Patient jederzeit nachlesen kann. Das wäre eine gewaltiger Vorteil, denn nicht alle Informationen aus der Begegnung bleiben im Gedächtnis, und manche werden auch nicht richtig verstanden. Wir wissen, dass 80 Prozent der Notizen durch Kopieren und Einfügen entstehen. Dabei werden natürlich auch Fehler zwischen Terminen und Ärzten kopiert.2 Häufig finden sich darin derzeit nicht eingenommene Medikamente (oder gar solche, die niemals verschrieben wurden) oder Krankheitsbilder, die nicht korrekt sind. Die Mitarbeit der Patienten selbst war bisher nicht erwünscht, könnte aber beim Aufräumen der Daten nützlich sein. Einige Ärzte haben Bedenken, dass es hierdurch zu neuen Ungenauigkeiten kommen könnte, aber im Vergleich zum aktuellen Stand der Dinge wäre die Bilanz noch immer positiv. Wir werden es bald wissen: An der Stanford University läuft bereits in Zusammenarbeit mit Google ein Pilotprojekt für den digitalen Schreiber mit Verarbeitung natürlicher Sprache‌ (zur Erfassung des Gesprächs) und Machine Learning (zur Synthetisierung der Mitschrift). Unternehmen wie Microsoft, Amazon, Google, Nuance und viele Start­ups wie Sopris Health, Orbita, CareVoice, Saykara, Augmedix, Sensely, Suki und Notable arbeiten aktiv an der Entwicklung von Algorithmen, mit denen diese Notizen erstellt werden können.3


 Die NLP-Aktennotiz mag sich dennoch als suboptimal erweisen. Neben der technischen Herausforderung (dem Transkribieren unstrukturierter Sprache in eine knappe und dennoch vollständige Notiz) gibt es noch weitere Hürden. So gehen dabei zum Beispiel alle nonverbalen Teile der Kommunikation verloren. Und das Wissen, dass das gesamte Gespräch aufgenommen und archiviert und seine Essenz in der Akte landet, könnte den informellen und freien Gedankenaustausch beeinflussen. Trotz der Ungewissheit hinsichtlich der späteren Akzeptanz wird dieser Einsatz der KI vorangetrieben.


 Es gibt weitere Aspekte bei einem Arztbesuch, die gut für das Machine Learning geeignet sind. Künstliche Intelligenz bildet bereits das Fundament der sogenannten CDSS (Clinical Decision Support Systems‌, deutsch etwa Systeme zur klinischen Entscheidungsfindung oder klinische Entscheidungsunterstützungssysteme) Diese Algorithmen werden seit Jahrzehnten eingesetzt und verfeinert. Ihr Zweck ist es, die Arbeit der Ärzteschaft zu erleichtern und die Qualität der Versorgung zu verbessern. Einsatzgebiete sind die Darstellung der Patientendaten, die Empfehlung von Diagnosen, Laboruntersuchungen und Aufnahmen, die Empfehlung von Impfungen, der Hinweis auf Medikamentenallergien und Wechselwirkungen und die Vermeidung möglicher Fehler bei der Medikation. Bisher sind sie ihr Geld nicht wirklich wert: Eine systematische Untersuchung von 28 randomisierten Studien von CDSS‌ zeigte keinen Überlebensvorteil, sondern lediglich einen geringen Vorteil beim Verhindern der Morbidität.4 CDSS wird häufig vorgeworfen, den Arbeitsablauf durch zu viele Hinweise und Warnungen zu behindern. Darüber hinaus sind die heute verfügbaren Systeme im Vergleich mit jüngeren Fortschritten in der KI geradezu primitiv. Ein großer Schritt nach vorn wäre gemacht, wenn man die gesamte medizinische Literatur in ein CDSS einspeisen könnte. Auch wenn das derzeit nicht möglich ist, wird es irgendwann so weit sein. Damit steht dann eine riesige Wissensdatenbank‌ zur individuellen medizinischen Versorgung des Patienten zur Verfügung, auf deren Basis Diagnosen leichter gestellt und optimale Behandlungsempfehlungen‌ gegeben werden können. Das dürfte deutlich besser als der Status quo sein, denn heute schlagen Ärzte häufig bei Google und weniger häufig (aufgrund der Zugangskosten) bei UpToDate nach, einer Software, die medizinische Befunde sammelt und in die CDSS einiger Anbieter eingebunden ist.


 Eine Erfassung und Verfügbarkeit biomedizinischer Forschungsergebnisse‌ in Echtzeit wäre zwar nützlich, ist aber nicht das Ziel. Ralph Horwitz und seine Kollegen zitierten in From Evidence Based Medicine to Medicine Based Evidence (Von der evidenzbasierten Medizin zur medizinbasierten Evidenz) den hervorragenden englischen Epidemiologen Austin Bradford Hill zu der Frage, was die Forschung den Ärzten nicht bietet: »Sie verrät dem Arzt nicht, was er wissen will«, so Hill. »Sie mag zweifelsfrei zeigen, dass Behandlung A im Schnitt besser ist als Behandlung B. Doch andererseits beantwortet diese Erkenntnis nicht die Frage des behandelnden Arztes: Was ist die wahrscheinlichste Folge, wenn ich einem bestimmten Patienten dieses Medikament verschreibe?«5


 Um die beste Entscheidung (im Interesse des Patienten) zu treffen, müssten Ärzte und KI-Systeme alle Daten dieser Person berücksichtigen: biologische, physiologische, soziale, Verhaltens- und Umweltaspekte. Die Gesamteffekte einer großen Kohortenstudie sind dabei wenig hilfreich. Beispielsweise zeigt eine umfassende randomisierte Studie zum Einsatz von Statine‌n, dass bei 100 Personen, die Statine einnehmen, zwei oder drei von weniger Herzinfarkt‌en profitieren. Der Rest nimmt das Medikament ohne klinischen Nutzen – von besseren Laborergebnissen beim Cholesterin‌ einmal abgesehen. Seit Jahrzehnten kennen wir die klinischen Faktoren, die das Risiko für Herzkrankheiten bilden, darunter Rauchen und Diabetes. Und heute können wir genetische Daten mit einer Risikobewertung aus kostengünstigen Gen-Arrays einbinden (Daten, die man für 50 bis 100 Dollar bei Unternehmen wie 23andMe oder AncestryDNA bestellen kann). Diese Bewertung ist unabhängig von den klinischen Risikofaktoren und ergänzt diese. Sie sagt die Wahrscheinlichkeit einer Herzkrankheit voraus und zeigt somit an, ob die Statingabe dieser Person nützt. Ähnliche genetische Risikobewertungen‌ werden heute für eine Vielzahl von Krankheitsbildern validiert, darunter Brustkrebs, Prostatakrebs, Vorhofflimmern, Diabetes und Alzheimer.


 Eine tiefgreifende Analyse der Daten mit cleveren KI-Tools würde auch die Auswertung der Labordaten der Einzelperson umfassen. Heute werden individuelle Laborwerte‌ mit denen einer großen Bevölkerungsgruppe verglichen, eine Art vereinfachtes Verfahren, um festzustellen, ob ein bestimmter Wert im »Normalbereich‌« liegt. Das zeigt, wie sehr die Medizin dem Bild des durchschnittlichen Patienten verhaftet ist, den es aber nicht gibt. Beispielsweise werden bei Labortests weder Abstammung‌ noch ethnische Eigenheiten berücksichtigt, obwohl wir wissen, dass wesentliche Werte wie Hämoglobin A1c (zur Überwachung von Diabetes) oder Serumkreatinin (zur Überwachung der Nierenfunktion) sich bei Menschen afrikanischer Abstammung stark von denen mit europäischen Wurzeln unterscheiden.6 Hinzu kommt, dass sich im sogenannten Normalbereich viele Informationen verbergen. Nehmen wir einen männlichen Patienten, dessen Hämoglobin in den letzten fünf Jahren stetig von 15,9 auf 13,2 g/dl gesunken ist. Ausgangs- und Endwert liegen im Normalbereich. Diese Veränderung würde also in Laboruntersuchungen nicht besonders markiert werden, und nicht jeder Arzt würde sich diesen langen Zeitraum ansehen. Doch dieser Rückgang kann ein frühes Anzeichen einer schleichenden Erkrankung sein – zum Beispiel für eine okkulte Blutung oder Krebs. Wir sind, was die Datenauswertung betrifft, in einer binären Welt gefangen; es gibt für uns nur noch normal und anormal. Die feinen Unterschiede und die Entwicklung der Werte über einen längeren Zeitraum beachten wir nicht, obwohl sie wichtige Informationen liefern. Genau hier kann ein Deep-Learning-Algorithmus, der alle Daten eines Patienten nahtlos einbezieht, eine wesentliche Rolle spielen und Ärzte auf wichtige Punkte hinweisen. Das wäre dann kein CDSS mehr, sondern etwas, das ich als AIMS bezeichnen möchte, Augmented Individualized Medical Support‌ (System zur Unterstützung der individualisierten Medizin).


 Bisher haben wir uns angesehen, ob die KI allgemein von Bedeutung für Ärzte und Kliniker ist. Jetzt möchte ich einige Fachbereiche in den Fokus rücken, für die es bereits KI-Initiativen oder -Ergebnisse gibt, und den Fortschritt darin bewerten. Noch werden diese KI-Initiativen nicht in der Alltagspraxis eingesetzt, aber wir können daran gut feststellen, in welche Richtung wir uns bewegen.


 Augenärzte


 Ich habe bereits gezeigt, dass die KI insbesondere in der Radiologie und Pathologie frühe und schnelle Fortschritte gemacht hat. Interessant sind aber auch die außergewöhnlichen Fortschritte in der jüngeren Vergangenheit bei der KI-gestützten Diagnose von Augenerkrankungen‌. Ich könnte mir gut vorstellen, dass dieses Feld letztlich zeigen wird, was mit KI möglich ist.


 Weltweit ist die diabetische Retinopathie Hauptursache für den Sehverlust; über 100 Millionen Menschen sind davon betroffen. Man geht davon aus, dass in den USA nahezu 30 Prozent der Diabetespatienten darunter leiden.7 Weil die diabetische Retinopathie ein gewaltiges Volksleiden ist, wird zur Früherkennung‌ geraten. Doch trotz wirkungsvoller Behandlungsmöglichkeiten, die den Fortgang der Erkrankung verzögern und Blindheit‌ verhindern können, ist die Beteiligung an den Screenings sehr gering.


 Würden sämtliche Personen mit Diabetes‌ an der empfohlenen Untersuchung teilnehmen, gäbe es über 30 Millionen Netzhautaufnahmen‌ pro Jahr, die auszuwerten wären.8 Das klingt ganz nach einer Aufgabe für Deep-Learning-Methoden. Ein Team unter der Leitung von Google-Forschern hat einen Algorithmus entwickelt, der automatisch eine diabetische Retinopathie‌‌ und ein diabetisches Makulaödem‌‌ erkennen kann.9 Über das dabei verwendete Convolutional Neural Network‌ gibt es abgesehen von einem Verweis auf einen Artikel von Christian Szegedy und seinen Kollegen bei Google und die Inception-v2-Architektur kaum technische Informationen.10 Wir wissen allerdings, dass für das Training 128.175 Netzhautabbildungen und für die Validierung zwei Bildersammlungen mit 9.963 bzw. 1.748 Aufnahmen von mehr als 75.000 Patienten eingesetzt wurden. Die Netzhautaufnahmen wurden außerdem von über 60 geprüften Fachärzten für Augenheilkunde beurteilt, die zum Teil Tausende von Aufnahmen ausgewertet hatten (Medianwert-Spannweite zwischen 1.745 und 8.906). Die entwickelte Software wies mit 87 bis 90 Prozent eine eindrucksvolle Sensitivität und eine Spezifität von 98 Prozent auf.11 Google hat nicht das einzige Team zur Entwicklung eines Deep-Learning-Algorithmus‌ für diabetische Retinopathie ins Rennen geschickt. So meldet IBM für 35.000 Netzhautaufnahmen eine Klassifikationsrate von 86 Prozent.12 Sogar die sechzehnjährige Kavya Kopparapu hat auf der Basis von Microsofts ResNet-50 und Trainingsdaten aus 34.000 Aufnahmen des National Eye Institute einen Algorithmus entwickelt. Das Team um sie und ihren Bruder gründete das Unternehmen Eyeagnosis und entwickelte einen 3D-gedruckten Linsenaufsatz für Smartphone‌s, damit der Algorithmus an jedem Ort zum Diagnostizieren von diabetischer Retinopathie eingesetzt werden kann.13


 Bei diesen anspornenden Ergebnissen müssen wir bedenken, dass Diabetiker mit Retinopathie im Regelfall eine schwächere Pupillenweitstellung und stärkere Linsentrübungen aufweisen – beide Faktoren könnten geeignete Bilder für den Algorithmus verschleiern. Außerdem hängen die Ergebnisse davon ab, wer die Netzhautkamera‌ bedient, denn neben Augenärzten kommen auch Augenoptiker‌ und andere Kliniker in Frage. Das ist auch Thema der ersten prospektiven klinischen Studie über Künstliche Intelligenz in der Medizin. Eine Ausgründung der Abteilung für Augenheilkunde der University of Iowa namens IDx entwickelte einen Deep-Learning-Algorithmus, der mithilfe einer Topcon-Netzhautkamera nach Anzeichen für eine diabetische Retinopathie sucht. An zehn Standorten in den USA unterzogen sich 900 Diabetespatienten einer Augenuntersuchung mit dem IDx-Algorithmus in Hausarztpraxen. Die Aufnahmen wurden direkt zur Analyse in die Cloud geladen; wenige Minuten später standen die Ergebnisse zur Verfügung. Die Klassifikationsrate für diabetische Retinopathie war mit einer Sensitivität von 87 Prozent und einer Spezifität von 90 Prozent hoch.14 Diese prospektive Studie als erste klinische Studie ihrer Art war bei weitem nicht so exakt wie retrospektive Berichte (verglichen mit einer AUC‌ von 0,99 für zwei ähnliche Datenmengen und unterschiedliche Algorithmen). 2018 erhielt IDx den Segen der FDA‌. Mit einer rasanten Verbreitung ist schon aufgrund des über 20.000 Dollar teuren IDx-Systems nicht zu rechnen, dennoch weist die Technologie den Weg zur genauen Maschinendiagnostik dieser Erkrankung ohne Einbindung eines Augenarztes. Diese Überzeugung haben mein Kollege Pearse Keane und ich auch im Editorial dieses wichtigen Berichts zum Ausdruck gebracht.15


 Die andere Hauptursache für Erblindung ist die altersbedingte Makuladegeneration‌‌ (AMD). Wie bei der diabetischen Retinopathie ist es bei rechtzeitiger Behandlung häufig möglich, die Krankheit zu verhindern oder zumindest hinauszuzögern. 2018 besuchte ich die Moorfields-Augenklinik‌ in London; sie gehört zu den höchst angesehenen Augenkliniken weltweit. Pearse Keane, ein Pionier der Augenheilkunde, praktiziert dort und führte eine optische Kohärenztomografie (kurz OCT) meiner Augen durch (Abbildung 7.2). OCT-Aufnahmen‌ sind keine Frontalaufnahmen des Augenhintergrunds wie in den Studien zur diabetischen Retinopathie, sondern Querschnitte des Netzhautgewebes. Das klingt hochmodern, aber im Grund legt man dafür nur den Kopf auf eine Vorrichtung, die dann die Netzhaut der Augen nacheinander mit einem Lichtstrahl abtastet. Die Aufnahme war nach weniger als einer Minute fertig. Keane hat gemeinsam mit DeepMind AI einen Deep-Learning-Algorithmus geschaffen, der die Auswertung der insgesamt mehr als eine Million hochauflösenden, dreidimensionalen OCT-Aufnahmen, die jedes Jahr in Moorfields erstellt werden, unterstützt. Der Algorithmus‌ kann die meisten Netzhauterkrankungen‌ schon vor dem Auftreten der ersten Symptome genau diagnostizieren , darunter auch die altersbedingte Makuladegeneration. In einer von Moorfields und DeepMind durchgeführten Studie mit über 14.000 OCT-Aufnahmen stellte sich die automatisierte OCT-Befundung als mindestens so genau wie die von Netzhautspezialisten heraus was Analyse und Behandlungsempfehlungen von mehr als fünfzig Augenkrankheiten betrifft. Dazu gehören grüner Star‌, diabetische Retinopathie und die altersbedingte Makuladegeneration.16 Es gab nicht einen Fall, in dem der Algorithmus bei einem Patienten mit ernsthafter Erkrankung von einer Behandlung abriet. Die AUC des Algorithmus für Fehlalarme beträgt 0,992 Prozent. Die Kliniker stimmten hingegen nur bei 65 Prozent der Behandlungsempfehlungen‌ überein. Keane ist der Meinung, dass die OCT Teil jeder Augenuntersuchung sein sollte. Das ist in der Vereinigten Staaten heute nicht der Fall, aber der Algorithmus wird momentan im Rahmen einer von Keane geleiteten klinischen Studie einer prospektiven Validierung unterzogen. Wer weiß, vielleicht ist das Verfahren schon bald Standard. Was die Genauigkeit dringender Behandlungsempfehlungen betrifft, dürfte sich diese durch den Einsatz des von ihm und seinem Team entwickelten tiefen neuronalen Netzes deutlich steigern.


 Auch ein an der UCSD von einem Team um Kang Zhang anhand von knapp 110.000 Aufnahmen entwickelter Algorithmus zur OCT-Interpretation schnitt im Vergleich zu Augenärzten bei der zutreffenden Diagnose von AMD besser ab.17 Zhang und andere arbeiten an einem Smartphone-Aufsatz für Aufnahmen, die denen der speziellen OCT-Vorrichtungen ähneln.


 Neuronale Netze‌ können anhand von Netzhautaufnahmen aber viel mehr tun, als nur AMD zu diagnostizieren. Wie eine Google-Studie mit über 300.000 Patienten gezeigt hat, lassen sich anhand der Netzhautaufnahmen Aussagen zu Alter, Geschlecht und Blutdruck des Patienten, ob er raucht oder nicht, ob er an Diabetes‌ leidet (mittels Hämoglobin A1c) und ob er zur Risikogruppe für kardiovaskuläre Ereignisse gehört, treffen – ohne jede Kenntnis klinischer Faktoren (Abbildung 7.2).18 
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Abb. 7.2: Aufnahmen der Netzhaut‌. (A) Meine in der Moorfields-Augenklinik durchgeführte optische Kohärenztomografie (OCT). (B) Netzhautaufnahmen und vorhergesagte Metriken. (Quelle: nach R. Poplin et al., »Prediction of Cardiovascular Risk Factors from Retinal Fundus Photographs via Deep Learning«, Nature Biomedical Engineering (2018): 2, 158–164.)





 Die Genauigkeit der Prognose war bei Alter und Geschlecht recht gut, bei Raucherstatus, Blutdruck und nachteiligen Folgeerkrankungen immerhin moderat. Die Studie zeigt das Potenzial und die erhebliche Rolle, die die Augen als Fenster zum Körper spielen, wenn es um eine Untersuchung und Überwachung von Patienten geht. Wenn sich derartige Ansätze prospektiv validieren lassen, sind regelmäßige Eigenuntersuchungen der Netzhaut mit dem Smartphone künftig vielleicht gang und gäbe. Dabei könnten Blutdruck‌ und Diabetes sowie andere Folgen und natürlich eine frühzeitige Diagnose und Überwachung von AMD, diabetischer Retinopathie, grünem Star und Linsentrübungen, vielleicht sogar frühe Anzeichen von Alzheimer, einbezogen werden.19 Und wer weiß, vielleicht wird damit sogar der Gang zum Augenarzt für die Refraktion vor einer neuen Brille überflüssig. Da die meisten Menschen nicht gerne Augentropfen zum Erweitern der Pupillen nehmen, steht es um die mögliche Beliebtheit von Eigenuntersuchungen mit dem Smartphone aber vielleicht doch nicht so gut? Allerdings gibt es andere Möglichkeiten, die zum Beispiel auf Infrarotlicht setzen. Die Kombination aus kostengünstigen und einfachen (nicht invasiven) Aufnahmen mit umfangreichen Daten mag irgendwann den Wandel einläuten.


 Auch das Sehvermögen‌ von Kindern lässt sich mit KI verbessern. Eine Anwendung widmet sich einer anspruchsvollen Diagnose, der Frühgeborenenretinopathie‌. Davon sind etwa zwei Drittel der Frühchen mit einem Geburtsgewicht unter 1.250 Gramm betroffen. Die Erkrankung wird häufig übersehen, da Neu- und Frühgeborenenmediziner nur selten Kinderaugenärzte sind, die diese wichtige Diagnose im Normalfall stellen. Außerdem ist die Untersuchung auf der Neugeborenen-Intensivstation subjektiv und suboptimal. Hier müssen wir uns unbedingt verbessern, denn die Frühgeborenenretinopathie ist eine der führenden Ursachen für die Erblindung in der Kindheit. Gleichzeitig ist sie behandelbar. Deep Learning hat sich als außergewöhnlich genau erwiesen und in einer großen retrospektiven Studie mit 6.000 Aufnahmen ebenso gut oder besser als Fachärzte für Frühgeborenenretinopathie abgeschnitten.20


 Eine andere Kinderkrankheit, bei der KI helfen kann, sind angeborene Katarakte‌‌, die üblicherweise in spezialisierten Zentren erkannt und behandelt werden.21 Angeborene Katarakte sind sehr viel komplexer als der übliche Altersstar (auch grauer Star genannt), wenn es darum geht, Aufnahmen der Augenlinse zu klassifizieren, eine korrekte Diagnose zu stellen und die beste Entscheidung hinsichtlich einer Operation zu treffen. Wie bei der Diagnose von diabetischer Retinopathie variieren die Intensität der Beleuchtung, der Winkel und die Bildauflösung je nach Instrument und Arzt. Das macht die Diagnostik‌ nicht einfach. Eine chinesische Studie trainierte ein Deep-Learning-Netz namens CC-Cruiser mithilfe von Aufnahmen, die von 886 Patienten stammten und zuvor von Augenärzten gelabelt wurden. Anhand von 410 Aufnahmen von Kinderaugen mit angeborenen Katarakten und 476 Aufnahmen normaler Augen wurde ein siebenschichtiges CNN auf Basis von ImageNet zur Analyse von 4.096 Merkmalen eingesetzt. Das neuronale Netz erkannte in einer in mehreren Krankenhäusern in China durchgeführten Studie prospektiv alle bis auf einen der 57 Patienten mit dieser seltenen Erkrankung und gab Behandlungsempfehlungen. Ähnliche Ergebnisse wurden auch bei einer weiteren kollaborativen Cloud- und-Internet-Studie erzielt. Damit wurde die Annahme gestützt, der Algorithmus würde vergleichbar mit Fachärzten für Augenheilkunde abschneiden. Generell betrachtet sind die Implikationen, die sich aus derart wegweisenden Bemühungen zu seltenen Krankheiten ergeben, bemerkenswert, denn sie verdeutlichen das Potenzial der Deep-Learning-Algorithmen außerhalb spezialisierter Zentren. Neben einem besseren Zugang wäre eine globale Datensammlung außerdem überaus nützlich bei der Optimierung künftiger KI-Algorithmen‌ für angeborene Katarakte.





 Herzspezialisten


 Es gibt viele Arten von Herzspezialisten‌, darunter allgemeine Kardiologen‌, Herzchirurgen‌ (scherzhaft auch als »Klempner« bezeichnet, weil sie die Arterien frei machen), Elektrophysiologen (praktisch die Elektriker, denn sie behandeln Herzrhythmusstörungen), Bildspezialisten‌ (den Radiologen ähnlich) und Fachärzte für Herzversagen. Sie alle nehmen unterschiedliche Aufgaben wahr, aber es gibt zwei grundlegende Technologien, die überall zum Einsatz kommen, nämlich die Elektrokardiografie‌ (EKG‌) und Echokardiografie‌ (Echo).


 EKGs werden schon seit Jahrzehnten von Maschinen ausgewertet. Von den zwölf Kanälen eines EKGs überwachen sechs die unterschiedlichen Vektoren der elektrischen Herzaktivität (normalerweise anhand von an den vier Extremitäten angebrachten Elektroden), und sechs sind direkt an standardisierten Stellen des Brustkorbs angebracht. Schon in den 1970ern wurden automatisierte Systeme zur EKG-Auswertung eingesetzt. In den 1980ern waren diese zum Standard geworden, ein großer Meilenstein und wohl der erste weitverbreitete Einsatz von KI im Ärztealltag. Allerdings war es bei moderner Betrachtungsweise keine KI. Der Begriff war unter Medizinern damals noch unbekannt, es war lediglich von »computergestützten« Verfahren die Rede.


 Während meiner Facharztausbildung an der UCSF 1981 fand man mich täglich im Büro von Melvin Scheinman, dem leitenden Elektrophysiologen. Meine Aufgabe bestand darin, 40 oder 50 EKGs zu bearbeiten, die in einem Briefkorb auf mich warteten. Auf jedem EKG gab es eine Computerdiagnose. Ich sollte das EKG bewerten, ohne diese Diagnose zu lesen, aber es war wirklich schwierig, diesem Text keine Aufmerksamkeit zu schenken. Natürlich war es besonders schön, Fehler zu finden – und davon gab es nicht wenige. Das ist auch heute noch der Fall, denn die KI-Algorithmen für die EKG-Analyse‌ sind nicht gerade clever. Sie lernen nicht dazu. Es handelt sich vielmehr um Heuristiken, die anhand von starren Regeln zwischen Mustern unterscheiden. 1991 wurden EKG-Algorithmen in einer großen internationalen Studie auf den Prüfstand gestellt. Die Klassifikationsrate‌ betrug insgesamt 69 Prozent.22 Dieselben Algorithmen gehören noch heute zum Standardinventar an amerikanischen Krankenhäusern.


 Es ist schon überraschend, wie wenig an modernen KI-Tools‌ zur genaueren EKG-Auswertung gearbeitet wird. Ein 1997 vorgestellte neuronales Netz zur Diagnose von Herzinfarkt‌en verfügte über eine Eingabeschicht, eine verdeckte Schicht mit 15 Neuronen und eine Ausgabeschicht.23 Durch Hinzufügen weiterer Neuronen in der einen verdeckten Schicht konnte die Korrektklassifikationsrate‌ gesteigert werden.24 Aber eine Schicht ist kein tiefes Netz. Wie die Vorgänger zur Auswertung von 12-Kanal-EKGs war auch dieses Netz regelbasiert. Unter dem Strich wurden in den vergangenen vier Jahrzehnten Jahr für Jahr über 300 Millionen EKGs angefertigt, sodass die regelbasierten Algorithmen zig Milliarden EKGs bewertet haben müssen. Dieselben Algorithmen werden auch zur Analyse mehrerer 12-Kanal-EKGs verwendet, die bei Belastungstests auf dem Laufband gewonnen werden. Es sieht so aus, als ob die an der EKG-Erstellung beteiligten Unternehmen zumindest bisher keine Motivation fanden, die Genauigkeit der Maschinen zu erhöhen, sodass trotz der langjährigen Nutzung dieser KI-Variante der Mensch die Nase noch immer deutlich vorn hat. Genau darum analysiere ich gerne EKGs mit meinen Studenten, denn sie zeigen gut, dass man niemals einer Maschine blind vertrauen darf.


 Seit kurzer Zeit gibt es einen DNN-Algorithmus‌, der Herzinfarkte anhand eines 12-Kanal-EKG‌s recht gut erkennen kann (Sensitivität von 93 Prozent, Spezifität von 90 Prozent). Vielleicht haben wir das Plateau regelbasierter Auswertung schon bald überwunden.25 Im Gegensatz zum 12-Kanal-EKG wurden bei der Diagnose des Herzrhythmus mit nur einem Kanal dank moderner Deep-Learning-Ansätze Fortschritte gemacht. Das ist zum Teil der besseren Technologie geschuldet, die eine kontinuierliche Aufzeichnung des Herzrhythmus ermöglicht. Den Standard bildet das 1949 von Norman Holter erfundene Langzeit-EKG‌ – obwohl dafür mehrere verkabelte Elektroden angebracht werden müssen. Ich habe in diesem Buch bereits den iRhythm Zio‌ beschrieben, eine Art Pflaster, das zur Untersuchung des Herzrhythmus per Post an den Patienten geschickt wird. Es wird auf dem Brustkorb angebracht und zeichnet einkanalig alle Herzschläge über einen Zeitraum von zehn bis vierzehn Tagen auf. Dabei behindert es weder bei sportlichen Aktivitäten noch beim Duschen. Der technologische Fortschritt führte bei iRhythm zu einer Datensammlung, die fünfhundert Mal größer als alle zuvor untersuchten Daten zur Herzrhythmusbestimmung war. An der Stanford University setzte ein Team um Andrew Ng ein CNN mit 34 Schichten für die Analyse von 64.121 jeweils 30 Sekunden langen EKG-Ausdrucken von 29.163 Patienten ein. Als Ausgangsbasis (Ground Truths‌) dienten die Bewertungen von geprüften EKG-Fachleuten.26 Anschließend wurden 336 EKG-Datensätze von 328 Patienten verwendet, um den Algorithmus mit den Ergebnissen von sechs geprüften Kardiologen zu vergleichen (und drei weiteren für Ground Truth Labels). Insgesamt wurden zwölf unterschiedliche anormale Rhythmen diagnostiziert, darunter Vorhofflimmern und Blockbilder sowie der normale Sinusrhythmus (unser angeborener Schrittmacher). In dieser retrospektiven Studie schnitt der Algorithmus bei den meisten Arrhythmien besser als die sechs Kardiologen ab. Doch Mensch und Maschine machten auch Fehler: zusammen lagen die positiven Vorhersagewerte im Bereich von 70 bis 80 Prozent.


 Speziell die Diagnose von Vorhofflimmern‌ ist wichtig, denn es handelt sich um eine häufige Erkrankung. Das Risiko während der gesamten Lebensdauer beträgt für die allgemeine Bevölkerung etwa 30 Prozent. Häufig tritt es ohne Symptome auf, und es bringt ein großes Risiko für Schlaganfälle mit sich. Ende 2017 genehmigte die US-Arzneimittelzulassungsbehörde FDA‌ ein von AliveCor‌ entwickeltes System aus einem am Arm getragenen Sensor und einem Deep-Learning-Algorithmus zur Diagnose von Vorhofflimmern. Der 1-Kanal-Sensor überwacht beim Tragen ständig die Herzfrequenz und verbindet sich mit der Apple Watch. Der Träger kann jederzeit ein 30 Sekunden langes EKG erstellen, indem er seinen Daumen auf das Armband legt. Das EKG wird von einem Algorithmus analysiert. AliveCor setzt zusätzlich auf Beschleunigungsmesser, die das Bewegungsprofil des Menschen überwachen, um Herzrhythmusstörungen zu erkennen, indem die Herzfrequenz zum Aktivitätsniveau in Bezug gesetzt wird. Ein neuronales Netz für unüberwachtes Lernen wird im 5-Sekunden-Takt ausgeführt und gibt eine Voraussage zur Relation von Herzfrequenz und physischer Aktivität ab. Ein nicht lineares Muster deutet auf einen Widerspruch hin, sodass der Träger aufgefordert wird, ein EKG genau in dem Zeitfenster zu erstellen, in dem eine mögliche Arrhythmie‌ auftritt. Anders als andere von mir bisher untersuchte Technologien ist dieses Hilfsmittel für den Patienten gedacht, nicht für den Arzt. Es ermöglicht die Aufzeichnung der Aktivitäten in der echten Welt abseits der Arztpraxis. Und die aufgezeichneten und archivierten EKGs können problemlos an einen Herzspezialisten oder anderen Arzt übermittelt werden, und dort bei der Diagnose helfen.


 Zeitliche Abstände zwischen der EKG-Erstellung und der widersprüchlichen Relation von Herzfrequenz und körperlicher Aktivität könnten ein Grund für Probleme ähnlicher Technologien sein. Auch das Unternehmen Cardiogram arbeitet an einer Smartwatch zur Herzrhythmusdiagnose. Über 6.000 Personen haben eine Apple-Smartwatch mit dem Deep-Heart-Machine-Learning-Algorithmus‌ in Form der App des Unternehmens über einen durchschnittlichen Zeitraum von knapp neun Wochen getragen. Allerdings war die Genauigkeit für die Erkennung von Vorhofflimmern mit 67 Prozent Sensitivität und Spezifität recht gering.27


 Die Echokardiografie‌ als weitere Basistechnologie in der Kardiologie dient zur Untersuchung der Struktur und Funktion des Herzens. Die Bewegung des Herzens und eine exakte Definition der wesentlichen Strukturen in Ultraschallwellen wie dem Endokard – der innersten Herzschicht – machen eine vollständige und automatisierte Schichterkennung sehr schwierig, aber es gibt dennoch Anstrengungen, KI-Tools zur Verarbeitung von echokardiografischen Untersuchungen zu entwickeln, beispielsweise an der UC Berkeley und bei Ultromics, einer Ausgründung der englischen Universität Oxford.28 Das Team aus Berkeley hat das erste tiefe neuronale Netz für die Echokardiografie vorgestellt und die Interpretation der Maschine mit der Arbeit geprüfter Kardiologen der UCSF verglichen. Zwar war die retrospektive Studie mit wenigen Hundert Aufnahmen recht klein, aber die Korrektklassifikationsrate dafür sehr gut: Der Algorithmus erkannte über 90 Prozent von dem, was die Kardiologen feststellten.29 Ultromics befasst sich in erster Linie mit der Auswertung von Stressechoaufnahmen, die sich auf den Vergleich des Echokardiogramms in der Ausgangsbasis (vor der Belastung) mit dem bei Spitzenbelastung beziehen. Das Unternehmen meldet auf seiner Website eine Klassifikationsrate‌ von über 90 Prozent bei der Diagnose koronarer Herzkrankheit, aber die Daten wurden nicht veröffentlicht.30 Das Unternehmen Butterfly Network nutzt Smartphone‌-Ultraschallzubehör und eine KI, um die Position des Sensors zu erkennen und Bilder zu erstellen. Ein Deep-Learning-Algorithmus gibt dann Empfehlungen zum Anpassen der Sensorposition. Da Ultraschalluntersuchungen‌ eine zentrale Rolle bei der Herzdiagnose und bei der Behandlung spielen, muss die automatisierte KI-Interpretation deutlich vorangetrieben werden. Eine schnelle und exakte maschinelle Analyse wäre von großem Vorteil für die vielen, nicht in Echokardiografie ausgebildeten Ärzte. Das gilt besonders in Regionen unserer Erde, in denen es keine Fachärzte hierfür gibt.


 Es gibt noch weitere Bereiche in der Kardiologie, die Aufmerksamkeit verdienen. Beispielsweise widmen Arterys und Nvidia sich Algorithmen für Herz-MRTs‌. Damit lassen sich die Auswertung der Aufnahmen und die Genauigkeit steigern.31 Im Gegensatz zu EKGs und Ultraschall ist die Magnetresonanztomografie‌ jedoch im Klinikalltag nicht allgegenwärtig. Neben bildgebenden Verfahren wurden auch elektronische Krankenakten zur Untersuchung von mittels Maschinen-Algorithmen zur Einstufung des Risikos von Herzkrankheiten herangezogen. Forscher aus Nottingham verwendeten die Daten aus nahezu 380.000 Krankenakten, unterteilt in eine Trainingskohorte mit über 295.000 Personen und weitere 83.000 Personen zur Validierung.32 Vier verschiedene Algorithmen, darunter ein neuronales Netz, schnitten bei der Risikoprognose über zehn Jahre besser ab als der weithin genutzte Standard des American College of Cardiology und der American Heart Association. Die Berücksichtigung der sozioökonomischen Klasse und Ethnie durch die Machine-Learning-Algorithmen ist zum Teil für den deutlichen Vorsprung verantwortlich. Anstelle der klassischen Framingham-Risikofaktoren‌, die mehrere Jahrzehnte zur Prognose von Herzkrankheiten verwendet wurden, setzte ein Team der Boston University auf einen Algorithmus zur Verarbeitung der Daten aus elektronischen Krankenakten und erzielte damit eine Klassifikationsrate von 80 Prozent – bei der Framingham-Studie ist das Ergebnis mit 56 Prozent kaum besser als ein Münzwurf.33





 Onkologen‌


 Als IBM‌ Watson‌ das Gesundheitswesen ins Auge fasste, führte logischerweise die Krebsmedizin die Wunschliste an. Bei der Vielzahl der Möglichkeiten zur Definition von Krebs, gibt es wohl kein anderes Fachgebiet, für das so viele Daten zur Verfügung stehen und in dem umfassende Datensammlungen‌ modernste Diagnose- und Behandlungsverfahren stützen. Wir wissen, dass Krebs‌ bei jeder Einzelperson einzigartig ist und vielschichtig charakterisiert werden kann. Dazu gehört die Sequenzierung der nativen DNS der Person, der DNS des Tumors, der RNS des Tumors, der im Plasma zirkulierenden Tumor-DNS (die sogenannte Liquid Biopsy, zu Deutsch »Flüssigbiopsie«) für eine Charakterisierung des Status des Immunsystems von Tumor und Patient sowie gegebenenfalls das Züchten von Krebszellen‌ in einer Petrischale, um die Reaktion des sogenannten organoiden Körpers auf unterschiedliche Medikamente zu überprüfen. Neu hinzugekommen ist die Analyse lebender Krebszellen, die mithilfe von Mikrofluiden bei Patienten mit Brust- oder Prostatakrebs isoliert und mittels maschinellen Sehens auf das postoperative Risiko hin untersucht werden.34 Das stellt ein neues Niveau in der Krebsuntersuchung dar, in der es bisher um in Formalin fixierte Gewebeproben ging (die ganz gewiss als »tot« betrachtet werden können). Viele dieser biologischen Datenschichten können oder sollten in Reihe untersucht werden: während der Behandlung, während der Beobachtung oder bei einem Rückfall. Nimmt man noch die Bilddaten hinzu, liegen schnell viele Terabytes an Daten zum Patienten und seinem Krebsverlauf vor. Big Data‌ betrifft nicht nur den einzelnen Patienten, sondern auch die mehr als 15 Millionen Amerikaner, die mit Krebs leben: Daten zu Demografie, Behandlung und Resultaten.35 Es wird weithin erwartet, dass eine Optimierung der Resultate nur durch eine Kombination von Therapien für unterschiedliche Klassen möglich sein wird, zum Beispiel Behandlungen, die auf bestimmte genomische Mutationen im Tumor zielen, und solche, die das Immunsystem des Patienten auf Touren bringen. Die Anzahl der Permutationen und Kombinationen ist für den menschlichen Geist nicht fassbar. Es gibt mittlerweile eine Vielzahl an Berichten über den erfolgreichen Einsatz zweier unterschiedlicher Immuntherapien; es wurden deutliche Fortschritte auf diesem Gebiet gemacht, und mittlerweile können wir die T-Zellen des Patienten künstlich herstellen. Kurz gesagt: Krebs ist bemerkenswert komplex und eine gewaltige Herausforderung für spezialisierte Kliniker, Bioinformatiker und Künstliche Intelligenz.


 In Kapitel 6 habe ich bereits die KI-Hilfsmittel‌ für Aufnahmen und pathologische Präparate bei Brustkrebs betrachtet. Eine Studie am Methodist Hospital in Houston hat gezeigt, wie KI die Auswertung von Mammographien erheblich beschleunigt hat,36 eine weitere aus Boston prognostizierte, dass Machine Learning für High-risk-Biopsien von Läsionen in 30 Prozent der Fälle bei mehr als eintausend Patienten eine Operation hätte verhindern können.37 Doch diese Studien sind nichts im Vergleich zu der Herausforderung an die KI, praktisch grenzenlose Datensammlungen zu verarbeiten und die klinischen Resultate zu verbessern.


 IBM Watson hat am MD Anderson, einem der führenden Krebszentren in den USA, einen schlechten Start hingelegt. Allerdings handelt es sich dabei nur um eines von über fünfzig Krankenhäusern auf fünf Kontinenten, die Watson in der Onkologie einsetzen.38 Die Zusammenarbeit mit dem Lineberger Center der UNC führte zur ersten Veröffentlichung mit Peer-Review der IBM-Watson-Forscher. Ein Jahr nach der Vorstellung ihrer Ergebnisse in der Fernsehsendung 60 Minutes zum Thema »Artificial Intelligence Positioned to Be a Game-Changer« (Künstliche Intelligenz mischt die Karten neu)39 stellten sie Daten von 1.018 Krebspatienten bereit, die zuvor vom Ausschuss für molekulare Tumordiagnostik‌ der UNC geprüft worden waren. Die Patientenakten wurden von IBM Watson analysiert,40 wobei 323 Patienten mit einem behandelbaren Krebs identifiziert wurden. Das bedeutet, dass für Medikamentenstudien geeignete Tumor-Genmutationen vorlagen, die das UNC-Team nicht bemerkt hatte. Diese automatisierte Analyse nahm pro Patient weniger als drei Minuten in Anspruch. Das ist gewiss erstaunlich, doch mit dem Team von IBM Watson gingen im Anschluss die Pferde durch: »Molekulare Tumordiagnostikboards könnten mithilfe von Cognitive Computing möglicherweise die Patientenbetreuung durch einen schnellen und umfassenden Ansatz bei der Datenanalyse und die Berücksichtigung der aktuellen Verfügbarkeit klinischer Studien verbessern.«41 Tatsächlich hat das nichts mit Cognitive Computing‌ zu tun. Dieser Begriff wird von IBM gern verwendet, denn er geht, so der IBM-Mitarbeiter Ashok Kumar, »über Machine Learning und Deep Learning hinaus«.42 Ich kann mir ein kleines Grinsen nicht verkneifen, hat Watson doch lediglich einen manuellen Prozess automatisiert und Patientenmutationen den klinischen Studien zugeordnet. Es gab dabei keine verdeckten Schichten und kein Deep Learning. Der Ansatz war alles andere als umfassend. Die Ergebnisse bewegten Cory Doctorow, einem nachdenklichen Technikexperten zu der Aussage, dass »Watson for Oncology keine KI ist, die den Krebs bekämpft, sondern ein Schachtürke, der den Beweis seiner Funktion schuldig bleibt«.43 Der von Doctorow‌ angeführte Schachtürke war ein angeblicher Schachroboter aus dem 18. Jahrhundert, ein – wie er ausführt – »vom Menschen bedienter Apparat, der sich als Künstliche Intelligenz verkleidet«. Später stellte sich heraus, dass die »KI«-Beratung von Watson for Oncology, die manchmal von den etablierten Richtlinien abwich und falsche oder sogar gefährliche Behandlungsempfehlungen aussprach, auf der Erfahrung einer kleinen Gruppe von Onkologen am Memorial Sloan Kettering beruhte.44


 Vor uns, so dachte ich, lag ein sehr, sehr langer Weg. Dann erfuhr ich glücklicherweise von Tempus Labs, einem 2015 von Eric Lefkofsky‌ (dem Mann hinter Groupon) gegründeten Unternehmen, das sich mit Krebs befasst. Nie im Leben hätte ich eine Verbindung zwischen Groupon-Gutscheinen und der Zukunft der Krebsbehandlung gezogen. Doch nachdem bei seiner Frau 2014 Brustkrebs diagnostiziert wurde, stellte Lefkofsky fest, dass es keine klinische oder Forschungseinrichtung gab, die wirklich an einer Lösung arbeitete. Er sagt: »Ich war verblüfft, wie wenig Daten in der Behandlung vorliegen. Es war offensichtlich, dass Präzisionsmedizin nur auf Grundlage einer guten Dateninfrastruktur zum Thema Krebs möglich ist.«45 Der Multimilliardär Lefkofsky beschloss, die Dinge in die Hand zu nehmen.


 Er ist zwar kein Wissenschaftler, aber das merkt man im Umgang mit ihm nicht so schnell. Im Herbst 2017 führte Lefkofsky mich durch sein Unternehmen. Ich war danach überzeugt, dass hier erstmals ein progressiver und umfassender Ansatz bei der Krebsforschung‌ entstand. Tempus Labs teilt sich das gut 11 Hektar große Gelände des ehemaligen Montgomery-Ward-Komplexes in Downtown Chicago mit Groupon. In einer großen Lagerhalle bearbeiteten scheinbar endlose Reihen junger Wissenschaftler an großen Monitoren unzählige Daten, zum Beispiel unstrukturierte Arztberichte. Lefkofsky verriet mir, dass bereits über einhundert Mitarbeiter mit KI-Befähigung darunter waren und dass es kein Problem damit gäbe, einige der talentiertesten jungen Menschen des Landes zu begeistern. Während der Tour bemerkte ich die neuesten Sequenzierautomaten vom Typ Illumina HiSeq und NovaSeq, einen Raum voller organoiden Kulturen von Krebszellen, einen weiteren großen Bereich für das Machine Learning von Aufnahmen und Biopsieberichten und einen Raum für die Bildverarbeitung, in dem pathologische Präparate vergrößert und überlebensgroß in bemerkenswerter Auflösung projiziert wurden. Hier könnten Menschen gewiss pathologische Befunde sehr viel besser diagnostizieren als durch ein kleines Mikroskop-Objektiv. Zum Zeitpunkt meines Besuchs besaß Tempus Daten von mehr als 11.000 Patienten und insgesamt mehr als 2,5 Petabyte an Daten. Mit der Cloud-Plattform und den verfügbaren Möglichkeiten für Cluster-Computing, Verarbeitung natürlicher Sprache und KI war die Infrastruktur zur Erschaffung »der weltgrößten Sammlung an molekularen und klinischen Daten und eines Betriebssystems, mit dem diese Daten durchsucht und genutzt werden« können, bereit.46


 Mittlerweile arbeitet Tempus Labs mit mehr als vierzig der Zentren des US-Krebsinstituts an einer Reihe von Studien, inklusive der oben genannten, von Sequenzierung bis hin zum Anlegen von Kulturen. Neben einer umfassenden Beurteilung des Patienten stellt Tempus zwei bis drei Wochen nach Eingang der Proben im Rahmen eines Berichts auch einen digitalen Zwilling bereit. Darin finden sich Informationen zu Behandlungsmethoden‌ und Resultaten für anonymisierte Patientengruppen, die einander hinsichtlich Demographie und Biologie sehr ähnlich sind. Dabei kommt eine moderne KI-Variante der Nearest-Neighbor-Analyse zum Einsatz.


 Das letztendlich verfügbare Modell beruht auf Deep Phenotyping‌ sowie Deep Analytics‌ und hilft Onkologen, datengestützte Entscheidungen zu treffen. Noch ist es zu früh, Tempus den Nobelpreis für die geleistete Arbeit zu verleihen, doch nach nur zwei Jahren sieht es so aus, als habe das Unternehmen bereits das von IBM Watson unter Aufwendung von dramatisch mehr Kapital und Ressourcen in über fünf Jahren Erreichte übertroffen. Als ich Lefkofsky fragte, warum Tempus in der medizinischen Gemeinschaft so unbekannt ist und selbst nicht die Werbetrommel rührt, gab er zur Antwort, dass man nicht das nächste Theranos sein wolle. Das Unternehmen hat sich völlige Transparenz und die Veröffentlichung seiner Daten in Fachzeitschriften mit Peer Review auf die Fahnen geschrieben – ein lobenswerter Ansatz.*


 Neben IBM Watson und Tempus Labs fördern noch weitere Unternehmen die Nutzung von KI zur Integration multimodaler Daten in der Krebsbehandlung. Eines ist SOPHiA GENETICS aus der Schweiz. Sein Ansatz wird bereits von mehr als vierhundert Institutionen in 55 Ländern eingesetzt. Er kombiniert klinische, molekulare und Bilddaten als Hilfestellung für Onkologen.47


 Ich möchte noch ein letztes Gebiet erwähnen, in dem KI bei der Krebsbekämpfung helfen könnte: die Gastroenterologie‌ oder Lehre von den Magen- und Darmkrankheiten. Die zuverlässige Diagnose von Dickdarmpolypen und Tumorläsionen während der Darmspiegelung ist sehr viel komplizierter als die meisten Menschen denken.48 Mehrere Studien haben gezeigt, dass derartige Läsionen bei mindestens 20 Prozent der Patienten übersehen werden; laut einigen Berichten ist der Anteil deutlich höher. Läsionen werden besonders dann übersehen, wenn sie flach und klein sind und an bestimmten Stellen auftreten. Das menschliche Auge ist, selbst wenn es einem geschulten Gastroenterologen gehört, vermutlich nicht so gut wie Computer-Vision-Technologien, wenn man einer computergestützten Studie von mehr als zweihundert kleinen Polypen glauben darf.49 Jüngst erhielt die Nutzung von KI zur Erkennung solcher Läsionen‌ im Rahmen einer Deep-Learning-Studie mit dreihundert Merkmalen aus 30.000 Darmspiegelungen in 500-facher Vergrößerung neuen Auftrieb. Beim Test des Algorithmus an 250 Patienten mit 306 Polypen wurde eine Klassifikationsrate von 86 Prozent erzielt – in der Fachliteratur ein sehr hoher Wert.50 In der ersten prospektiven Studie von Darmspiegelungen mit in Echtzeit mittels KI ausgewerteten Aufnahmen bei 325 Patienten zeigten sich ebenfalls vielversprechende Ergebnisse für die exakte Diagnose winziger (oder, wie die Mediziner sagen, »diminutive«) Polypen.51 Der Einsatz einer solch hohen Vergrößerung und der Mustersuche mit Maschinen weist darauf hin, dass sich hier ein weiteres Teilgebiet für wichtige Krebs-Screenings auftut.[*]





 Chirurgen


 Kaum jemand kann sich vorstellen, dass KI sich in nennenswertem Maß auf die Hände und Fertigkeiten der Chirurgen‌ auswirkt. Schließlich sind operative Eingriffe meilenweit von einfachen Eingabedaten wie Präparaten oder Aufnahmen entfernt. Hinzu kommt, dass in der Chirurgie menschliche Berührungen, der Human Touch‌, eine wesentliche Rolle spielen. Im Urban Dictionary wird »human-touch« als »Empathie mit den Gefühlen anderer Menschen und Verständnis für die menschliche Sicht der Dinge, ein nicht roboterhaftes Verhalten« definiert. Ironischerweise setzen Chirurgen seit nahezu zwei Jahrzehnten in KI-gestützten Operationen‌ auf die Hilfe von Robotern und hier vor allem das System da Vinci der Firma Intuitive Surgical. Obschon die Daten randomisierter Erprobungen zeigen, dass diese Roboter‌ im Vergleich mit normalen Operationen nicht oder kaum zu einer Verbesserung wesentlicher Aspekte führen,52 wurden allein 2016 über 4.000 dieser Roboter bei 750.000 Eingriffen weltweit genutzt.53 Die Zahl mag groß erscheinen, doch es sind weniger als 10 Prozent der über 8 Millionen chirurgischen Eingriffe, die jedes Jahr durchgeführt werden. Zu den neueren Anläufen für eine höhere Verbreitung der Roboterchirurgie gehört Versius, ein mit menschenähnlichen Armen ausgestattetes System des britischen Anbieters Cambridge Medical Robotics.54 Weitere Start-ups auf diesem Gebiet sind Medical Microinstruments, deren Roboter über miniaturisierte Gelenke verfügt und ohne Steuerkonsole auskommt (wodurch er sich gut für die Mikrochirurgie‌ eignet), und das seit 2018 mit FDA-Genehmigung ausgestattete Auris Health, dessen Roboter wie ein Endoskop arbeitet.55 Er wird über den Mund in die Luftröhre und schließlich die Lunge eingeführt, um unter Zuhilfenahme von Computer Vision‌ eine Gewebeprobe zu nehmen. Medtronic hat ein deutsches Robotikunternehmen für haptische Sensoren übernommen, das für ein menschlicheres Tastgefühl sorgt. Es gibt bereits Roboter, die ohne menschliches Zutun Nähte setzen können, und eine Reihe von Anwendungen zur Erkennung und Wundreinigung bei totem oder karzinösem Gewebe. Jüngere Fortschritte bei der Fertigung von Robotern mit »Tastsinn« (ohne Bezug zur Chirurgie) lassen erahnen, dass auch diese Techniken Einzug in den Operationssaal halten werden.56 Eine kleine randomisierte Untersuchung der ersten robotergestützten Mikrochirurgie‌ im menschlichen Auge lieferte ermutigende Daten hinsichtlich besserer Ergebnisse bei diesem besonders heiklen Eingriff.57
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Abb. 7.3: Zeitrahmen, in dem Maschinen in bestimmten Berufsgruppen voraussichtlich die menschliche Leistung übertreffen werden. Beachten Sie die Angaben für Chirurgen und KI-Forscher (und dass diese Erhebung von Informatikern vorgenommen wurde). (Quelle: nach K. Grace et al., »When Will AI Exceed Human Performance? Evidence from AI Experts«, arXiv (2017): https://arxiv.org/abs/1705.08807; The World in 2017, Economist.)





 Wo all diese Unternehmen Roboter besser machen, die ohne KI nicht auskommen, geht das 2015 von Google und Johnson & Johnson gegründete Jointventure Verb Surgical einen großen Schritt weiter: Alle Roboter von Verb Surgical sind über das Internet miteinander vernetzt und zeichnen die Daten sämtlicher Eingriffe auf. Mithilfe von Machine Learning‌ werden die besten chirurgischen Verfahrensweisen angewandt.58 Das Unternehmen spricht von »Chirurgie 4.0«, bei der in der Cloud vernetzte Chirurgen ihre Erfahrungen und Daten miteinander teilen und so die Chirurgie demokratisieren. Insbesondere Machine Learning mit Zugriff auf intraoperative Aufnahmen und alle relevanten Daten der einzelnen Patienten könnte dabei helfen, bisherige Praktiken neu zu definieren und so die Resultate zu verbessern. Ein solcher Ansatz könnte zum Beispiel die wesentlichen Schritte bestimmen, mit denen sich ernste und nicht gerade seltene Komplikationen‌ bei der Prostataentfernung verhindern lassen – dazu gehören Erektionsstörungen und Harninkontinenz. Mittels virtueller Realität‌ und 3D-Videomikroskopie‌ ist eine außergewöhnliche Visualisierung der Anatomie während des Eingriffs möglich.


 Wie seltsam die Vorstellung einer KI in der Chirurgie auch erscheinen mag: Es ist durchaus möglich, dass auch diese Berufsgruppe ersetzt wird. Forscher der Universitäten Oxford und Yale haben gefragt, ob KI das menschliche Leistungsvermögen in diversen Gebieten übertreffen wird (Abbildung 7.3). Konsens war, dass es nach etwa 30 Jahren für Chirurgen so weit ist – bei Einzelhandelsverkäufern allerdings schon nach etwa 15 Jahren. KI-Forscher wie die Autoren der Umfrage können aufatmen: Ihnen werden noch 85 Jahre zugestanden!59





 Sonstige medizinische Fachkräfte‌


 Im Laufe der Zeit wird es alle Arten von Klinikern treffen. Schon heute können Neurologen Schlaganfälle mit einer KI-Analyse von an ihr Smartphone gesendeten Hirnscans schneller erkennen.60 Ein tiefes neuronales Netz zur Erkennung und Dringlichkeitseinstufung von über 37.000 Kopf-CTs hat ein deutliches Zeitsparpotenzial aufgezeigt (150 Mal schneller: 1,2 Sekunden mit dem Algorithmus gegenüber 177 Sekunden bei Radiologen), wenn auch die Genauigkeit nicht hinnehmbar ist (AUC = 0,56 als Screening-Schwellenwert).61 Auch wenn die Geschwindigkeit niemals zulasten der Genauigkeit gehen darf, wurde mindestens ein wichtiger Aspekt durch den Einsatz der Maschine beschleunigt. Wie in der Moorfields-Augenstudie, die OCT-Aufnahmen von Patienten für eine dringende Überweisung auswertete, hat auch diese Studie die Nutzung eines Deep-Learning-Algorithmus bei der Bewertung auf ein breiteres Fundament gestellt.62 Und auch wenn Deep-Learning-KI‌ derzeit nur spezifische Aufgaben übernehmen kann, gehen die beiden Studien doch über eine einfache klinische Diagnose hinaus und ermöglichen eine schnelle Befundung für zig mögliche Diagnosen. Wir betrachten in der Folge noch viele weitere Kliniker. Eine Gruppe, von der ich mir nicht vorstellen kann, dass sie in der Zukunft der Deep Medicine ersetzt wird, sind Pflegekräfte‌, also die Menschen, die die Hauptlast der Pflegearbeit tragen. Die Roboter‌-Pflegeassistenz Tug, die in vielen Krankenhäusern bei der Ausgabe von Speisen und Medikamenten eingesetzt wird, ist wohl kaum eine Bedrohung.63 Das heißt nicht, dass es für die KI keine Möglichkeit gibt, die Arbeit von Pflegekräften zu verbessern. Zum Beispiel könnte maschinelles Sehen eingesetzt werden, um Patienten auf der Intensivstation im Blick zu behalten und zu erkennen, wenn ein Patient einen Endotrachealtubus herausziehen will, und dies vielleicht zu verhindern. Nicht ganz unwichtig, denn dieser als störend empfundene Schlauch hilft dem Patienten beim Atmen. Eine Echtzeitanalyse der Vitalzeichen‌, die in relevante Labor- und Bilddaten eingebettet wird, kann die Pflegekräfte ebenfalls auf bevorstehende Probleme hinweisen. Andere, fortschrittlichere Roboter und KI-Algorithmen können diese Werte ermitteln und überwachen. Und wie bei den Ärzten wird es viele Hilfsmittel geben, die die Pflegekräfte bei ihrer Arbeit unterstützen, vor allem in Anbetracht der immer größeren Datensammlungen zu einzelnen Patienten. Doch keine dieser Aufgaben kann es mit dem Zuhören, dem Zeigen von Verständnis und Mitgefühl oder dem Halten der Hand eines Kranken oder einer Person, die gerade von einer schweren Krankheit erfahren hat, aufnehmen. Ich weiß nicht, ob Deep Learning oder Roboter jemals in der Lage sein werden, die Essenz des Zwischenmenschlichen zu simulieren.


 In jedem Fall aber kann eine KI die Pflegekräfte im Krankenhaus, in Ambulanzen und in Arztpraxen entlasten. KI-Algorithmen zur Verarbeitung von mit Fernüberwachung‌ssystemen in den eigenen vier Wänden der Patienten gewonnen Daten werden dazu führen, dass Krankenhäuser Patienten nicht mehr nur zur Beobachtung aufnehmen, ihre Daten erfassen und die Entwicklung der Symptome überwachen müssen. Allein das bietet ein gewaltiges Einsparpotenzial beim Personal. Auch der Einsatz von Telemedizin‌ anstelle »echter« Praxistermine wird sich ähnlich auswirken.


 Im nächsten Kapitel möchte ich untersuchen, wie die KI sich auf das Feld der psychischen Gesundheit auswirkt. Eine digitale Abbildung des Geisteszustands einer Person dürfte über ein einfaches Muster deutlich hinausgehen. Das Thema ist so komplex, dass es in jedem Fall ein eigenes Kapitel verdient. Auf geht’s.








[*] 2018, nach Fertigstellung dieses Buchs wurde ich von Tempus Labs als Berater engagiert, um bei der Erweiterung des datengestützten Modells für andere Krankheiten wie Diabetes zu helfen.









Kapitel 8: 
Psychische Gesundheit


 »Nach 40 Jahren, in denen die Psychiatrie‌ eher geist- als hirnloser geworden ist, schwingt das Pendel dank digitaler Phänotypisierung vielleicht wieder um und gewährt uns einen frischen Blick auf Verhalten, Kognition und Stimmung.«


 – TOM INSEL‌





 Ich habe ein Donnerstagmorgen-Ritual: Ich überfliege die neue Ausgabe des Economist. Im Wissenschaftsteil gibt es meist drei oder vier interessante Themen, die in vielen Medien nicht behandelt werden. Einer der denkwürdigsten Artikel, den ich dort je gelesen habe, befasste sich damit, dass Menschen ihre innersten Geheimnisse eher einer Maschine als einem anderen Menschen und ganz besonders einem Arzt anvertrauen. Hierzu wurde auf ein Paper in einer mir völlig unbekannten Fachzeitschrift verwiesen (Computers in Human Behavior), das ich sonst nie gelesen hätte. Der Untertitel des Papers bringt es auf den Punkt: »A Virtual Shrink May Sometimes Be Better Than the Real Thing«1 (Virtuelle Seelenklempner sind manchmal besser als ein Mensch). Der Gedanke war mir zuvor noch nie gekommen. Doch im Economist wurde klar beschrieben, dass diese Betrachtungsweise in einer Zeit der enormen mentalen Belastungen und Unterversorgung mit geeigneten Fachleuten von großer Bedeutung ist.


 Die angeführte, von Jonathan Gratch geleitete, Studie war Teil eines innovativen Forschungsprojekts zu virtuellen Menschen am Institute of Creative Technologies in Los Angeles.2 Gratch und sein Team hatten über die Kleinanzeigenplattform Craigslist 239 Probanden angeworben. Einzige Voraussetzungen waren ein Alter zwischen 18 und 65 Jahren und gute Augen. Alle Teilnehmer wurden von einem menschlichen Avatar‌ namens Ellie befragt, der nur als Bild auf einem Fernseher im Raum war. Die Probanden wurden zufällig in zwei Gruppen aufgeteilt. Der einen wurde gesagt, dass Ellie nicht menschlich sei, der anderen, dass der Avatar aus der Ferne von einem Menschen gesteuert würde. Ellie stellte zunehmend persönlichere und intimere Fragen wie diese: »Wann warst du das letzte Mal wirklich glücklich?«3 Die Gesichter der Teilnehmer wurden gefilmt und Mitschriften der Gespräche von drei Psychologen ausgewertet, die allerdings nicht wussten, wer Ellie für einen Computer und wer für einen Menschen hielt. Anhand dieser Daten wurden dann zur Bewertung von Furcht, Traurigkeit und weiteren emotionalen Reaktionen während der Gespräche sowie der Aufgeschlossenheit, mit der die Fragen aufgenommen und beantwortet wurden, verwendet.


 In allen Fällen legten die Probanden bereitwillig sehr viel mehr offen, wenn sie von einer Befragung durch einen virtuellen Menschen‌ ausgingen. Einige Teilnehmer, die mit dem virtuellen Menschen interagiert hatten, waren begeistert: »Das ist so viel besser als ein Gespräch mit einem echten Menschen. Ich fühle mich unwohl, wenn ich mit anderen Leuten über Persönliches rede.« Oder: »Menschen bewerten und beurteilen immer. Bei einer virtuellen Entität konnte ich so viel von mir erzählen.«4


 Die Ergebnisse untermauern eine bereits 1965 aufgekommene Idee empirisch: Damals legten Menschen im »Gespräch« mit ELIZA‌ ihre Seelen offen (benannt nach Eliza Doolittle, einer Figur aus George Bernard Shaws Pygmalion, den meisten besser bekannt durch die Verfilmung My Fair Lady; auch Ellie aus der jüngeren Studie erinnert an den Namen). Dieses Computerprogramm des MIT-Professors Joseph Weizenbaum‌ konnte eine Psychotherapiesitzung simulieren und aus den gegebenen Antworten neue Fragen ableiten.5 Der Beweis, dass sich diese Technik für die Verwendung eines virtuellen Menschen nutzen lässt, wurde erst nach vielen Jahrzehnten erbracht. Die Arbeit von Gratch legt nunmehr nahe, dass Avatare einen großen Vorteil gegenüber Menschen haben, wenn es um intime Details und Gedanken geht. Tatsächlich nahm ich 2018 an einem Gesundheitskongress des Wall Street Journal teil, bei dem die meisten der befragten Anwesenden kein Problem damit hatten, ihre Geheimnisse einer Maschine anstelle eines Doktors anzuvertrauen – oder dies sogar bevorzugten. In diesem Zusammenhang möchte ich eine Twitter-Umfrage mit fast 2.000 Beteiligten erwähnen. Die Frage lautete »Sie haben ein peinliches medizinisches Problem. Würden Sie lieber mit (1) Ihrem Arzt, (2) einem Arzt/einer Pflegekraft oder (3) einem Bot darüber reden und Behandlungsempfehlungen erhalten?« Der Bot erhielt mit 44 Prozent etwas mehr Stimmen als der eigene Arzt (42 Prozent).6


 Gratch suchte für die Studie nicht explizit nach Menschen mit mentalen Problemen. Doch in den letzten Jahren wurden digitale Hilfsmittel speziell für Menschen mit mentalen oder emotionalen Nöten entwickelt. Bei einigen werden die Nutzer mit anderen, ihnen unbekannten Menschen zusammengebracht. So kann man über das 2013 gestartete 7 Cups of Tea (mittlerweile nur noch 7 Cups‌) kostenlos in einem Online-Chat freiwilligen geschulten Zuhörern von seinen Problemen erzählen. 2017 hatten über 230.000 Zuhörer über 25 Millionen Menschen aus 189 Ländern in 140 Sprachen geholfen. Die Hälfte davon stammte aus den Vereinigten Staaten von Amerika. Weitere Beispiele sind die App‌ Talkspace‌ mit mehr als 500.000 Nutzern und eine App aus einer Pilotstudie des britischen Gesundheitsbehörde National Health Service mit 1,2 Millionen Londonern. In anderen Fällen können Menschen dank Verarbeitung natürlicher Sprache mit Chatbot‌s reden. 2017 sprachen in Amerika 8 Millionen Menschen mit Cleverbot‌, weil sie sonst keinen Gesprächspartner hatten. Forscher schätzen, dass bis 2025 über eine Milliarde Menschen regelmäßig diese Möglichkeit nutzen wird.7 In China hat Microsoft eine Chat-Software namens Xiaoice‌ auf den Markt gebracht, für die sich in kurzer Zeit mehr als 20 Millionen Nutzer registrierten. Und neuerdings entwickeln Unternehmen spezielle Chatbots‌ als Hilfe bei mentalen Problemen. Dazu gehört Woebot‌ mit Andrew Ng als Vorsitzendem. Woebot hatte in den ersten paar Monaten mehr Nutzer als ein Psychologe in einhundert Jahren betreuen könnte.8


 Bis vor wenigen Jahren wurden Verhalten, Stimmung und Kognition von uns eher subjektiv eingestuft, und zwar während kurzer Besuche in einer künstlichen, klinischen Umgebung. Grund für einen solchen Besuch war im Allgemeinen ein bereits vorliegendes Problem, nicht die Vorbeugung. Tabelle 8.1 führt einige der vielen und unterschiedlichen Möglichkeiten zur Erfassung objektiver Daten für ein Deep Phenotyping‌ von Stimmung und Gemütszustand auf. Der Begriff »digitale Phänotypisierung‌« vermittelt, dass jedes Merkmal digital erfasst und in Form von objektiven Kennzahlen oder Werten aufgezeichnet werden kann. Viele dieser Merkmale und Werte lassen sich nebenher im Alltag mit dem Smartphone‌ erfassen. Werden dann noch Zusatzsensoren angeschlossen, lassen sich viele physiologische Parameter unaufdringlich sammeln – häufig sogar durchgängig. Damit entsteht eine große Datenbasis für die Einzelperson, bei deren Auswertung eine KI helfen kann. Tom Insel, ehemaliger Leiter des National Institute for Mental Health, sagt: »Hätte irgendjemand die Revolution bei der Verarbeitung natürlicher Sprache‌ und künstlicher Intelligenz voraussehen können, dank derer wir heute Stimme und Sprache mit dem Smartphone erfassen und so frühzeitig auf mögliche schwere Anzeichen seelischer Erkrankungen hingewiesen werden können?«9


  Tabelle 8.1: Digitale Phänotypisierung des Gemütszustands: Bandbreite der Merkmale, anhand derer die Stimmung einer Person digital erfasst werden kann

   	Sprache




 	Prosodie, Lautstärke, Vokalraum, Wortwahl, Länge der Wortkombinationen, Kohärenz, Gefühlsregung 




 


  	Stimme




 	Valenz, Tonfarbe, Tonhöhe, Tonfall 




 


  	Tastatur




 	Reaktionszeit, Aufmerksamkeit, Erinnerung, Kognition 




 


  	Smartphone




 	Körperliche Aktivität, Bewegung, Kommunikation, Gesellschaftlichkeit, Social Media, Tweets, Emoji, Instagram 




 


  	Gesicht




 	Emotion, Tics, Lächeln und Dauer, Blick zum Boden, Augenbewegungen, Augenkontakt 




 


  	Sensoren




 	Herzfrequenz und Variabilität, elektrodermale Aktivität, Hauttemperatur, Blutdruck, Atemmuster, Anzahl der Seufzer, Schlaf, Haltung, Gestik 




 


 

 





 Diese Werte lassen sich bei den unterschiedlichsten Problemen nutzen. Forscher der University of Southern California haben eine Software entwickelt, die 74 akustische Merkmale unterscheiden konnte, darunter Stimmqualität, Flattern, Tonhöhe, Lautstärke, Zittern und Prosodie. Auf dieser Grundlage konnten eheliche Konflikte auf gleichem oder höheren Niveau wie von Therapeuten prognostiziert werden.10 Dieselbe Gruppe hat später von Fachleuten manuell codierte Beurteilungen der Gespräche mit den akustischen Daten verglichen. Machine-Learning-Algorithmen auf Stimmbasis konnten nicht nur mehr relevante Informationen als die Experten erfassen, sondern auch die Ergebnisse deutlich besser vorhersagen.11


 Eine kleine Studie mit 34 Jugendlichen im Alter von durchschnittlich 22 Jahren betrachtete die Kohärenz vieler Sprachmerkmale‌ (darunter Länge von Wortkombinationen, Verhaspeln, Verwirrung und Wortwahl), um vorherzusagen, ob Schizophrenie gefährdete Patienten an der Schwelle einer Psychose stehen. Die Maschine stach die klinischen Beurteilungen der Fachleute aus.12 Neuro-Lex Diagnostics wurde gegründet, um Hausärzten ein Werkzeug zur Diagnose von Schizophrenie‌, bipolaren Störungen‌ und Depression‌en an die Hand zu geben; das Unternehmen hat einen Prototypen für Amazon Alexa entwickelt.13


 Sogar die Art, wie jemand auf der Tastatur des Smartphones tippt, kann aufschlussreich sein. Die Firma Mindstrong hat dieses Verhalten in 45 Muster unterteilt, zum Beispiel Scrollen und Verzögerung zwischen Leerzeichen und anderen Zeichen. Die gewonnenen Daten korrelieren mit dem Goldstandard für Untersuchungen auf kognitive Funktionen und Stimmung (Abbildung 8.1) aus anfänglichen Studien. Informatiker der University of Illinois haben das Konzept aufgenommen, und um Deep Learning und eine spezielle, mit einem Beschleunigungssensor ausgestatteten Tastatur ergänzt. Anhand eines DeepMood‌ getauften Algorithmus konnten sie in einer Pilotstudie Depressionen sehr genau vorhersagen und so unabhängig den Nachweis dafür liefern, dass anhand der Tastaturbedienung ein passives Stimmungs-Tracking möglich ist.14
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Abb. 8.1: Korrelation von Biomarker‌n und Gefühle‌n nach Mindstrong auf Grundlage von Tastaturwerten, vorgestellt von Tom Insel, DigiMed Conference, La Jolla, Kalifornien, 5. Oktober 2017





 Einige Unternehmen haben ihre Tools bereits in den klinischen Alltag eingebracht. Dazu gehört das von Alex »Sandy« Pentland und Joshua Feast gegründete Cogito. Sandy ist ein erfahrenes Universalgenie und Professor am MIT, den ich persönlich getroffen habe und sehr schätze. Er war schon in vielen Bereichen der digitalen Revolution aktiv, insbesondere beim Schutz von Privatsphäre und Sicherheit. (Kürzlich habe ich erfahren, dass er das Lesen in einer Nervenheilanstalt erlernte, in der seine Großmutter arbeitete.) In Sandys Human-Dynamics-Labor hat er jahrzehntelang »ehrliche Signale‌« (engl. honest signals‌) untersucht, also die Art und Weise, auf die wir unbewusst und nonverbal Wahrheiten über uns selbst vermitteln. Zu diesen Signalen gehören Tonfarbe, Fluss, Beteiligung und Energie in einem Gespräch. Cogito nutzte Deep-Learning-Algorithmen und ehrliche Signale als Basis für eine App namens Companion, die von Psychologen, Pflegekräften und Sozialarbeitern verwendet wird, um den Gemütszustand‌ ihrer Patienten im Blick zu behalten. Durch Aufzeichnen und Hochladen eines Audio-Tagebucheintrags kann die App den Zustand des Patienten beurteilen und anhand der Sprechweise Hinweise auf Depression und Stimmungsschwankungen geben. Sie kann auch zur Analyse des Gesprächs in Echtzeit verwendet werden – einige Krankenversicherungen nutzen diese Möglichkeit bei Kundenanrufen.15 Companion wurde außerdem vom US Department of Veterans Affairs eingesetzt, um den Geisteszustand gefährdeter Veteranen rund um die Uhr per Telefon zu überwachen.16


 Sogar Instagram‌-Fotos sind aufschlussreich. Diese Plattform wird mittlerweile mehr als Twitter genutzt. Mit täglich über 100 Millionen neuen Posts wächst sie schneller als Facebook. 2017 verarbeiteten Andrew Reece und Christopher Danforth 43.950 Instagram-Fotos von 166 Nutzern (die einer Weitergabe ihrer Social-Media-Vergangenheit digital zugestimmt hatten) mittels Deep Learning. 71 dieser Nutzer litten davor an einer Depression.17 Unzählige Fotomerkmale wurden unter psychologischen Gesichtspunkten analysiert: Sind Menschen zu sehen, sind es Innen- oder Außenaufnahmen, ist es Tag oder Nacht, welche Farbe und Helligkeit haben die Bildpunkte, wie sieht es mit Kommentaren oder Likes aus und wie häufig postet der Nutzer. Anhand der Instagram-Fotos ließen sich depressive und gesunde Personen unterscheiden und Depressionen erkennen, bevor sie klinisch diagnostiziert wurden. Dabei gab es keine Korrelation zwischen der Ausgabe des Algorithmus und der Selbsteinschätzung der Personen. Interessanterweise ist die Klassifizierung von an Depression leidenden und anderen Personen anhand von Funktionen wie dem Instagram-Filter zum Entfernen von Farbe sehr viel besser möglich als erwartet (Abbildung 8.2). Die Klassifikationsrate‌ bei der Erkennung von Depression betrug 70 Prozent; ein sehr gutes Ergebnis, wenn man bedenkt, dass zuvor für Allgemeinärzte veröffentlichte Werte die Falsch-Positiv-Rate für Depressionen‌ mit über 50 Prozent angeben.18 Psychiater schneiden besser ab, doch die meisten Menschen mit Depression werden von einem Hausarzt begutachtet oder suchen überhaupt keinen Kliniker auf – erst recht keinen Psychiater.


 Solche Ansätze werden genutzt, um neue Mittel zur Diagnose und Behandlung vieler psychiatrischer und emotionaler Probleme zu untersuchen. Da gilt es, einige Bedenken im Hinterkopf zu behalten: Für viele der Sensoren fand keine Prüfung hinsichtlich ihrer Messgenauigkeit‌ statt, und wir wissen nicht, ob sie wirklich das messen, was sie messen sollen. Nehmen wir die Schlafqualität als wichtigen Wert für diverse psychische Probleme. Oftmals werden die Bewegungen während des Schlafs mittels Armband oder Uhr gemessen, um diesen Wert zu bestimmen. Doch um belegbare Daten zum Schlaf zu erhalten, müssten diese Bewegungen zu Hirnströmen in Bezug gesetzt werden – und das macht bisher niemand.
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Abb. 8.2: Nutzung von Instagram-Filtern durch depressive und gesunde Einzelpersonen. Die Balken geben den Unterschied zwischen beobachteter und erwarteter Häufigkeit an. (Quelle: nach A. Reece und C. Danforth, »Instagram Photos Reveal Predictive Markers of Depression«, EPJ Data Science 6 (2017): 15.)





 Auch sind manche Biomarker‌ bei weitem nicht ausreichend für den angedachten Zweck. Nunzio Pomara, Professor an der NYU, sagt: »Depressionen sind viel zu komplex, als dass man sie auf nur einen Biomarker reduzieren könnte.«19 Es gibt jede Menge Biomarker für psychische Erkrankungen (Tabelle 8.1), aber wir haben keine Ahnung, welche oder wie viele davon für die exakte Diagnose oder das Ansprechen der Behandlung wirklich wichtig sind. Bei 74 Teilmerkmalen für die Stimme, 45 Teilmerkmalen für die Tastaturbedienung und so fort ergeben sich Millionen von Permutationen und Kombinationen. Die bisher durchgeführten Studien – von denen ich nur einen Teil angesprochen habe –, waren von geringem Umfang und sehr spezifisch. Meist ging es darin nur um einen bestimmten Marker. Vermutlich ist eine Kombination aus mehreren Markern wirklich nützlich, aber wir kennen diese Kombination zum jetzigen Zeitpunkt noch nicht und wissen auch nicht, ob es Schwankungen zwischen einzelnen Personen oder Krankheiten gibt. Vielleicht sind für posttraumatische Belastungsstörungen‌ (PTBS‌) geeignete Marker für Depressionen nicht zu gebrauchen. Wir wissen auch nicht, wo der Sättigungsgrad liegt, das heißt, ab wann die Genauigkeit durch Hinzufügen weiterer Marker nicht mehr zunimmt. Überhaupt, Genauigkeit: Die Messlatte ist schwer zu bestimmen, denn in der Vergangenheit wurden psychische Erkrankungen‌ größtenteils anhand subjektiver und klinischer Merkmale definiert. Die pragmatischen Aspekte der unaufdringlichen Datenerhebung mit kostengünstigen Software-Rückmeldungen sind ebenfalls noch nicht geklärt. Ich hoffe sehr, dass wir all diese Probleme eines Tages lösen können. Wenn Sie sehnlich auf Fortschritte auf diesem Gebiet warten, lassen Sie den Kopf nicht hängen. Sehen wir uns einmal an, was wir eigentlich über Depressionen wissen.


 Depressionen‌ gehören zu den mit Abstand am häufigsten auftretenden psychischen Erkrankungen: Über 350 Millionen Menschen kämpfen tagtäglich damit.20 Die Krankheit trägt mit mehr als 10 Prozent stark zur globalen Krankheitslast bei. Jedes Jahr kostet sie 76 Millionen Menschenjahre und damit deutlich mehr als Herzkrankheiten, Krebsleiden und alle anderen medizinischen Diagnosen.21 Pro Jahr wird bei 7 Prozent der Amerikaner (das sind 16 Millionen Erwachse) klinisch eine Depression diagnostiziert; das Lebensrisiko für eine psychische Erkrankung beträgt etwa 30 Prozent. Von den mehr als 200 Milliarden Dollar, die allein in den USA jedes Jahr für diese Erkrankungen ausgegeben werden, sind Depressionen der größte Kostenblock. Und trotz dieser gewaltigen Ausgaben erhält längst nicht jeder Betroffene einen Arzttermin, und noch weniger erhalten Hilfe. Von den 16 Millionen erwachsenen Amerikanern, die einen starken Depressionsschub erlitten, wurden im Jahr 2016 ganze 37 Prozent nicht behandelt.22 Es gibt noch viel Luft nach oben.


 Bevor es Biomarker gab, wurden Depressionen‌ anhand des Diagnostischen und Statistischen Handbuchs Psychischer Störungen (DSM), dem amerikanischen Gegenstück der ICD-Klassifikation psychischer Störungen, diagnostiziert. Für die Diagnose musste ein Patient fünf von neun Kriterien erfüllen, dazu gehörten depressive Stimmung, Änderungen im Schlafverhalten und bei der körperlichen Aktivität, Gefühle der Wertlosigkeit und verminderter Freude (Anhedonie). Viele dieser Kriterien lassen sich nur schwer messen oder objektiv bewerten.


 Es gab mehrere Ansätze für eine Diagnose auf Basis von Messwerten. Bei einem davon wurden die Hirnströme gemessen, die auch zur Diagnose anderer psychischer Erkrankungen nutzbar sein sollen. Das Tragen einer Apparatur am Kopf, mit der elektrische Hirnaktivität gemessen wird, erscheint nicht gerade als in der Breite umsetzbarer oder praktischer Weg, um den Gemütszustand zu erfassen. Nichtsdestotrotz müssen Angestellte in einigen chinesischen Firmen Kappen zum Zwecke der Hirnstromüberwachung tragen.23 Es gibt keinerlei Belege dafür, dass diese Kappen Hirnströme genau erfassen können oder dass diese Daten zur Ermittlung des Gemütszustands eingesetzt werden können. Eines verraten diese Apparaturen aber in jedem Fall: ein eklatantes Maß an Missachtung der Privatsphäre der Mitarbeiter. Auf lange Sicht ist es dennoch möglich (wenn auch nicht verlockend), die Hirnaktivität anhand von unauffälligen Wearables oder ins Hirn implantierten Chips zu messen und auf die eine oder andere Art zu nutzen.


 In der Forschung hat sich die Magnetresonanztomografie‌ des Gehirns als leistungsstarker Biomarker bei der Erkennung von Depressionen gezeigt. Mit Diffusionstensor-MRT zur Ermittlung der weißen Hirnsubstanz und Machine Learning wurden deutliche Unterschiede zwischen stark depressiven Patienten und der gesunden Kontrollgruppe festgestellt.24 Das Team um Conor Liston untersuchte bei Weill Cornell Medicine die Aufnahmen von fast 1.200 Personen, von denen bei 40 Prozent eine Depression diagnostiziert worden war.25 Eine Analyse der Signalschwankungen aus 258 Hirnregionen in MRTs mittels Machine Learning förderte vier markante Biotypen zu Tage (Abbildung 8.3). Alle vier Hirnverbindungsmuster unterschieden sich von der gesunden Kontrollgruppe. Jedes davon war mit einem Symptomkomplex wie Müdigkeit, Schlaffheit, Schlaflosigkeit oder Anhedonie verknüpft. Anhand der Muster konnte auch das Ansprechen auf die Behandlung mittels transkranialer Magnetstimulation vorhergesagt werden, die sich bei Menschen mit den Biotypen 1 und 3 (etwa 70 Prozent Wirksamkeit) gegenüber solchen mit Biotyp 2 und 4 (25 Prozent Ansprechen) als hilfreich erwiesen hat. Beim Vergleich von MRTs von Patienten mit Schizophrenie oder generalisierter Angststörung (GAS) gab es für erstere kaum Überschneidungen, doch die meisten Personen mit GAS passten zu einem der vier Depressions-Biotypen.


 Auf ähnliche Weise wurden Machine-Learning-Algorithmen in anderen kleinen Studien mit fMRT‌-Scans des Gehirns eingesetzt, um Muster‌ zu finden, die Patienten mit schweren Depressionen von der gesunden Kontrollgruppe unterscheiden.26


 Neben Tastaturen und Instagram sind auch weitere alltägliche Biomarker‌ wie Stimme und Sprache Gegenstand von Studien zur Diagnose und Charakterisierung von Depressionen. Dazu gehört das Projekt zu postnataler Depression von Sonde Health27 und die PTBS-Studie von Charles Marmar (New York University).28 Mithilfe neuronaler Netze hat Marmar dreißig Sprachmerkmale identifiziert, die dabei helfen könnten, Veteranen mit PTBS von solchen ohne PTBS oder gesunden Kontrollgruppen zu unterscheiden. Derzeit läuft eine prospektive, groß angelegte Fünf-Jahres-Kohortenstudie. Wie Machine Learning gezeigt hat, tritt bei mehr als 250 Personen mit PTBS ein deutlich reduzierter Vokalraum auf.29 Der Erfolg von Sprachdaten bei der Erkennung bipolarer Störungen in insgesamt sieben Studien auf Smartphone-Basis ist durch diese Artikelüberschrift gut zusammengefasst: »High Potential but Limited Evidence« (Hohes Potenzial, wenig Belege).30 Darüber, ob Patienten auf die Medikation bei Depression ansprechen, herrscht große Unsicherheit. Einerseits ist die Wirksamkeit der Medikamente schwankend, und andererseits stehen unzählige Arzneimittel zur Wahl. Machine-Learning-Algorithmen wurden auf klinische Merkmale angesetzt, um das Ansprechen auf Antidepressiva vorherzusagen, doch bisher kommt die Klassifikationsrate nicht über 60 Prozent hinaus – nicht gerade ermutigend (das entspricht einer 6 auf einem Würfel mit 20 Seiten).31
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Abb. 8.3: Marker funktionaler Hirn-Konnektivität für die Diagnose neurophysiologischer Biotypen bei Depression; Korrelation von MRT-Hirnsignalen (A) und Patientensymptomen (B). (Quelle: nach A. Drysdale et al., »Resting-State Connectivity Biomarkers Define Neurophysiological Subtypes of Depression«, Nat Med (2017): 23, 28–38.)





 Viel Aufmerksamkeit erhält derzeit die Möglichkeit, Suizid‌ mithilfe von KI vorherzusagen und zu verhindern. Die Suizidrate ist im Laufe der letzten 30 Jahre in den Vereinigten Staaten stetig gestiegen und war 2017 für 44.000 Todesfälle verantwortlich,32 das sind 120 Suizidfälle pro Tag33 und damit mehr als durch Mord, Aids, Autounfälle und Krieg. Die globale Datenlage zeichnet ein erschreckendes Bild: Jahr für Jahr kommt es zu 25 Millionen Suizidversuchen, und 140 Millionen Menschen denken darüber nach. Fast 80 Prozent derjenigen, die sich das Leben nehmen, haben ihre Suizidgedanken bei den letzten Terminen vor der Umsetzung vor ihren Ärzten und Therapeuten geheim gehalten.34 Eine Untersuchung von 365 Suizidstudien aus 50 Jahren und unter Einbeziehung von 2.542 einzelnen Abhandlungen befasste sich mit mehr als 3.400 Kriterien und kam zu dem Ergebnis, dass viele tausend Risikofaktoren im besten Fall schlechte Hinweise auf suizidale Gedanken, Suizidversuche oder die Durchführung bieten. Würde man raten, wäre das Ergebnis kaum schlechter.35 Keine der Kategorien oder Teilkategorien bietet wirklich bessere Vorhersagen als ein Münzwurf. Daher kommen Joseph Franklin und sein Team zu dem Schluss: »Die Ergebnisse führen zu der Empfehlung, sich weniger mit Risikofaktoren und mehr mit Machine-Learning-Algorithmen zu befassen.«36


 2017 folgte ein Forscherteam der Universitäten Vanderbilt und Florida State dieser Empfehlung. Es prüfte zwei Millionen anonymisierte elektronische Krankenakten von stationären Patienten in Tennessee und fand dabei über 3.000 Patienten mit Suizidversuchen. Ein Algorithmus für unüberwachtes Lernen sagte anhand der Daten Suizidversuche (in einem Zeitraum von sechs Monaten) mit einer Klassifikationsrate von nahezu 80 Prozent voraus – ein guter Wert im Vergleich mit den 60 Prozent durch logistische Regression der klassischen Risikofaktoren.37 Die Forscher wiesen darauf hin, dass der Algorithmus optimiert werden könnte, wenn auch Daten zu bestimmten Ereignissen im Leben (Scheidung, Arbeitsplatzverlust), abrupten Stimmungs- oder Verhaltensänderungen und aus Social Media zur Verfügung stünden.38


 Mit diesen Daten haben sich andere Studien befasst: Ein von John Pestian an der Kinderklinik von Cincinnati entwickelter Machine-Learning-Algorithmus‌ soll bei 479 Patienten eine Klassifikationsrate‌ von 93 Prozent bei der Vorhersage eines ernsten Suizidrisikos erzielt haben.39 Es flossen Daten zu alltäglichen Interaktionen wie Lachen, Seufzen und Wutanfällen ein. Forscher der Carnegie Mellon führten eine sehr kleine und provokative Studie an fMRT-Scans des Gehirns von 17 Personen mit Suizidgedanken und einer Kontrollgruppe aus weiteren 17 Personen durch.40 Machine-Learning-Algorithmen konnte »neurosemantische« Signaturen, die mit Suizidversuchen in Verbindung gebracht werden, sehr genau erkennen. Jeder Person wurden während des MRTs drei Wortgruppen mit jeweils zehn Wörtern wie »Tod« oder »Hoffnungslosigkeit« gezeigt. Anhand von sechs Wörtern und fünf Stellen im Hirn konnten unterschiedliche Muster ausgemacht werden. Die Reaktion in den Hirnscans wurde mittels Machine Learning bei 15 der 17 Patienten korrekt der Suizidgruppe zugeordnet. Von den 17 Personen in der Kontrollgruppe wurden 16 korrekt als nicht gefährdet eingestuft. Vom akademischen Standpunkt aus betrachtet ist die Studie zwar interessant, aber sie ist nur von begrenztem praktischen Nutzen, denn es ist recht unwahrscheinlich, dass MRTs durchgeführt werden, um Personen mit Suizidgefahr zu finden.


 Forscher haben aber auch Social Media zum Aufspüren von Suizidgefahr‌ und seelischem Leid genutzt. Texte der sehr beliebten chinesischen Plattform Weibo wurden mit Machine Learning auf bestimmte Wortklassifkatoren hin untersucht.41 In sehr viel größerem Maßstab analysiert Facebook die Startseite von Nutzern, die über selbstverletzendes Verhalten schreiben. Nach der Einführung von Facebook Live im Jahr 2016 haben mehrere Personen das Feature genutzt, um ihren Suizid live zu übertragen. Die Chance, derartige Tragödien zu verhindern, wurde erkannt, und so gab CEO Mark Zuckerberg‌ 2017 bekannt, dass man neue Algorithmen einsetzen würde, die nach Posts und Begriffen suchen, die dann schnell durch dafür abgestellte Facebook‌-Mitarbeiter geprüft werden können: »Künftig wird KI die Feinheiten der Sprache besser unterscheiden und so neben Suizid auch andere Dinge erkennen können, unter anderem zum schnelleren Aufspüren von Schikane und Hassrede.« Berechtigterweise steht Facebook in der Kritik dafür, dass man keine Details zum Algorithmus‌ preisgibt. Das Unternehmen behauptet unterdessen, bereits bei über einhundert Personen interveniert zu haben, die sich selbst verletzen wollten.42


 Data Scientists setzen heute Machine Learning auf die 75 Millionen Texte der SMS-Beratungsstelle‌ Crisis Text Line an,43 um Risikofaktoren in Textnachrichten und Emojis aufzudecken.44 Insgesamt bieten diese sehr frühen Versuche, KI zur Erkennung von Depression und Suizidabsichten einzusetzen, hoffnungsvolle Anzeichen dafür, dass es Besseres als die klassischen subjektiven und klinischen Risikofaktoren gibt. Besonders interessant ist, dass die Technologie sich eventuell zu einer Feedbackschleife entwickeln könnte: Geräte wie das Smartphone würden dann nicht nur die Diagnose erleichtern, sondern gleichzeitig auch als Therapiekanal dienen.


 Ein Ansatz besteht darin, die kognitive Verhaltenstherapie‌ (KVT) auf unsere Smartphones zu bringen. Die KVT ist eine Form der Psychotherapie, bei der traditionell intensive persönliche Sitzungen genutzt werden. Für diese Therapieform gibt es viele Definitionen. Die wichtigste besagt, dass damit maladaptive Denk- oder Verhaltensweisen verändert werden, um »Menschen beim Erkennen und Ändern negativer, selbstzerstörerischer Denkmuster zu unterstützen«.45 Die digitale Version der KVT lässt sich leichter definieren: Gesprächstherapie. Die Wirksamkeit bei der Behandlung von (zumindest milder bis moderater) Depression scheint ähnlich der von arbeitsintensiven Einzelsitzungen mit einem Experten für psychische Erkrankungen zu sein. Es gibt viele mobile KVT-Apps: Lantern, Joyable, MoodGYM, Ginger.io und andere. Eine Meta-Analyse von achtzehn randomisierten kontrollierten Studien mit mehr als 3.400 Patienten, die 22 Smartphone-Apps zur Behandlung von Depression einsetzten, zeigte eine deutliche Verbesserung; vor allem App‌s auf KVT-Basis waren besonders wirksam.46


 Alle betrachteten Apps bieten Möglichkeiten zur Interaktion mit anderen Menschen, aber nicht alle Apps bauen allein darauf. Wysa, ein Penguin-Chatbot‌, fand 50.000 Nutzer, die in nur drei Monaten eine Million Gespräche führten. Über fünfhundert schrieben in den Kommentaren, wie hilfreich das bei ihren psychischen Problemen war.47 Woebot setzt auf eine Instant-Messenger-App für die Nutzersitzungen. Am Anfang steht meist eine offene Frage, zum Beispiel »Was passiert gerade bei dir?« oder »Wie fühlst du dich?«. Mithilfe von Verarbeitung natürlicher Sprache werden der psychische Zustand des Nutzers und der Verlauf der Unterhaltung, den die KVT vorgibt, ermittelt. Der Kopf hinter diesem textbasierten und den Gemütszustand‌ einbeziehenden Gesprächs-Agenten ist Alison Darcy, ehemalige Mitarbeiterin der Stanford University. In einer kleinen randomisierten Studie mit 70 College-Studenten wurde Woebot‌ auf die Probe gestellt: Ein Teil der Studenten wurde einer normalen KVT zugewiesen, die anderen arbeiteten mit Woebot.48 Gegenüber der KVT kam es bei Woebot zu einer besseren Beteiligung, und es gab Anzeichen für einen Rückgang der Depression. Einige beschrieben den virtuellen Ratgeber49 als clever oder niedlich, andere schrieben ihm »eine Persönlichkeit wie eine Mischung zwischen Kermit, dem Frosch und Spock aus Star Trek« zu.50 Ein anderer für die Psychotherapie entwickelter Chatbot‌ ist X2AI; er erkennt umfangreiche Daten zu Ausdrucksweise, Diktion, Tippgeschwindigkeit sowie grammatischer Ausdrucksweise und stellt die Korrelation zum Gemütszustand her.51


 Wenn weitere Studien diese anfänglichen Ergebnisse ausbauen und im großen Maßstab zeigen, dass es positive Resultate gibt, könnten sich KVT und Chatbots bei der Behandlung psychischer Erkrankungen durchsetzen – ein echter Segen angesichts der wenigen Fachärzte auf diesem Gebiet. In den USA und anderen einkommensstarken Ländern werden mehr als die Hälfte der Menschen mit psychischen Erkrankungen nicht behandelt. In Ländern mit mittleren und niedrigen Einkommen sind es sogar 85 Prozent.52 Über 106 Millionen Menschen in den USA leben in Gegenden, in denen laut Bundesregierung ein Mangel an Experten für psychische Erkrankungen herrscht.53 In den Vereinigten Staaten kommen auf 100.000 Menschen weniger als 8 Psychiater, in den meisten Ländern mit mittleren Einkommen sogar deutlich weniger als einer (schlimmster Fall: Afghanistan mit 0,16).54 Obwohl virtuelle Ratgeber menschliche Experten niemals vollständig ersetzen können, haben sie doch das Zeug zum Turbolader der KI in der Medizin. Denn schließlich handelt es sich um eine reine Softwarelösung, die somit kostengünstig ist und durch den Einsatz von Deep Learning zunehmen besser werden kann. Wie Nick Romeo sagt: »KI-Ratgeber brauchen keine Flugtickets, nichts zu essen, keinen Schutz und kein Gehalt. Sie stecken problemlos zehntausende von Fällen weg und sind per SMS für jeden mit einem Mobiltelefon immer erreichbar.«55 Das gilt vor allem für junge Menschen, die besonders viele Dinge mit dem Smartphone tun und gleichzeitig zur Hauptrisikogruppe gehören: 74 Prozent der psychischen Erkrankungen treten vor dem Erreichen des 24. Lebensjahrs auf.56


 Zu den größten Bedenken gegenüber Chatbots und Smartphone-Apps bei psychischen Erkrankungen gehören Datenschutz‌ und Sicherheit. Macht man sich bewusst, dass diese Fragen größtenteils unbeantwortet sind, ist es eigentlich erstaunlich, welche Verbreitung Apps rund um psychische Erkrankungen finden. Ungeachtet des erzielten Fortschritts sind psychische Störungen nach wie vor stigmatisiert. Es geht um sehr intime Informationen und die meisten Menschen sind sehr besorgt darüber, dass es zu einem Datenleck und Verlust ihrer Privatsphäre kommen könnte. Woebot und Facebook sagen, dass sie keine Daten zu Gesicht bekommen und auch keine Daten verkaufen oder Anzeigen auf Basis von Nutzerinhalten ausliefern. Doch Sorgen um den Datenschutz, darunter auch Hacks psychologischer Krankengeschichten und Daten – ob mit dem Ziel des Verkaufs oder einfach »nur« als Diebstahl – bleiben ungeklärt.


 Es gibt auch ethische Bedenken, wenn Menschen mit Maschinen reden und ihnen persönliche Erfahrungen und Gefühle offenbaren. Allison Pugh verglich dies im New Yorker mit den 1959 vom Psychologen Harry Harlow durchgeführten Attrappenversuchen‌. Harlow stellte Rhesusaffen vor eine grausame Wahl: Sie mussten sich zwischen einer Ersatzmutter‌ aus Stoff und einer aus Draht, die aber Milch gab, entscheiden.57 Das Dilemma symbolisiert wichtige Entscheidungen für Menschen und ihre Maschinen. Die Bereitschaft verletzlicher Personen, ihre Schamgefühle einer Maschine anzuvertrauen, könnte tatsächlich die menschliche Fürsorge unterlaufen. Einige argumentieren, dass diese Form der KI-Behandlung sich letztendlich als schlimmer als gar keine Therapie erweisen könnte.


 Zum Abschluss dieser Betrachtung über die Möglichkeiten der KI‌ bei der Behandlung psychischer Erkrankungen möchte ich noch einen weiteren Aspekt aufgreifen: das Potenzial für mehr Lebensglück. Yuval Noah‌ Harari schreibt in seinem Buch Homo Deus‌, dass die Sicherstellung globalen Glücks zu den drei wichtigsten Zielen der sogenannten humanistischen Revolution‌ gehört. (Die anderen beiden sind die Maximierung der menschlichen Lebenserwartung und Macht). Er argumentiert, dass wir die Zivilisationen der Zukunft nicht mehr am Bruttoinlandsprodukt messen werden, sondern an der Bruttoglücksprodukt.58 Er behauptet sogar, dass Menschen kein wirkliches Interesse daran haben, etwas zu erschaffen, sondern vielmehr einfach glücklich sein möchten. Unsere Technologie und unser Wissen würde so fortschrittlich werden, dass wir das Elixier des wahren Glücks destillieren könnten, ohne dass ein Gott uns aufhält.


 Die von Harari beschriebene Welt ist offensichtlich noch sehr fern, wenn sie überhaupt jemals Realität wird. Doch wie Depression ist auch Glück etwas, das sich möglicherweise mit Technologie messen und verbessern lässt. Pascal Budner und seine Kollegen am MIT erfassten im Rahmen einer kleinen Studie mit 60 Teilnehmern über den Verlauf von zwei Monaten etwa 17.000 Datenelemente, darunter Herzfrequenz, Standort und Wetterbedingungen, mithilfe einer Smartwatch‌. Die Nutzer machten vier Mal täglich auf einem »Happimeter‌« durch Auswahl eines von neun Emojis Angaben zu ihrer Stimmung.59 Auch wenn die Studie nur wenig Erkenntnisse liefert, so handelt es sich doch um einen der ersten Versuche, KI einzusetzen, um Depressionen zu verstehen und zu tracken. Ohne jeden Zweifel befinden wir uns noch in der Frühphase der Definition des Glücks, und wir wissen, was die Hauptursache für seine Abwesenheit ist, nämlich psychische Erkrankungen. Der World Happiness Report 2017 bezog alle bekannten Faktoren wie Armut, Ausbildung, Berufstätigkeit, Partnerschaft, körperliche Gebrechen und psychische Leiden mit ein. In den vier untersuchten Ländern (USA, Australien, Großbritannien und Indonesien) waren psychische Leiden der Hauptfaktor für Leid und somit den Mangel an Glücklichsein‌.60


 Sie dürften mir zustimmen, wenn ich die Behauptung aufstelle, dass wir nicht die ganze Welt glücklich machen können. Dennoch müssen wir mit aller Kraft daran arbeiten, das globale Leid durch Depression zu bekämpfen. Die Biomarker-Revolution zur Digitalisierung der Depression und die Hilfsmittel der KI haben uns in eine gute Ausgangsposition für diesen Kampf versetzt.


 In der Vergangenheit haben wir körperlichen Leiden mehr Aufmerksamkeit gewidmet als der Psyche. Diese lassen sich leichter messen und behandeln und sind mit einem geringeren Stigma belegt. Doch uns könnte eine Revolution auf dem Gebiet der psychischen Erkrankungen bevorstehen: mehr Offenheit, neue, objektive Biomarker, die eine »Digitalisierung« der Psyche ermöglichen, und Therapien, die nicht allein auf menschliche Experten setzen. Angesichts der globalen Krise bei psychischen Erkrankungen und zunehmender Suizidzahlen sowie der gewaltigen Belastungen durch Depression‌ und unbehandelte psychiatrische Krankheiten könnte die KI sich als ein Heilmittel erweisen. Digitale Phänotypisierung‌ von Verhalten und Gemütszustand bietet zudem Vorteile über die Diagnose psychischer Krankheiten hinaus. Soziale Dynamiken und Verhaltensdynamik sind der Schlüssel zu einem ganzheitlichen, multimodalen Bild jeder Einzelperson, komplett mit physiologischen, biologischen, anatomischen und Umweltdaten. Die nahtlose Erfassung und Verarbeitung solcher Daten könnte dabei helfen, die Beziehung zwischen Stress und häufigen Krankheiten wie Bluthochdruck und Diabetes zu verstehen.


 Wie auch immer sich diese unterschiedlichen Faktoren in einem bestimmten Fall oder bei einem bestimmten Patienten zusammensetzen: Fachleute im Gesundheitswesen werden in jedem Fall den Einfluss der KI spüren. Wenn Radiologen als Torwächter unnötige Aufnahmen verhindern, dann kann das letztendlich dazu führen, dass weniger Fachpersonal für die Anfertigung dieser Aufnahmen benötigt wird. Wenn Daten aus medizinischen Unterlagen, genomischen Untersuchungen und von Sensoren mittels KI integriert und verarbeitet werden, können Apotheker bessere Tipps zu Verschreibungen geben und beispielsweise erklären, wo nicht mit der entsprechenden Wirkung des Medikaments zu rechnen ist oder welche schweren Nebenwirkungen auftreten könnten. Physiotherapeuten werden, wie ich am eigenen Leib erfahren durfte, vielleicht besser auf den Patienten eingehen und die Maßnahmen exakt auf ihn abstimmen. Generative Adversarial Networks‌ können Zahnkronen für Patienten genauer anfertigen, als ein Zahntechniker dies vermag. Das erleichtert Restaurationen in der Zahnmedizin‌.61 Rettungssanitäter in Kopenhagen wurden bereits von einem von Corti entwickelten KI-Assistenten unterstützt. Das Unternehmen nutzt Spracherkennung‌ und Daten aus Notrufen, um Herzinfarkt‌e mit hoher Genauigkeit vorherzusagen.62 Durch moderne Analysen und Ergebnisse, die Empfehlungen für die einzelnen Patienten enthalten, wird KI vermutlich dazu führen, dass Pflegekräfte und Assistenzärzte mehr Verantwortung übernehmen können. Wenn wir über die einzelnen Gruppen von Klinikern nachdenken, wird immer deutlicher, dass die KI zu einem umwälzenden Wandel führen kann. Doch das betrifft nicht nur die Kliniker, sondern auch die Summe aller Teile – die Menschen –, aus denen ein Gesundheitswesen besteht.


 Lösen wir uns also davon, wie KI Patienten und Klinikern von direktem Nutzen sein könnte, und betrachten wir im nächsten Kapitel, wie diese Hilfsmittel das Gesundheitswesen in seiner Gesamtheit verändern können.



Kapitel 9: 
KI und das Gesundheitswesen


 »Die Pflegekräfte tragen Kittel, aber die Kittel sind sehr, sehr sauber. Die Patienten sind woanders.«


 – ARTH‌UR ALLEN





 Vor ein paar Jahren – es war ein warmer, sonniger Nachmittag – fegte mein neunzig Jahre alter Schwiegervater seine Veranda. Plötzlich fühlte er sich schwach, und ihm war schwindelig. Er klappte zusammen, fiel auf die Knie, kroch in seine Wohnung und auf das Sofa. Als meine Frau Susan ein paar Minuten später eintrat (wir leben nur ein paar Minuten entfernt), zitterte er, war aber klar im Kopf. Ihre SMS erreichte mich gegen Ende meiner Sprechstunde: Ich möge bitte kommen.


 Als ich ankam, war er schwach und konnte nicht aus eigener Kraft stehen. Die Ursache für diesen Vorfall war nicht klar. Eine schnelle neurologische Untersuchung zeigte keine Auffälligkeiten: Sprache und Sehvermögen waren in Ordnung, Muskel- und Sinnesfunktionen bis auf ein leichtes Muskelzittern ebenfalls. Ein mittels Smartphone erstelltes EKG und eine Echokardiografie waren ebenfalls normal. Wohl wissend, dass die Idee nicht auf Begeisterung stoßen würde, schlug ich vor, in die Notaufnahme zu fahren, um der Sache auf den Grund zu gehen.


 John, ein im Zweiten Weltkrieg mit dem Purple Heart ausgezeichneter Veteran, war zuvor noch nie krank gewesen. Wir hatten ihn erst kurz zuvor in unser Genomsequenzierungsprogramm Wellderly (Anmerkung des Übersetzers: Wortspiel aus well = gut, gesund und elderly = ältere Menschen) am Scripps Research aufgenommen, in dem Menschen ab 85 Jahren mit einer bemerkenswerten »Gesundheitsgeschichte« untersucht wurden. Auch hatte er keine chronischen Krankheiten und nahm keine Medikamente wie Statine gegen hohes Cholesterin oder Medikamente gegen andere chronische Leiden. Seit ein paar Monaten war sein Blutdruck‌ leicht erhöht. Sein Internist hatte ihm Chlorthalidon dagegen verschrieben, ein schwaches Diuretikum. Das einzige Medikament, das er ansonsten im Laufe der Jahre eingenommen hatte, war ein tägliches »Baby-Aspirin« zur Vorbeugung.


 Nach ein wenig Überzeugungsarbeit stimmte er meinem Vorschlag zu, und wir drei machten uns auf den Weg zur Notaufnahme. Der diensthabende Arzt tippte auf einen Schlaganfall, aber ein CT des Kopfes zeigte keine Auffälligkeiten. Doch dann war das Blutbild fertig und zeigte einen dramatischen niedrigen Kalium‌wert von nur 1,9 mEq/l – ein solch niedriger Wert war mir zuvor nur selten untergekommen. Das konnte eigentlich nicht allein am Diuretikum liegen. John blieb die Nacht über im Krankenhaus, wo sein Kaliumwert intravenös und oral wieder angehoben wurde.


 Alles schien in Ordnung, doch einige Wochen später erbrach er plötzlich hellrotes Blut. Er sträubte sich so sehr dagegen, krank zu sein, dass er seiner Frau sagte, sie solle Susan nicht anrufen. Doch sie war in Panik und rief trotzdem an. Susan machte sich sofort auf und war kurz darauf dort. Überall war Blut: im Schlafzimmer, im Wohnzimmer und im Bad. Ihr Vater war bei vollem Bewusstsein, obwohl er weiter erbrach und sein Stuhl schwarz und teerartig aussah – zwei klare Anzeichen für eine große gastrointestinale Blutung. Der nächste Besuch in der Notaufnahme stand an. Einige Stunden später hatte er eine Untersuchung und Konsultation mit einem Facharzt für Magen-Darm-Krankheiten hinter sich. Eine eilig angesetzte Endoskopie zeigte, dass mein Schwiegervater an Ösophagusvarizen‌ litt, die für die Blutung verantwortlich waren.


 Um die Quelle der Blutungen zu finden, wurde John anästhesiert und er erhielt Fentanyl. Als er am Abend in sein Krankenzimmer kam, konnte er kaum ein paar Worte sprechen. Kurz darauf fiel er in ein tiefes Koma. In der Zwischenzeit lagen die Laborwerte vor: Seine Leberfunktionstests waren weit außerhalb der Norm, und die Ammoniakkonzentration im Blut war extrem hoch. Ein Ultraschall zeigte eine zirrhotische Leber‌. Schnell stand fest, dass die Ösophagusvarizen das Endstadium einer Lebererkrankung waren. Ein Mann, der neunzig Jahre lang bei bester Gesundheit gewesen war, lag plötzlich mit einer geschrumpften Leber im Koma. Er erhielt keine Infusionen oder Nahrungsergänzungen, aber die infolge des Leberversagens zu hohe Ammoniakkonzentration‌ wurde mit Lactulose-Einläufen reduziert. Die Aussichten auf eine nennenswerte Erholung lagen bei null. Der behandelnde und der Stationsarzt wie auch der Oberarzt empfahlen, eine Verfügung gegen Wiederbelebung auszustellen.


 Über die nächsten Tage bereiteten wir alles vor, damit er bei uns im Haus versorgt werden und daheim sterben könnte. An einem späten Sonntagabend, dem Abend bevor wir ihn abholen wollten, besuchten meine Frau und Tochter ihn in der Klinik. Beide waren in »Heilen durch Berührung« ausgebildet. Als Zeichen ihrer tiefen Liebe verbrachten sie einige Stunden bei ihm, in denen sie ihm etwas erzählten und ihm diese spirituelle Behandlung angedeihen ließen, während er im Koma lag.


 Am Montagmorgen traf sich meine Frau vor dem Krankenzimmer mit der Hospizschwester. Susan sagte ihr, dass sie vor den Formalitäten ihren Vater sehen wolle. Sie umarmte ihn und sagte: »Dad, wenn du mich hören kannst: Wir bringen dich heute nach Hause.« Johns Brustkorb hob sich, er öffnete die Augen, sah sie an und rief »Ohhhhhhh«. Auf die Frage, wer sie war, antwortete er »Sue«.


 Wenn es jemals einen Lazarus-Moment in unserer Familie gab, dann war es dieser. Alles wurde auf den Kopf gestellt, und es war keine Rede mehr davon, ihn zum Sterben nach Hause zu holen. Als das Hospiz-Team für den Transport kam, schickten wir sie wieder weg. Ein intravenöser Zugang wurde gelegt. Der an der Ostküste lebenden Teil der Familie wurde informiert, wie er dem Tod von der Schippe gesprungen war, damit sie ihn besuchen konnten. Am nächsten Tag rief John meine Frau an und bat sie, ihm etwas zu essen zu bringen.


 Aus dieser Zeit habe ich ein Bild klar vor Augen: John, der in seinem Rollstuhl draußen spazieren fährt. Zu diesem Zeitpunkt war er bereits zehn Tage im Krankenhaus. Er hing an zig Infusionen und hatte einen Foley-Dauerkatheter. Und er war blass wie ein Laken. Gegen den Wunsch seiner Pflegekräfte mummelte ich ihn ein und brachte ihn an einem schönen Herbstnachmittag nach draußen. Es ging auf dem Bürgersteig eine kleine Steigung vor dem Krankenhaus hoch, und der Wind wehte uns den Geruch von Eukalyptusbäumen entgegen. Wir redeten miteinander und mussten beide weinen. Bei ihm war es sicherlich die Freude, am Leben und bei seiner Familie zu sein. John war seit dem Tod meines Vaters zwanzig Jahre lang mein Ersatzpapa, und wir kannten uns schon fast vierzig Jahre, in denen wir uns sehr nahe standen. Ich hatte ihn mir nie krank vorstellen können, denn er war immer ein Fels in der Brandung, das sprichwörtliche Beispiel für Gesundheit. Nachdem er nun wieder bei vollen Sinnen war, fragte ich mich, wie viel Zeit uns wohl noch blieb. Eine Lebererkrankung im Endstadium ergab keinen Sinn, denn er hatte höchstens im moderaten Rahmen getrunken. Ein Bluttest zeigte Antikörper, die auf die entfernte Möglichkeit einer primär biliäre Zirrhose‌ hindeuteten – eine seltene Krankheit, die für einen mittlerweile 91-Jährigen (die ganze Familie hat seinen Geburtstag mit ihm im Krankenhaus gefeiert) eher unwahrscheinlich war. Was blieb, war Unsicherheit.


 Er lebte nicht mehr lange. Wir überlegten, die Ösophagusvarizen zu sklerosieren, um eine erneute Blutung zu verhindern, aber dafür wäre eine weitere Endoskopie erforderlich gewesen, an der er zuvor bereits beinahe gestorben war. Eine Woche vor seiner geplanten Entlassung erlitt er eine weitere Blutung und verstarb.


 Vorhersagen, Vorhersagen, Vorhersagen


 Was hat das mit den tiefgreifenden Veränderungen durch KI zu tun? Nun, die Geschichte meines Schwiegervaters weist Berührungspunkte mit verschiedenen Aspekten der Gesundheitsfürsorge‌ auf, bei denen das Zusammenspiel von Krankenhäusern und Patienten im Mittelpunkt steht.


 An vorderster Stelle steht unser Umgang mit dem Tod. Die Palliativpflege‌ als Gebiet der Medizin wächst schon heute rasant. Und ihr steht ein radikaler Wandel bevor: Neue Hilfsmittel werden entwickelt, mit denen sich anhand der Daten aus der elektronischen Krankenakte der Todeszeitpunkt mit bisher unerreichter Genauigkeit vorhersagen lässt. Gleichzeitig erhalten Ärzte einen Bericht mit allen Faktoren, die zu dieser Vorhersage geführt haben.1 Bei einer weiterführenden Validierung vermögen diese und ähnliche Deep-Learning-Unterfangen sich auf die Palliativpflegekräfte in mehr als 1.700 amerikanischen Krankenhäusern auszuwirken – das sind knapp 60 Prozent. Es gibt lediglich 6.600 staatlich geprüfte Palliativmediziner in den USA, also einen pro 1.200 Patienten. Mehr Effizienz ohne Kompromisse bei der Pflege ist da ein Muss. Weniger als die Hälfte der stationär aufgenommenen Patienten, die eine Palliativversorgung benötigen, erhalten diese auch.2 Von den Amerikanern, die gegen Lebensende gepflegt werden, möchten 80 Prozent zuhause sterben, aber dies ist nur wenigen vergönnt: 60 Prozent sterben im Krankenhaus.3


 Damit der Wunsch, in den eigenen vier Wänden zu sterben, erfüllt werden kann, muss es uns zuvorderst gelingen, den Tod‌eszeitpunkt möglichst genau zu bestimmen. Ärzten fällt das schon immer schwer. Im Laufe der Jahre haben Ärzte und Pflegekräfte das Screening-Programm Surprise Question genutzt, um zu entscheiden, ob Patienten bald sterben. Dabei denken sie über den Patienten nach und stellen sich die folgende Frage: »Würde es mich überraschen, wenn dieser Patient in den nächsten zwölf Monaten stirbt?« Eine systematische Betrachtung von 26 Studien mit Vorhersagen zu mehr als 25.000 Menschen zeigte eine Genauigkeit von unter 75 Prozent. Die Heterogenität dabei war bemerkenswert hoch.4


 Das Team um den Stanforder Informatiker Anand Avati hat einen Deep-Learning-Algorithmus‌ veröffentlicht, der anhand elektronischer Krankenakten den Todeszeitpunkt‌ vorhersagt. Obschon der Titel der Abhandlung, Improving Palliative Care with Deep Learning (Verbesserung der Palliativpflege mit Deep Learning) keinen Hinweis darauf gibt, handelt es sich zweifelsohne um einen Sterbealgorithmus‌.5 Als Sarah Palin im Zusammenhang mit der Gesundheitsgesetzgebung 2009 erstmals den Begriff death panels (zu Deutsch etwa »Todeslisten« oder »Todesausschüsse«) prägte, ging es noch um Ärzte. Doch jetzt reden wir über Maschinen. Ein tiefes neuronales Netz‌ (DNN) mit 18 Schichten konnte nach dem Training mit den elektronischen Krankenakten von knapp 160.000 Patienten die restliche Lebenserwartung für eine Testgruppe bestehend aus 40.000 Patientendatensätze mit erstaunlicher Genauigkeit vorhersagen. Der Algorithmus wählte prädiktive Merkmale aus, denen Ärzte keine Beachtung schenken würden, darunter die Anzahl der Aufnahmen – insbesondere der Wirbelsäule oder des Harnsystems, die sich als statistisch unter Wahrscheinlichkeitsgesichtspunkten als sehr aussagekräftig erwiesen – und das Alter der Person. Die Ergebnisse waren beeindruckend: Über 90 Prozent der Menschen, die gemäß dieser Vorhersage in den nächsten drei bis zwölf Monaten sterben sollten, starben tatsächlich. Ebenso hoch war die korrekte Klassifikation bei Menschen, denen eine Lebenserwartung von mehr als zwölf Monaten bescheinigt wurde. Bemerkenswert ist, dass die für den Algorithmus verwendeten Ground Truths‌ die ultimativen harten Daten waren – die tatsächlichen Todeszeitpunkte der 200.000 untersuchten Patienten. Dies war allein auf Grundlage der strukturierten Daten in den elektronischen Akten möglich: Alter, Behandlungen und Aufnahmen, Dauer des Krankenhausaufenthalts usw. Der Algorithmus griff nicht auf Laboruntersuchungen, pathologische Untersuchungsbefunde oder Scan-Ergebnisse zurück und erst recht nicht auf ganzheitliche Deskriptoren der einzelnen Patienten wie den psychologischen Zustand, den Lebenswillen, den Gang, die Kraft in der Hand oder viele weitere Parameter, die gemeinhin mit der Lebenserwartung‌ in Verbindung gebracht werden. Was wäre wohl möglich gewesen, wenn auch diese Faktoren eingeflossen wären? Vermutlich wäre die Klassifikationsrate um mehrere Größenordnungen angestiegen.


 Ein Sterbealgorithmus bedeutet gewaltige Änderungen in der Palliativpflege‌. Kein Wunder, dass es Unternehmen wie CareSkore gibt, die sich mit der Vorhersage des Todeszeitpunkts befassen. Doch die Prognose, ob jemand im Krankenhaus stirbt, ist nur eine Facette dessen, was neuronale Netze anhand der Daten in den Krankenakten vorhersagen können.6 Ein Team bei Google nutzte in Zusammenarbeit mit drei akademischen medizinischen Zentren die Daten von mehr als 216.000 Einweisungen von 114.000 Patienten und nahezu 47 Milliarden Datenpunkte, um jede Menge DNN-Prognosen zu stellen: Stirbt ein Patient, wie lange bleibt er, kommt es zu unerwarteten Wiedereinweisungen und die endgültige Entlassung wurden mit einer recht guten und für die untersuchten Krankenhäuser einheitlichen Genauigkeit vorhergesagt.7 Eine deutsche Gruppe setzte Deep Learning für mehr als 44.000 Patienten ein, um Aussagen über Tod in der Klinik, Nierenversagen und hämorrhagische Komplikationen nach einer Operation mit bemerkenswerter Genauigkeit zu treffen.8 Die KI DeepMind im US Department of Veterans Affairs sagt die medizinischen Resultate für mehr als 700.000 Veteranen voraus.9 KI wird auch eingesetzt, um vorherzusagen, ob ein Patient eine Herztransplantation überlebt10 und um die genetische Diagnose durch eine Kombination von elektronischen Krankenakten und Sequenzierungsdaten zu vereinfachen.11 In der Vergangenheit wurden mathematische Modelle und logistische Regression für solche Ergebnisdaten genutzt, aber der Einsatz von Maschinen und Deep Learning‌ in Verbindung mit viel größeren Datensammlungen hat zu einer gesteigerten Genauigkeit geführt.


 Daraus ergeben sich weitreichende Auswirkungen. Siddhartha Mukherjee sagt dazu: »Ich werde ein tiefes, ungutes Gefühl nicht los, wenn ich mir vorstelle, dass ein Algorithmus die Mortalität besser versteht als die meisten Menschen.«12 Offensichtlich können Algorithmen Patienten und ihren Ärzten helfen, eine Entscheidung zu treffen – unabhängig davon, ob es um die Schmerzlinderung oder die Heilung geht. Sie können sich darauf auswirken, wie Ressourcen im Gesundheitswesen eingesetzt werden, zum Beispiel Intensivstationen, Wiederbelebung oder Beatmungsgeräte. Auch die Verwendung solcher prädiktiver Daten durch Krankenversicherer bei der Kostenerstattung ist ein kritisches Thema.13


 Krankenhäuser sind der größte Kostenposten im Gesundheitswesen in den USA; sie machen etwa ein Drittel der jährlichen Ausgaben in Höhe von 3,5 Billionen US-Dollar aus. Bei den Krankenhäusern verursachen die Personalkosten den größten Anteil. Doch zentrales Thema vieler KI-Initiativen ist es, die Erstaufnahme oder Wiedereinweisung möglichst zu vermeiden. Hier spielt natürlich die Wirtschaftlichkeit eine wichtige Rolle, denn eine Wiedereinweisung innerhalb von dreißig Tagen nach der Einlieferung in das Krankenhaus ist möglicherweise nicht erstattungsfähig. Es gibt Bedenken und Diskussionen, ob der Versuch, die Wiedereinweisung zu beschränken, sich nachteilig auf die Gesundheit der Patienten auswirken kann.14


 Mehrere Studien haben die Prognose einer Wiederaufnahme stationärer Patienten innerhalb eines Monats nach der Entlassung untersucht und dabei Faktoren gefunden, die von Ärzten nicht berücksichtigt werden. So hat das Mount Sinai in New York City elektronische Krankenakten, Verschreibungen, Labordaten, Behandlungen und Lebenszeichen für eine solche Studie verwendet und eine Klassifikationsrate von 83 Prozent für eine relativ kleine Kohorte erzielt.15 Eine sehr viel größere Gruppe mit 300.000 Patienten wurde zum Trainieren und Validieren des DeepR-Analytics-DNN eingesetzt,16 das im Vergleich mit anderen Ansätzen wie DoctorAI17 und DeepCare‌ gut abschnitt. Viele Start-ups und akademische Zentren verfolgen dieses Ziel und ein KI-gestütztes Fallmanagement. Intermountain Healthcare, University of Pittsburgh Medical Center und Sutter Health gehören zu den Early Adpotern bei der Implementierung solcher Algorithmen.


 Zu den kühneren Zielsetzungen gehört die Prognose von Krankheiten bei Patienten ohne klassische Symptome. Ein Team an der Tsinghua-Universität in Peking konnte anhand der Daten aus über 18.000 echten Krankenakten sechs häufige Krankheiten genau diagnostizieren: Bluthochdruck, Diabetes, chronisch obstruktive Lungenerkrankung (COPD), Herzrhythmusstörungen, Asthma und Gastritis.18 Allein auf Grundlage von 18 Laboruntersuchungen konnten bestimmte Erkrankungen wie Nierenerkrankungen von einem DNN für eine große Kohorte bestehend aus knapp 300.000 Patienten, die über einen Zeitraum von acht Jahren beobachtet wurden, erkannt werden.19 Das Team am Mount Sinai studierte die elektronischen Krankenakten von 1,3 Millionen Patienten, um fünf Krankheiten – Diabetes, Demenz, Gürtelrose (auch Zoster genannt), Sichelzellenanämie und Aufmerksamkeitsdefizitsyndrom – mit sehr hoher Genauigkeit prognostizieren. Damit man diese Erkrankungen verhindern kann, müssen zwei Dinge gegeben sein: Algorithmen, die sich auf Krankenakten, Laboruntersuchungen und andere Daten stützen, müssen ihre Zuverlässigkeit bei der Prognose dieser Krankheiten in weiteren Untersuchungen unter Beweis stellen. Außerdem muss es wirksame Behandlungsmethoden für diese Krankheiten geben. Wenn beides zutrifft, könnten die Algorithmen nicht nur einen Beitrag zur Linderung menschlicher Leiden leisten, sondern auch Arbeitgebern und Versicherungsgesellschaften helfen, ihre Kosten zu senken. Bisher wurden sämtliche Vorhersagen jedoch in silico, also anhand vorhandener Datenmengen in Maschinen, getroffen, nicht in einer echten klinischen Umgebung. In einer Auswahl von fünfzehn Studien, die verschiedene Dinge prognostizierten (Tabelle 9.1), gab es bei den meisten davon deutliche statistisch-methodische Mängel und eine recht große Variabilität der Probengröße und der Klassifikationsrate.20 Wir wissen einfach noch nicht, wie gut KI bei der Prognose klinischer Ergebnisse ist.


 Möglicherweise hätte die schwere Lebererkrankung‌ meines Schwiegervaters im Rahmen seiner Laboruntersuchungen bei der ersten Einweisung erkannt werden können, da dort der kritisch niedrige Kaliumwert zu sehen war. KI-Algorithmen hätten vielleicht die zugrunde liegende Ursache erkennen können, die bis heute nicht geklärt ist. Das Beispiel meines Schwiegervaters weist viele Elemente auf, die kein Algorithmus je erfassen könnte. Auf Grundlage der Laborwerte, des Leberversagens, seines Alters und der fehlenden Reizantwort waren seine Ärzte überzeugt davon, dass er nicht mehr aufwachen und vermutlich binnen weniger Tage sterben würde. Ein prädiktiver Algorithmus‌ wäre somit völlig zu Recht zu dem Schluss gekommen, dass mein Schwiegervater den Krankenhausaufenthalt nicht überlebt. Aber damit wüssten wir nichts darüber, was wir tun sollten, während mein Schwiegervater oder jeder andere Patient noch lebt. Wenn es um Leben und Tod geht, sind Maschinen und Algorithmen nicht genug. Selbst die Ärzte konnten nicht voraussehen, dass er wieder zu Bewusstsein kommen und seinen Geburtstag im großen Familienkreis feiern, in Erinnerung schwelgen, lachen und sich der Zuneigung erfreuen würde. Ich habe keine Ahnung, ob es die heilende Berührung war, die zu seiner »Wiederauferstehung« beigetragen hat. Meine Frau und Tochter haben gewiss ihre eigene Meinung dazu. Doch eines ist klar: Wenn wir alle Bemühungen um sein Leben aufgegeben hätten, hätten wir ihm damit die Möglichkeit genommen, seine Familie zu sehen, sich zu verabschieden und seine tiefe Liebe auszudrücken. Kein Algorithmus kann uns sagen, ob das von Bedeutung ist.


  Tabelle 9.1: Fünfzehn Studien, in denen KI zur Prognose klinischer Ergebnisse verwendet wurde

   	Prognose




 	N




 	AUC‌




 	Referenz 




 


 

   	Krankenhaussterblichkeit, ungeplante Wiederaufnahme, verlängerter stationärer Aufenthalt, Diagnose bei der endgültigen Entlassung 




 	216.221 




 	0,93*


 0,75+


 0,85# 




 	Rajkomar et al.,


 Nature NPJ Digital


 Medicine, 2018 




 


  	Gesamtmortalität 3–12 Monate 




 	221.284 




 	0,93^ 




 	Avati et al., arXiv, 2017 




 


  	Wiederaufnahme 




 	1.068 




 	0,78 




 	Shameer et al., Pacific-Symposium Biocomputing, 2017 




 


  	Sepsis 




 	230.936 




 	0,67 




 	Horng et al., PLOS One, 2017 




 


  	Septischer Schock 




 	16.234 




 	0,83 




 	Henry et al., Science, 2015 




 


  	Schwere Sepsis 




 	203.000 




 	0,85@ 




 	Culliton et al., arXiv, 2017 




 


  	Infektion mit Clostridium difficile 




 	256.732 




 	0,82++ 




 	Oh et al., Infection Control and Epidemiology, 2018 




 


  	Entwicklung von Krankheiten 




 	704.587 




 	Bereich 




 	Miotto et al., Scientific Reports, 2018 




 


  	Diagnose 




 	18.590 




 	0,96 




 	Yang et al., Scientific Reports, 2018 




 


  	Demenz 




 	76.367 




 	0,91 




 	Cleret de Langavant et al., J Internet Med Res, 2018 




 


  	Alzheimer (+ Amyloid-Abbildung) 




 	273 




 	0,91 




 	Mathotaarachchi et al., Neurobiology of Aging, 2017 




 


  	Mortalität nach Krebs-Chemotherapie




 	26.946 




 	0,94 




 	Elfiky et al., JAMA Open, 2018 




 


  	Krankheitsausbruch (133 Zustände) 




 	298.000 




 	Bereich 




 	Razavian et al., arXiv, 2016 




 


  	Suizid 




 	5.543 




 	0,84 




 	Walsh et al., Clinical Psychological Science, 2017 




 


  	AUC: Fläche unter der Kurve (Area Under Curve), eine Größe zur Angabe der Genauigkeit; LOS: Länge des stationären Aufenthalts (Length of Stay); N: Anzahl der Patienten (Trainings- und Validierungsdatenmengen), *Krankenhaussterblichkeit, +ungeplante Wiederaufnahme, #verlängerter stationärer Aufenthalt, ^alle Patienten, @strukturierte und unstrukturierte Daten, ++an der Universität Michigan




 


 

 








 Arbeitskräfte und Arbeitsabläufe im Gesundheitswesen


 Es gibt viele Einsatzmöglichkeiten für K‌I in Krankenhäusern und bei anderen Anbietern im Gesundheitswesen, die weit über die Vorhersage des Todes und wichtiger Ergebnisse hinausgehen. Im Jahr 2017 war das Gesundheitswesen nach Anzahl der Arbeitsplät‌ze die Nummer 1 unter den US-Branchen und überholte damit den Einzelhandel.21 Mehr als 16 Millionen Menschen sind in dieser Branche beschäftigt, und in den Jahren 2017 und 2018 wurden jeweils weit über 300.000 neue Stellen geschaffen. Fast einer von acht Amerikanern ist im Gesundheitswesen angestellt.22 Prognosen der US-Behörde für Arbeitsmarktstatistik (US Bureau of Labor Statistics) geben für die nächsten zehn Jahre das stärkste Wachstum in Berufen rund um die Gesundheitsfürsorge an. Als Beispiele werden private Pflegekräfte (754.000), Mitarbeiter von Pflegediensten (425.000), Arzthelfer und Arzthelferinnen (40.000), klinische Pflegeexper‌ten und -expertinnen (nurse practitio‌ners oder kurz NPs) (56.000) und Krankengymnasten (27.000) angeführt. Da das Personal in den USA mit über 3,5 Billionen Dollar jährlich der größte Kostentreiber im Gesundheitswesen ist, wundert es nicht, dass darüber nachgedacht wird, wie KI bestimmte Abläufe automatisieren und dieses ungezügelte Wachstum und die zugehörigen Kosten bremsen kann. Katherine Baicker von Harvard bringt es auf den Punkt: »Die Schaffung neuer Stellen in der Gesundheitsfürsorge und die Begrenzung der Kosten für die Gesundheitsfürsorge auf ein erschwingliches Maß sind nicht miteinander kompatibel.«23


 Einige Volkswirtschaftler sagen, dass das Aufkommen neuer Berufe im Gesundheitswesen in dem Maße oder sogar noch schneller zunehmen wird, in dem KI diese Aufgaben übernehmen kann. Doch Kai-Fu Lee, eine führende KI-Autorität, ist anderer Meinung: »Schon bald wir klar sein, dass die Hälfte unserer Aufgaben besser und nahezu ohne Kosten von der KI übernommen werden kann. Wir werden den rasantesten Wandel seit Menschengedenken erleben – und wir sind darauf nicht vorbereitet.«24


 Krankenhäuser, Kliniken und andere Anbieter im Gesundheitswesen beschäftigen Menschen, um medizinische Unterlagen zusammenzufassen und dabei die korrekten Abrechnungscodes für Krankenversicherer zu ermitteln. Und sie beschäftigen viele weitere Personen, die sich nur um Zahlungsabwicklung und Beschwerden kümmern. Die American Academy of Professional Coders hat mehr als 175.000 Mitglieder, die ein durchschnittliches Gehalt von 50.000 Dollar erhalten, um die korrekten Leistungen und Codes nach Gebührenordnung herauszusuchen. Interessanterweise kostet das Erstellen der Rechnung für einen Arztbesuch in den USA mehr als 20 Dollar; das sind 15 Prozent der Gesamtkosten. In der Notaufnahme sieht es noch schlimmer aus: Die Kosten für die Rechnungslegung machen mehr als 25 Prozent der Einnahmen aus.25 Insgesamt entfallen in den Vereinigten Staaten von Amerika über 20 Prozent der Gesundheitsausgaben‌ auf die Verwaltung.26 Die händische Belegungsplanung von OP-Sälen und das Erstellen der Dienstpläne für Stationen und Ambulanzen in Krankenhäusern ist erstaunlich ineffizient. Ein Großteil der Arbeit bei der Terminvergabe ließe sich mittels Verarbeitung natürlicher Sprache‌ erledigen, wobei weiterhin ein Mensch bei Problemen eingreifen könnte. Bereits heute nutzen einige Anbieter Algorithmen, um nicht zu Terminen erscheinende Patienten vorherzusagen. Das ist deshalb so wichtig, weil bei der Nichtwahrnehmung von Terminen Leerlauf bei vielen Mitarbeitern entsteht. Sogar der Einsatz von Sprachassistenten‌ wie AIVA von Inovia anstelle von oder zusätzlich zu den Rufsystemen in Krankenhäusern kann die Produktivität steigern.27


 In all diesen Bereichen kann KI zum Einsatz kommen und für mehr Effizienz sorgen. Zu den aktuellen Bemühungen auf diesem Gebiet gehört Qventus. Diese Plattform nutzt multimodale Daten aus elektronischen Krankenakten, Dienstplänen, Terminplänen, Abrechnungssystemen und Pflegerrufsystemen, um Abläufe in der Notaufnahme, in OP-Sälen und in Klinikapotheken vorherzusagen. Das Unternehmen spricht von deutlich weniger Patienten, die im Krankenhaus stürzen,28 die die Notaufnahme ohne Arztgespräch wieder verlassen, und einer kürzeren Wartezeit bis zum Arztgespräch.29 Unternehmen wie Conversa Health, Ayasdi, Pieces Tech und Jvion setzen ebenfalls auf KI für Logistikaspekte und zur Verbesserung der Effizienz und Patientenbeteiligung.30


 Ein Beispiel für die Optimierung von medizinischen Abläufen‌ ist ein Notaufnahmeprogramm, das von MedStar Health, dem größten Anbieter im Gesundheitswesen in Washington (DC), initiiert wurde. In den Unterlagen der meisten Patienten, die eine Notaufnahme aufsuchen, gibt es etwa 60 Dokumente. Es dauert seine Zeit, bis die Kliniker diese Daten geprüft und verstanden haben. MedStar hat ein Machine-Learning-System entwickelt, das die gesamte Patientenakte‌ im Schnellverfahren erfasst und Empfehlungen zu den akuten Symptomen ausspricht, sodass Ärzte und Pflegekräfte mehr Zeit für die Betreuung der Patienten haben.31 Ein weiteres Beispiel ist die Automatisierung medizinischer Aufnahmen‌; hier geht es um mehr als das Einlesen von MRTs. Ein von der FDA genehmigter Algorithmus namens Deep Ventricle ermöglicht die rasche Analyse des Blutflusses des Herzens. Statt nun eine Stunde auf das Abnehmen und Untersuchen des Bluts von Hand zu verwenden, liegen die Ergebnisse nach einem 15-sekündigen Scan vor.


 Auch bessere Abläufe rund um medizinische Bildgebungen finden vermehrt Verbreitung. Mithilfe von Deep-Learning-Algorithmen für die Bildwiederherstellung haben mehrere Abhandlungen festgestellt, dass die Erfassung und Verarbeitung der Aufnahmen weniger Zeit benötigt und gleichzeitig die Bildqualität gestiegen sowie die Strahlendosis‌ gesunken ist. Derartige Verbesserungen könnten zu den ersten Dingen gehören, in denen KI die Sicherheit und den Komfort steigert und die Kosten senkt.32 Ein anderer Bereich ist die Bestrahlung bei Krebs. Forscher am University College London und von DeepMind haben einen automatischen Deep-Learning-Algorithmus eingesetzt, um die Beurteilung von Schichtbildern bei Patienten mit Kopf- und Halskrebs deutlich zu beschleunigen. Die Leistung ähnelt dabei erfahrenen Strahlenonkologen.33 Deep-Learning-Algorithmen in der Bildsegmentierung haben das Zeug dazu, sowohl Genauigkeit von als auch Abläufe für Scans gegenüber den bisherigen Algorithmen und menschlichen Analysen erheblich zu verbessern.


 Eine bessere Vorhersage wichtiger Diagnosen in Echtzeit ist ebenfalls das Ziel von KI-Bemühungen. Das ist speziell in Krankenhäusern extrem wichtig, denn zu den großen Herausforderungen im Klinikalltag gehört es, Infektionen zu behandeln, die Patienten erst dort bekommen. Zu den häufigen Infektionskrankheiten‌ im Krankenhaus gehört die Sepsis‌ – sie allein ist für 10 Prozent der Wiederaufnahmen auf Intensivstationen in den USA verantwortlich. Ihre Behandlung kostet jedes Jahr mehr als 10 Milliarden Dollar und ist dabei häufig nicht einmal erfolgreich: In Amerika sind 20 bis 30 Prozent der Todesfälle bei stationären Patienten die Folge einer Sepsis. Eine frühzeitige Diagnose ist überaus wichtig, denn der Zustand der Patienten kann sich sehr schnell verschlechtern. Das geschieht oft so schnell, dass das passende Antibiotikum nicht ausgewählt, verabreicht und wirken kann. Eine retrospektive Studie von Suchi Saria am Johns Hopkins Medicine nutzte die Daten von 53.000 stationären Patienten mit nachgewiesener Sepsis, für die auch Vitalwerte, elektronische Krankenakte‌n, Laborwerte und Demographie hinterlegt waren, um herauszufinden, ob sich die Krankheit schneller als bisher erkennen lässt. Leider war die Genauigkeit des Algorithmus (mit einer Reciver-Operating-Characteristic‌ oder ROC von ca. 0,70) nicht wirklich ermutigend.34 Eine weitere tödliche Krankenhausinfektion ist Clostridium difficile, kurz C. diff. Auch sie ist Gegenstand von KI-Untersuchungen. Hier sehen die Daten ein wenig besser aus. C. diff ist in den USA jedes Jahr für etwa 30.000 Todesfälle verantwortlich und wird bei über 450.000 Patienten diagnostiziert.35 Erica Shenoy und Jenna Wiens haben einen Algorithmus entwickelt, um für 374.000 stationäre Patienten in zwei großen Krankenhäusern anhand von mehr als 4.000 strukturierten Variablen aus den Krankenakten eine Risikoeinstufung vorzunehmen. Für die beiden Krankenhäuser ergaben sich ROCs von 0,82 bzw. 0,75, wobei viele Merkmale spezifisch für das jeweilige Haus waren.36 Mithilfe automatisierter Warnungen bei einem hohen Risiko für C. diff lässt sich das Eintreten dieser lebensbedrohlichen Infektion künftig hoffentlich eindämmen.


 Das Verhindern von Krankenhausinfektionen‌ (auch nosokomiale Infektionen genannt), die einer von fünfundzwanzig Patienten von Pflegekräften oder einfach der Umgebung bekommt, gehört ebenfalls zu den großen Herausforderungen. Wir wissen zum Beispiel, dass fehlendes oder unzureichendes Händewaschen wesentlich zu diesen Infektionen beiträgt. Für das Paper Towards Vision-Based Smart Hospitals hat das Team um Albert Haque von der Stanford University Deep Learning und maschinelles Sehen genutzt, um die Handhygiene von Klinikern und Chirurgen im Stanford-University-Krankenhaus unaufdringlich mit Videobildern und Tiefensensoren zu erfassen. Die Technologie war in der Lage, den Reinheitsgrad der Hände mit einer Klassifikationsrate von mehr als 95 Prozent zu bestimmen (Abbildung 9.1).37 Derartige Sensoren nutzen Infrarotlicht, um Umrisse anhand des Abstands zwischen Sensoren und Zielen zu erstellen. Sie ließen sich in den Fluren, OP-Sälen und sogar neben den Betten der Patienten anbringen, um Computer Vision als Aufpasser zu etablieren.


 Tatsächlich bietet maschinelles Sehen‌ große Chancen für das Erkennen von Mustern mittels Deep Learning in der dynamischen, von optischen Eindrücken geprägten Krankenhausumgebung. Gerade die Intensivstation kann von maschinellem Sehen profitieren. Reinforcement Learning‌ wurde und wird bereits als datengestütztes Mittel eingesetzt, um Patienten nach einer mechanischen Beatmung wieder an das selbsttätige Atmen zu gewöhnen – bisher war dies ein sehr arbeitsaufwändiger und fehleranfälliger Prozess, der sorgfältig klinisch überwacht werden musste.38


 Die Videoüberwachung‌ von Patienten kann feststellen, wenn das Risiko besteht, dass der Endotrachealtubus (Atemschlauch) herausgezogen wird. Auch andere Parameter, die von Vitalzeichen‌ nicht erkannt werden, lassen sich damit erfassen, um so die Pflegekräfte zu entlasten. Das von CSAIL am MIT entwickelte ICU-Intervene-DNN hilft Ärzten bei der Vorhersage, wann ein Patient mechanisch beatmet werden muss oder Vasopressoren und Flüssigkeit verabreicht oder andere Maßnahmen ergriffen werden müssen, um den Blutdruck zu stützen.39 Ein anderer CSAIL-Algorithmus hilft beim Festlegen des optimalen Entlassungszeitpunkts aus der Intensivstation, um die Dauer des Krankenhausaufenthalts zu verkürzen und die Mortalität zu verhindern.40 Es gibt auch Ansätze auf der Intensivstation, mit denen Pflegekräfte durch eine automatisierte Kameraüberwachung oder algorithmische Verarbeitung der Vitalzeichen entlastet werden sollen.


 Der Einsatz von maschinellem Sehen und Umgebungssensoren steht noch ganz am Anfang, aber es gibt deutliche Anzeichen, dass diese Art der KI die Sicherheit der Patienten und die Effizienz der Abläufe verbessern kann. Maschinelles Sehen dürfte sich auch auf das Legen zentraler Venenkatheter‌ (auch zentralvenöser Zugang genannt) auswirken. Da es sich um invasive Zugänge handelt, bergen sie ein hohes Infektions- und Komplikationsrisiko, zum Beispiel eine kollabierte Lunge oder die Verletzung einer Hauptschlagader. Indem die korrekte Verfahrensweise – sowohl was Sterilität als auch das Legen des Zugangs betrifft – überwacht wird, lässt sich die Sicherheit erhöhen. OP-Säle könnten durch den Einsatz von maschinellem Sehen‌ ebenfalls einem Wandel unterliegen: Personal, Instrumente und Abläufe ließen sich analysieren.41 Ein weiteres Gebiet für maschinelles Sehen ist das Verhindern von Stürzen, durch rechtzeitiges Erkennen und Eingreifen bei riskanten Patientenbewegungen oder unsicherem Gang.
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Abb. 9.1: Mittels maschinellem Sehen klassifizierte Handhygiene‌. (Quelle: nach A. Haque et al., »Towards Vision-Based Smart Hospitals: A System for Tracking and Monitoring Hand Hygiene Compliance«, arXiv (2017): https://arxiv.org/abs/1708.00163.)





 Ein ähnliches Unterfangen befasst sich mit der automatisierten Warnung zur Beschleunigung der Diagnose und Behandlung von Schlaganfällen. Die FDA hat von Viz.ai entwickelte Algorithmen zur Suche von Anzeichen für Schlaganfälle in Hirn-CTs genehmigt. Damit können Neurologen und Pflegekräfte schnell ermitteln, ob und welche Art von Schlaganfall‌ bei einem untersuchten Patienten aufgetreten ist. Therapien zur Senkung der Folgen von Hirnschäden wie das Auflösen oder Entfernen von Gerinnseln (Thrombektomie) wurden validiert: Dieses KI-Tool hilft somit bei bestimmten Arten von Schlaganfällen, den Eingriff möglichst schnell vorzunehmen. Das ist extrem wichtig: In jeder Minute, die ein Gerinnsel die Blutversorgung unterbricht, verlieren wir etwa zwei Millionen Hirnzellen.42 Zeitlich noch früher können Rettungssanitäter das 2018 von der FDA genehmigte Lucid Robotic System zur Erkennung von Schlaganfällen einsetzen. Dieses Gerät wird auf den Kopf des Patienten gesetzt und sendet Ultraschallwellen durch das Ohr ins Hirn. Eine KI-Mustererkennung‌ hilft dann bei der Diagnose eines Schlaganfalls, damit das Krankenhaus im Vorfeld über die anstehende Gerinnselentfernung informiert werden kann.43


 Eine weitere wichtige Änderung, die den medizinischen Arbeitsablauf innerhalb und außerhalb von Krankenhäusern verändern wird, ist die Art und Weise, wie die KI nicht-ärztliche Versorgungskräfte befähigen wird, mehr Aufgaben zu übernehmen. In den USA praktizieren etwa 700.000 Ärzte, die von ungefähr 100.000 Assistenzärzten und 240.000 klinischen Pflegeexperten und -expertinnen (NPs) unterstützt werden – ein Verhältnis von etwa 2 zu 1. Da so viele KI-Algorithmen zur Unterstützung von Klinikern entwickelt werden, dürften die Unterschiede zwischen diesen drei Gruppen zukünftig geringer werden. Es ist zu erwarten, dass Assistenzärzte und NPs in den kommenden Jahren eine wichtigere Rolle einnehmen werden.44 Die kritische Beurteilung des KI-Einsatz‌es im Gesundheitswesen darf hier nicht unerwähnt bleiben: Nutzerforschung, gut durchdachte Systeme und eine wohlüberlegte Aufbereitung der Entscheidungen auf Grundlage von Nutzen-Risiko-Modellen sind erforderlich. Darin unterscheidet sich dieser Aspekt von der Einführung der elektronischen Krankenakte, bei der viele dieser wichtigen Punkte nicht berücksichtigt wurden, was sich sehr nachteilig auf die tägliche Patientenbetreuung ausgewirkt hat.





 Eine Welt ohne Krankenhauszimmer


 Ein noch kühneres Unterfangen ist die geplante »Auslöschung« der Krankenhäuser in ihrer jetzigen Form.45 Intensivstationen, OP-Säle und Notaufnahmen werden ohne Frage auch in Zukunft benötigt. Doch das normale Krankenzimmer, das derzeit den meisten Raum einnimmt, könnte durchaus zu einem Relikt der Vergangenheit werden. Einen Ausblick auf eine solche Zukunft bietet die virtuelle Pflege‌station des Mercy Hospitals in St. Louis.46 Hier gibt es Pflegekräfte und Ärzte, die mit den Patienten sprechen und an Bildschirmen die zugehörigen Daten aufrufen oder auf Alarme reagieren können. Aber es gibt keine Betten. Es handelt sich um das erste virtuelle Krankenhaus in den Vereinigten Staaten. Es wurde zum Preis von 300 Millionen Dollar gebaut und 2015 eröffnet. Die Patienten befinden sich entweder in Intensivstationen oder in ihrem eigenen Schlafzimmer. Ganz nach Bedarf erfolgt eine sorgfältige, mehr oder weniger umfangreiche Überwachung aus der Ferne. Auch bei Patienten ohne Symptome können die KI-Beobachtungsalgorithmen Warnsignale erkennen und den Kliniker alarmieren. Der Einsatz hochmoderner Algorithmen zur Echtzeiterkennung einer möglichen Sepsis oder Herzmuskelschwäche aus der Ferne schon vor deren Auftreten ist verführerisch. Und obwohl diese »Fernüberwachung‌« auf den ersten Blick kalt oder unmenschlich erscheint, sieht es in der Praxis anders aus: Es herrscht ein Klima der »berührungslosen Nähe« vor. Pflegekräfte auf der virtuellen Pflegestation gehen regelmäßig und individuell über lange Zeit auf viele Patienten ein. Patienten erleben diese Betreuung laut eigener Aussage, »als würden sich 50 Großeltern um einen kümmern«.47


 Doch nicht nur ältere Patienten‌ mit akuten Krankheiten profitieren: KI wird auch genutzt, um den Senioren ein eigenständiges Leben in ihrer gewohnten Umgebung zu ermöglichen, sodass sie nicht in ein Pflegeheim umziehen oder regelmäßig von Pflegediensten besucht werden müssen. Es gibt viele Start-ups, die Sensoren und Algorithmen zur Überwachung des Gangs, des Pulses, der Körpertemperatur, der Stimmung, der Kognition, der körperlichen Aktivität usw. entwickeln. Mit KI-Tools zur Verbesserung von Seh- und Hörvermögen lässt sich die Sinneswahrnehmung unterstützen – auch das ein Beitrag zu mehr Sicherheit und Lebensqualität. Ein Beispiel ist die App Aipoly: Personen mit stark eingeschränktem Sehvermögen richten einfach ihr Smartphone‌ auf ein Objekt, und die KI beschreibt es per Sprachausgabe. Auch Farben werden so benannt. Sensoren, die Stürze erkennen, lassen sich im Boden einbauen. Andere Roboterassistenten‌ sehen aus wie Haustiere oder basieren auf Spracherkennung ähnlich Alexa (darunter ElliQ von Startup Robotics). Diese KI in Hardwareform fördert eine unabhängige Lebensführung.48


 Die Überwachung aus der Ferne bietet gewaltiges Potenzial für die Zukunft. Jede Nacht im Krankenhaus wird mit durchschnittlich 4.700 Dollar in Rechnung gestellt. Da lohnt es sich schon nach kürzester Zeit, die Kosten für die Geräte und Datenübertragung in den eigenen vier Wänden zu übernehmen. Weitere Vorteile sind die gewohnte Umgebung und das wegfallende Risiko von Krankenhausinfektionen oder schlaflosen Nächten als Folge ständiger Alarmtöne. Bisher ist die Station in St. Louis noch ein Einzelfall, und es zeigt sich kein Trend hin zu diesem für Patienten, die nicht auf der Intensivstation betreut werden müssen, vorteilhaften Modell. Das hat diverse Gründe. Einige sind technologischer Natur, andere regulatorischer Natur. Zwar gibt es geprüfte und aktuell von vielen Anbietern im Gesundheitswesen eingesetzte Systeme zur automatischen Überwachung von Vitalzeichen, darunter Visi von Sotera Wireless, aber kein Gerät wurde bisher von der FDA für den Einsatz in der eigenen Wohnung genehmigt. Ohne eine solche FDA-Genehmigung für die Nutzung von automatischen, genauen, kostengünstigen und an Überwachungszentren angebundene Apparate in den eigenen vier Wänden geht es nicht voran. Auf kurze Sicht noch störender ist das Fehlen von Erstattungsmodellen für eine solche Überwachung. Das liegt auch an der langwierigen Einführung neuer Abrechnungscodes für die Medicare- und private Krankenversicherungen‌.





 Krankenversicherungen und Arbeitgeber


 Doch auch ohne Klärung der Kostenübernahme‌ für medizinische KI daheim bietet diese Technologie den großen Akteuren – nämlich Krankenversicherungen‌ und Arbeitgeber‌n – enormes Potenzial. Das Motiv ist ganz simpel: Kostensenkung‌. Die Öffentlichkeit hat ein sehr negatives Bild von den Versicherungen, denn allzu häufig werden Leistungen verweigert, die aus Patientensicht notwendig sind. Oft übernehmen die Versicherungen auch nur einen geringen Teil der Kosten für die Behandlung oder Pflege. Was wir keinesfalls benötigen, sind neue Algorithmen, die Zahlungen verweigern oder die Versicherten schlechter stellen – doch auch das wäre mit KI möglich.


 Als Berater für die Blue Cross Blue Shield Association (die Landeszentrale, die den 37 regionalen Krankenversicherungen in den USA vorsteht), habe ich bereits feststellen können, dass KI für bestimmte Aufgaben gern verwendet wird. Dazu gehören smartere Algorithmen für Patienten mit Diabetes, die mehr als nur Wenn–Dann-Regeln darstellen (wie es Stand der Technik ist). Stattdessen arbeiten diese Algorithmen vorausschauend und nutzen Deep Learning für den einzelnen Patienten, wobei wesentliche Kovariate wie tägliches Gewicht, Schlaf, Ernährung, Stress und körperliche Aktivität des Patienten einfließen. Die Zusammenarbeit mit Onduo, einem Unternehmen, das solche Algorithmen im Kampf gegen Diabetes entwickelt, unterstreicht diese Bereitschaft. Da Diabetes die häufigste der teuren chronischen Erkrankungen ist, arbeiten einige Krankenversicherer mit diversen Unternehmen wie Virta oder Livongo an virtuellen Schulungsangeboten, mit denen die Krankheit bestmöglich kontrolliert und behandelt werden kann (vgl. Kapitel 11).


 Als ich Ende 2017 das Leadership-Team der UnitedHealth Group besuchte, zeigte mir der neue CEO David Wichmann, wie die Organisation KI für viele spezifische Anwendungen nutzt. So wird die Verarbeitung natürlicher Sprache als Ersatz für Tastatureingaben in der Sprechstunde aktiv gefördert. Eine Vorführung hat mich von der Praxistauglichkeit überzeugt. Ein von UnitedHealth gebrandeter Amazon Echo für diverse Gesundheitsfunktionen war ein weiteres Beispiel für die geplante KI-Sprachplattform, über die auch bei Blue Cross nachgedacht wird. Parallel dazu hat United große Investitionen in fortschrittliche Unternehmen zur Diabetesbehandlung‌ getätigt und Ende 2017 Savvysherpa übernommen; die Firma hat Algorithmen zur Behandlung von Typ-2-Diabetes mithilfe von Sensoren zur kontinuierlichen Glukoseüberwachung‌ entwickelt, die sowohl zu besseren Ergebnissen (bei der Glukoseregelung) als auch geringeren Kosten führen.


 Blue Cross und UnitedHealth sind die beiden größten Krankenversicherungen in den USA. Aufgrund ihrer Größe (immerhin sind knapp 170 Millionen Amerikaner dort versichert), verbreiten sich neue Technologien nur langsam. Zwar werden KI-Tools zur Optimierung der internen Abläufe und der Abläufe bei angegliederten Anbietern eingesetzt und auch Big Data genutzt (z.B. Optum Health). Doch von viel größerem Interesse sind die Möglichkeiten der KI in der praktischen Gesundheitsfürsorge. Im Büro werden sich KI-Anwendungen quasi automatisch durchsetzen. Accolade Health geht beispielsweise ganz neue Wege in der Kundenbetreuung mit einer Smartphone-App namens Health Assistant. Die App ist ein maßgeschneiderter Wegweiser durch das Gesundheitswesen, angefangen bei der Suche nach der passenden Sprechstunde bis hin zu Abrechnungs- und Versicherungsfragen.


 Einige Stimmen befürchten, dass die KI im Versicherungsalltag zu Problemen für Patienten führen könnte.


 Die größte Sorge ist, dass mit Bevölkerungsgruppen durch KI-Analysen in Risikogruppen eingestuft werden und dadurch der Beitrag für den Einzelnen steigt. Im Zeitalter besserer Gesundheitsprognosen benötigen wir Regelungen, die Einzelpersonen vor einer risikobasierten Diskriminierung schützen. Es hat viele Jahre gedauert, bis eine Bundesgesetzgebung zum Schutz vor genetischer Diskriminierung durch Arbeitgeber und Krankenversicherungen verabschiedet war – und selbst dieser Schutz ist bisher lückenhaft, da Lebensversicherungen und langfristige Arbeitsunfähigkeitsversicherungen nach wie vor anhand genetischer Daten diskriminierend sein können. Und obwohl der Affordable Care Act‌ vorsieht, dass bestehende Krankheiten bei der Ermittlung des Versicherungsschutzes außen vor bleiben, ist das längst nicht in Stein gemeißelt, wie die Trump-Administration klar gemacht hat.49 Entsprechend sind Risikoprognosen‌ für Einzelpersonen die nächste Mauer der Bedenken, die wir angehen müssen.


 Weniger gefährlich, aber dennoch bedenklich ist das Vertrauen in die »Wellness-Programme« der meisten mittleren bis großen Unternehmen in den USA, denn ob diese einen positiven Einfluss auf die Gesundheit haben, wurde praktisch nicht validiert. Im Normalfall werden bei einem solchen Programm die Schrittzahl, das Gewicht und der Blutdruck erfasst und mit dem Cholesterinwert kombiniert. Mitarbeiter, die mitmachen, erhalten gewisse Belohnungen, zum Beispiel in Form eines Zuschusses zur Krankenversicherung durch den Arbeitgeber. Doch Wellness ist ein schwammiger Begriff, und die Kostendeckung derartiger Strategien wird ernsthaft in Frage gestellt.50 Allerdings ließen sich solche Programme durch den Einsatz virtueller medizinischer Trainer verbessern, die sehr viel umfassendere und detailliertere Daten über die Einzelperson erfassen können. Auch hier gibt es Bedenken, dass Arbeitgeber über den jeweiligen Versicherungsanbieter diese Daten verwenden könnten, um die Einzelperson finanziell zu benachteiligen; das dürfte dann viele Patienten vom Einsatz der Technologie abhalten.


 Außerhalb der Vereinigten Staaten hat ein relativ kleiner Anbieter bereits Erfahrungen mit umfangreichen Daten gesammelt: Discovery Limited, ursprünglich aus Südafrika, mittlerweile aber auch in Australien, China, Singapur und Großbritannien aktiv, nutzt im Vitality-Programm Big Data zur Erfassung und Analyse der körperlichen Aktivität, Ernährung, Laborwerte, Blutdruckwerte und neuerdings auch vollständige Genomsequenzen für einige Personen. Es gibt noch keine Veröffentlichungen, die für diese zusätzliche Datenschicht eine bessere Gesundheit nachweisen, aber es ist gut vorstellbar, dass Krankenversicherungen solche Programme vermehrt einsetzen werden.





 Medizinische KI auf Staat‌sebene


 Die KI in der Medizin steht nicht so sehr im Fokus wie KI im Militär- und Cyberbereich, wo es um die Vorrangstellung der Supermächte geht. Wladimir Putin sagt hierzu: »Wer auch immer in diesem Bereich die Nase vorn hat, wird die Welt beherrschen«.51 In der Medizin geht es um bessere Gesundheit und geringere Kosten, nicht um die Weltherrschaft. Und auf dieses Ziel arbeiten Menschen auf der ganzen Erde hin. Kanada ist ein Epizentrum für Deep Learning‌. Dort arbeitet ein Team rund um Geoffrey Hinton‌ an der Universität von Toronto, und viele ehemalige Studenten sind mittlerweile in einflussreichen KI-Spitzenposten bei Google, Uber, Facebook, Apple und anderen großen Tech-Unternehmen beschäftigt. Hinton ist überzeugt, dass KI das Gesundheitswesen revolutionieren wird. Sein Unternehmen Vector setzt neuronale Netze‌ auf die gewaltigen Datensätze aus Krankenhäusern in ganz Toronto an. Sein Peter Munk Cardiac Centre hat die Betreuung von Patienten mit kardiovaskulären Erkrankungen im Blick und nutzt KI zur Fernüberwachung von Patienten‌. Das von Brendan Frey, einem Studenten Hintons, gegründete Deep Genomics setzt KI für Genomauswertungen‌ ein.52 Das sind nur ein paar der KI-Gesundheitsinitiativen und -Unternehmen aus Kanada.


 Die Wahrscheinlichkeit, dass umwälzende Veränderungen in der medizinischen KI außerhalb der Vereinigten Staaten stattfinden werden, ist groß. Staaten wie Indien und China dürften zu den Pionieren gehören. In Indien kommen auf 1.000 Menschen lediglich 0,7 Ärzte. In China sind es mit 1,5 Ärzten gut doppelt so viel, und die USA liegen mit 2,5 Ärzten weit vor Indien. Der Einfallsreichtum im KI-Bereich in Indien zeigt sich in Unternehmen wie Tricog Health für die cloudgestützte Diagnose von Herzkrankheiten, Aindra Systems für die automatisierte Erkennung von Gebärmutterhalskrebs‌ anhand von Abstrichen, Niramai zur frühen Brustkrebserkennung‌ und Ten3T für die Fernüberwachung‌. Die Pionierarbeit der Aravind-Augenklinik, dem größten Netzwerk für Augenheilkunde weltweit, in Zusammenarbeit mit Google, diente als Grundlage für Deep-Learning-Algorithmen zur Erkennung der diabetischen Retinopathie‌, die ein Risiko für mehr als 400 Millionen Menschen darstellt, von denen die meisten aber nicht untersucht werden.53


 Doch blickt man weiter, so scheint China der Favorit für die Führungsrolle in der medizinischen KI‌ zu sein. Hier kommen so viele wichtige Faktoren zusammen: unfassbar viele Daten (Bürger können der Datenerfassung nicht widersprechen), große Investitionen von Regierung und Kapitalgebern, riesige KI-Programme an den meisten großen Universitäten und sehr flexible rechtliche Rahmenbedingungen.54 Zu alledem kommt noch die große Nachfrage. Lin Chenxi vom chinesischen Unternehmen Yitu, das medizinische Aufnahmen auswertet, sagt dazu: »In China sind medizinische Ressourcen ein sehr knappes und ungleichmäßig verteiltes Gut. Topressourcen ballen sich in den Provinzhauptstädten. Wenn ein Einsatz in ländlichen Krankenhäusern möglich wird, steigt die Qualität der medizinischen Versorgung dramatisch an.«55 Auf eine Million Menschen kommen in China nur etwa 20 Augenärzte. Das entspricht dem allgemeinen Trend im Land, in dem auch das zahlenmäßige Verhältnis anderer Fachärzte zur Bevölkerung bei einem Drittel oder weniger des Werts in den USA liegt. China setzt auf über 130 Unternehmen im medizinischen KI-Bereich, um die Effizienz zu steigern und den Zugang im eigenen Gesundheitswesen auszubauen.56


 Entsprechend steht die chinesische Regierung dahinter: 2018 gab sie die Parole aus, weltweit führend im KI-Bereich sein zu wollen. Ähnlich wie bei der Apollo-11-Mondmission werden dafür gewaltige Ressourcen freigemacht.57 Es mag zwar einen deutlichen Vorsprung bei der Anzahl der Fachkräfte in den USA geben (in China‌ gibt es sehr viel weniger Informatiker mit KI-Fachwissen), aber diese Lücke schließt sich immer schneller. Seit 2014 wurden in China mehr Forschungsarbeiten zum Thema DNN veröffentlicht als in den Vereinigten Staaten. China nimmt nun hinter den USA den zweiten Platz bei Patentanträgen für KI und privaten Investitionen in die KI ein.58 Die Parallelen zwischen den riesigen Tech-Oligopolen in China und Amerika sind beeindruckend. Tencent ähnelt Facebook, Baidu ähnelt Google, und Alibaba ähnelt Amazon. Und selbst wenn chinesische KI-Fortschritte weniger internationale Aufmerksamkeit erhalten als solche in den USA, sind die Fortschritte speziell in den Bereichen der Bild- und Spracherkennung doch bemerkenswert.


 Auch in der Medizin gibt es bestechende Errungenschaften: Das Guangzhou-Krankenhaus nutzt eine mit 300 Millionen Datensätzen (kein Wunder, dass der Economist China als »Saudi-Arabien der Daten« bezeichnet) von Patienten aus dem ganzen Land trainierte KI in nahezu allen Bereichen: bei der Organisation von Patientendaten, bei Diagnoseempfehlungen via WeChat-Bot, bei der Identifizierung von Patienten mittels Gesichtserkennung, bei der Auswertung von CT-Scans und für die Abläufe im OP-Saal.59 Tencent ist in der Diagnose medizinischer Aufnahmen und Suche nach neuen Wirkstoffen ebenfalls sehr rege und unterstützt die WeDoctor Group, eine Initiative für das Krankenhaus der Zukunft. Auch VoxelCloud, ein Unternehmen zur Auswertung von Augenaufnahmen, wird von Tencent unterstützt. Es setzt eine Screening-KI‌ für diabetische Retinopathie auf breiter Front ein, da es sich um die führende Ursache für Erblindung in der arbeitenden Bevölkerung Chinas handelt. Das KI-Unternehmen, dass sich bisher am stärksten im medizinischen Bereich engagiert hat, ist iFlytek, ein Global Player in der Spracherkennung‌. 2018 hat es einen Roboter mit KI-Unterstützung namens Xiaoyi auf den Markt gebracht, der die staatliche Zulassungsprüfung für menschliche Ärzte in China mit 456 Punkten bestanden hat – nötig gewesen wären nur 350 Punkte.60 Der iFlytek-Roboter kann die Daten einzelner Patienten erfassen und analysieren. Das Unternehmen plant, diese Möglichkeiten Hausärzten und Onkologen in ganz China zur Verfügung zu stellen. Das vom Strahlentherapeuten Chongchong Wu gegründete Start-up PereDoc hat bereits KI-Algorithmen für medizinische Aufnahmen in zwanzig chinesischen Krankenhäusern installiert.61 Das Unternehmen Ant Financial hat einen Chatbot‌, der menschliche Berater in puncto Kundenzufriedenheit schlägt.62 Ant Financial hat das US-Unternehmen Eye-Verify übernommen und in Zoloz umbenannt; Geschäftsfeld sind KI-Algorithmen zur Augenerkennung. Gesundheits-KI‌ ist in China also weit verbreitet. Da wundert es nicht, dass Warnrufe vor dem Überwachungsstaat und einem möglichen Eindringen in die Privatsphäre laut werden. Es wäre zum Beispiel denkbar, dass der dreistellige Kredit-Score von Ant Financial mit medizinischen Daten verknüpft wird. Betrachtet man die allgegenwärtigen Überwachungskameras, die in den meisten Städten alle hundert Meter hängen, könnte die Identität jedes Bürgers mit Gesichtserkennung, DNS-Daten, Iris-Scan und weiteren biometrischen Daten verknüpft werden.63 Diese umfangreichen Maßnahmen zur KI-Erkennung und -Überwachung tragen bisher nicht zu einer besseren Gesundheit bei.


 Doch neben Indien und China erhöhen auch andere Staaten die Schlagzahl bei der medizinischen KI: Frankreich und Großbritannien haben erhebliche Mittel für die KI-Entwicklung‌ bereitgestellt; beide Länder haben Prioritäten und Ziele für die KI im Gesundheitswesen festgelegt. Kurz nach der Veröffentlichung einer französischen Regierungserklärung »für eine bedeutungsvolle Künstliche Intelligenz« und eine erhebliche Investition von fast 2 Milliarden Dollar im Jahr 2018 gab Emmanuel Macron dem Magazin Wired ein Interview.64 Der Herausgeber, Nicholas Thompson, stellte diese Frage: »Welche Erfahrung mit der Funktionsweise einer KI ist Ihnen im Gedächtnis geblieben und hat dazu geführt, dass Sie diese Technologie für extrem wichtig halten?«. Macrons Antwort: »Das dürfte KI für das Gesundheitswesen sein, eine personalisierte und präventive Medizin und Behandlung. Wir hatten einige Innovationen, bei denen ich mehrmals medizinische Vorhersagen möglicher künftiger Erkrankungen sah. Durch die bessere Analyse lassen sich diese verhindern oder besser behandeln. [...] Künstliche Intelligenz‌ kann Innovationen in das Gesundheitswesen einbringen, die das Gebiet revolutioniert: neue Behandlungsmethoden‌, Verhindern diverser Krankheiten und Möglichkeiten, eventuelle Risiken zu reduzieren, ohne Ärzte ersetzen zu wollen.«65


 Auch Großbritannien‌ verspricht sich viel von der KI der Zukunft und bei der Gesundheitsfürsorge. Bei der Bekanntgabe von vier Grand Challenges (eine Art Leuchtturmprojekt), von denen eines die Medizin betrifft, erklärte Theresa May: »Die Entwicklung smarter Technologien für die schnelle Analyse großer Datenmengen mit höherer Genauigkeit als es dem Menschen möglich ist, eröffnet ein ganz neues medizinisches Forschungsfeld und gibt uns neue Mittel im Kampf gegen Krankheiten an die Hand.«66 Ich wurde 2018 von Großbritannien damit beauftragt, mit dem National Health Service an einem Zukunftsmodell der Gesundheitsfürsorge zu arbeiten und dabei vor allem die Auswirkungen der KI und weiterer medizinischer Technologien im Verlauf der nächsten zwei Jahrzehnte auf die Gesundheitsberufe in Betracht zu ziehen.67 Die Gelegenheit, Hand in Hand mit führenden Köpfen der KI, der Digitalmedizin, der Genomik und Robotik sowie Ethikern, Wirtschaftswissenschaftlern und Ausbildern zusammenzuarbeiten, stellte eine außergewöhnliche Erfahrung dar, im Rahmen eines Gesundheitssystems nach dem Solidarprinzip zu arbeiten, das sichtlich gewillt ist, sich anzupassen. Der vollständige Bericht wurde 2019 herausgegeben. Wir zeigen darin große Auswirkungen in allen Bereichen auf: beim Patienten, bei Klinikern und landesweit bei Anbietern im Gesundheitswesen.


 Zwar betrachte ich hier immer nur einzelne Länder, aber mein Traum wäre es, medizinische Daten eines Tages grenzüberschreitend nutzen zu können. Ein globaler Ansatz ist die beste Möglichkeit, das volle Potenzial der medizinischen KI‌ zu entfesseln: ein ultimatives, lernendes Gesundheitssystem‌, das den Zugriff auf eine den Planeten umspannende Datenbank mit Gesundheitswissen ermöglicht. Es würde die Tatsache ausgleichen, dass die meisten biomedizinischen Forschungen für Menschen europäischer Abstammung durchgeführt wurden, was dazu führt, dass Ärzte diese Erkenntnisse häufig nicht auf Menschen anderer Ethnien übertragen können. Wenn für jedes Individuum der Spezies umfassende Daten in einer solchen Ressource und dazu die Behandlungen und Ergebnisse hinterlegt wären, könnte eine Nearest-Neighbor-Analyse mittels KI digitale Zwillinge ausfindig machen. Dabei handelt es sich um Personen, die einem erkrankten Menschen oder einem Menschen mit einer neuen, wichtigen Diagnose in allen demografischen, biologischen, physiologischen und anatomischen Merkmalen stark ähneln. Das Wissen über die Ergebnisse der Zwillinge würde eine bessere Vorbeugung oder Behandlung des Einzelnen und der nächsten Generation ermöglichen. Die Wahrscheinlichkeit, eine solche Ressource für die Weltbevölkerung zusammenzustellen, ist sehr gering – insbesondere aufgrund von Bedenken hinsichtlich Privatsphäre‌, Datensicherheit‌ und interkulturellem Austausch. Doch im kleineren Maßstab werden diesbezügliche Anstrengungen unternommen, beispielsweise für Krebs bei Tempus Labs (Kapitel 7). Es bedarf großer Vorstellungskraft und Pläne, so langfristige Szenarien für alle Erkrankungen zu entwerfen – noch dazu ungeachtet geografischer Grenzen. Doch wenn auch die Chancen recht gering erscheinen, darf ich doch darauf hoffen, dass sie steigen, wenn die Gesellschaft erst die Möglichkeiten erkennt, die sich dadurch bieten. Sobald sich zeigt, dass die Patienten gesundheitlich von digitalen Zwillingen profitieren, dürfte das Engagement in Gesundheitssystemen deutlich anziehen und der Aufbau einer solchen Infrastruktur beschleunigt werden.


 Nach der Betrachtung der Chancen auf Ebene der Gesundheitssysteme möchte ich mich im nächsten Kapitel der Arzneimittelforschung und der Erforschung besserer Behandlungsmethoden und mechanistischer Einsichten in puncto Gesundheit und Krankheit zuwenden. Auch dort trägt die KI mittlerweile Früchte, was im Laufe der Zeit die Ergebnisse und Effizienz der medizinischen Praxis verbessern könnte.






Kapitel 10: 
Tiefe Erkenntnisse


 »Die Menschen glauben, dass Technologie plus Big Data plus Machine Learning gleich Wissenschaft‌ ist. Das ist falsch.«


 – JOHN KRAKAUER‌





 Die gewaltigen Datenmengen‌, die heutzutage in der Biomedizin‌ anfallen, wären ohne Machine Learning‌ und KI gar nicht zu bewältigen. Nehmen wir zum Beispiel den Cancer Genome Atlas mit mehrdimensionalen biologischen Daten, die diverse »Omik‌en« wie Genomik, Proteomik usw. umfassen. Insgesamt enthält der Atlas über 2,5 Petabyte an Daten von mehr als 30.000 Patienten.1 Kein Mensch könnte die alle durchsuchen. Robert Darnell‌, Onkologe und Neurowissenschaftler an der Rockefeller University drückt das so aus: »Uns als Biologen sind beim Aufzeigen der Ursachen von Krankheiten wie Autismus gewisse Grenzen gesetzt. Die Macht der Maschinen besteht darin, anstelle der vielleicht zehn Fragen des Forschers gleich Billionen von Fragen zu stellen – das bietet völlig neue Möglichkeiten.«


 Anders als die unmittelbaren und fortgesetzten Änderungen durch die KI für Kliniker in medizinischen Gebieten, die sich mit Mustern befassen (wie Pathologie und Radiologie), ist der Status quo der Forscher nicht wirklich in Gefahr. Hier ist die KI wirklich ein reines Werkzeug. Tim Appenzeller bezeichnete die KI in Science als »Lehrling des Forschers«. Doch dieser Lehrling hat ganz schön was drauf: 2017 titelte Science »AI Transforms Science« (KI transformiert Wissenschaft). Sie hat nicht nur zur »Entstehung einer KI-Neurowissenschaft« geführt (mehr dazu später), sondern auch »den Turbolader im Entdeckungsprozess gezündet«. Für Science zeichnete sich mehr am Horizont ab: »die Aussicht auf eine vollständig automatisierte Wissenschaft«. Das Magazin konnte sich vorstellen, dass »aus dem unermüdlichen Lehrling schon bald ein voll ausgebildeter Kollege« wird.2


 Ich denke, dass die Zeit für »Kollege KI« noch lange nicht gekommen ist. Doch ob KI nun Wissenschaftler ersetzen wird oder nicht, eines ist gewiss: Forschung und Entdeckung mithilfe von KI machen rasante Fortschritte. Tatsächlich geht es in den Biowissenschaften deutlich schneller voran als in der Gesundheitsfürsorge. Kein Wunder, denn in der Grundlagenforschung‌ sind weder klinische Erprobungen zur Validierung noch die Akzeptanz und Umsetzung durch die medizinische Fachwelt oder die Kontrolle durch eine Behörde erforderlich. Und auch wenn nicht alle Forschungsergebnisse ihren Weg in den Praxis- und Klinikalltag gefunden haben, werden diese Fortschritte sich letztendlich stark auf die Gesundheitsberufe auswirken – sei es in Form neuer, wirksamer Heilmittel oder neuer Kenntnisse über biologische Abläufe, die für Gesundheit und Krankheit verantwortlich sind. Sehen wir uns an, womit der Lehrling bisher beschäftigt war.


 Biologische »Omiken« und Krebs


 In der Genomik‌ und Biologie‌ wird KI vermehrt zum »Partner« der Wissenschaftler und leiht diesen Augen, die Dinge sehen, die Forscher nicht erkennen können. Auch die Analyse der umfangreichen Datenmengen‌ wäre einem Menschen allein nicht möglich.


 Die Unmengen an Daten in der Genomik prädestinieren das Gebiet für maschinelle Unterstützung. Wir alle hüten einen genetischen Datenschatz in Form von 6 Milliarden Buchstaben (A, C, G und T) in unserem diploiden Chromosomensatz‌ (mütterlich und väterlich). Davon codieren 98,5 Prozent nicht für Proteine. Mehr als ein Jahrzehnt, nachdem wir die erste solide Karte eines menschlichen Genoms hatten, bleibt die Funktion all dieses Materials schwer fassbar.


 Zu den ersten Deep-Learning-Initiativen in der Genomik gehörte Deep-SEA‌ zur Bestimmung der Funktion dieser nicht-codierenden Elemente. 2015 veröffentlichten Jian Zhou und Olga Troyanskaya an der Princeton University einen Algorithmus, der anhand der Ergebnisse wichtiger Projekte zur Katalogisierung zehntausender nicht-codierender DNS-Basen trainiert worden war. Dieser konnte vorhersagen, wie eine DNS-Sequenz mit Chromatin interagiert. Chromatin besteht aus großen Molekülen, die dabei helfen, die DNS zu packen und bei Bedarf für die Transkription in RNS und schließlich die Synthese von Proteinen auszupacken. Die Interaktion zwischen Chromatin und DNS-Sequenzen verleiht diesen Sequenzen somit eine wichtige regulatorische Rolle. Der Informatiker Xiaohui Xie von der UC Irvine spricht von einem »Meilenstein bei der Anwendung von Deep Learning in der Genomik«.3


 Ein weiterer früher Nachweis für dieses Konzept wurde in einer Untersuchung der Genomik der Autismus-Spektrum-Störung erbracht. Vor dieser Arbeit wurden nur 65 Gene stark mit Autismus‌ in Verbindung gebracht. Die Algorithmen identifizierten 2.500 Gene, die wahrscheinlich zu Symptomen des Autismus-Spektrums beitragen oder sogar ursächlich dafür sind. Außerdem konnte der Algorithmus die verantwortlichen Gen-Interaktionen erfassen.4


 Deep Learning‌ hilft auch bei der grundlegenden Interpretation der in einem menschlichen Genom nach der Sequenzierung erkannten Varianten. Dabei kommt vor allem das Genom-Analyse-Toolkit GATK zum Einsatz. Ende 2017 stellte Google Brain mit DeepVariant‌ eine Ergänzung für das GATK und andere Tools vor. Anstelle von statistischen Ansätzen zur Erkennung von Mutationen und Fehlern sowie zum Unterteilen der Buchstaben in »eigene« und Artefakte erzeugt DeepVariant zunächst als »Pileup-Images« bezeichnete Visualisierungen der Referenzgenome für das Training eines Convolutional Neural Networks und anschließend Visualisierungen der neu sequenzierten Genome, in denen Forscher nach Varianten suchen möchten. Dieser Ansatz ist GATK in puncto Genauigkeit und Konsistenz der Sequenz überlegen. Leider ist DeepVariant zwar Open Source, aber momentan noch nicht besonders skalierbar, denn es ist überaus rechenlastig und erfordert doppelt so viele CPU-Kern-Stunden wie GATK.5


 Die Bestimmung einer Variante als potenziell pathogen ist eine Herausforderung. Das gilt insbesondere für nicht-codierende Regionen des Genoms. Obwohl es mittlerweile mehr als zehn KI-Algorithmen gibt, die bei dieser mühsamen Aufgabe helfen, bleibt die Identifizierung von krankheitserregenden Varianten eines der wichtigsten unerfüllten Bedürfnisse. Das bereits erwähnte Team aus Princeton hat einen weiteren Schritt beim Deep Learning in der Genomik gemacht und die Varianteneffekte nicht-codierender Elemente auf die Genexpression und das Krankheitsrisiko prognostiziert.6 Ein Team unter Leitung des Genomik-Unternehmens Illumina hat Deep Learning für nicht menschliche Primaten-Genome eingesetzt, um die Genauigkeit bei der Vorhersage menschlicher krankheitserregender Mutationen zu verbessern.7


 Die Genomik (DNS) ist nicht die einzige »Omik«, die für Deep Learning und Machine Learning bereit ist. Deep Learning wurde schon in praktisch jeder Schicht biologischer Daten angewendet, darunter Genexpression, Transkriptionsfaktoren und RNS-bindende Proteine, Proteomik; Metagenomik (insbesondere das Darm-Mikrobiom‌) und Daten zu einzelnen Zellen.8 DeepSequence und DeepVariant sind KI-Tools, die dabei helfen, die funktionalen Auswirkungen von Mutationen zu verstehen bzw. genaue Angaben zu genomischen Varianten zu machen – beide erledigen ihre Aufgabe besser als bisherige Modelle.9 DeepBind wird zur Vorhersage von Transkriptionsfaktoren eingesetzt. DeFine quantifiziert die Transkriptionsfaktor-DNS-Bindung und hilft bei der Beurteilung der Funktionalität nicht-codierender Varianten. Weitere Arbeiten haben Spezifitäten von DNS- und RNS-bindenden Proteinen, Proteingerüste anhand von Proteinsequenzen und DNase-I-Überempfindlichkeit für mehrere Zelltypen vorhergesagt.10 Das Epigenom wurde mit DeepCpG auf Einzelzellen-Methylierungsstatus angewendet,11 Chromatin-Marker und Methylierungsstatus wurden vorhergesagt12 und neuronale Deep-Learning-Netze‌ haben uns bei der Analyse von Einzelzellen-RNS-Sequenzdaten vorangebracht.13 Innerhalb und zwischen den einzelnen »Omik«-Schichten scheint es endlose Interaktionen zu geben; Machine Learning wird verstärkt genutzt, um die unzähligen Wege der Gen-Interaktionen, die bereits in einer einzelnen Zelle stattfinden, besser zu verstehen.14


 Die Kombination von KI und Genom-Bearbeitung‌ hat sich als besonders beeindruckend erwiesen. Microsoft Research hat einen algorithmischen Ansatz namens Elevation entwickelt, der nachweislich unspezifische Effekte (Off-Target-Effekte) im menschlichen Genom vor der DNS-Bearbeitung vorhersagt und so die optimale Position für die Platzierung von DNS-Strängen vorhersagt und das Erstellen von Guide-RNS für die CRISPR-Bearbeitung unterstützt. (CRISPR‌ bezeichnet DNS-Stränge; die Abkürzung bedeutet ausgeschrieben »Clustered Regularly Interspaced Short Palindromic Repeats«, in etwa »gehäuft auftretende, in regelmäßigen Abständen angeordnete, kurze palindromische Wiederholungen von DNS-Abschnitten«.)15 Der Algorithmus übertraf mehrere andere CRISPR-Design-Algorithmen, von denen viele Machine Learning einsetzen. Solche Algorithmen sind für die Genauigkeit in der experimentellen Biologie‌ wesentlich, spielen aber auch eine wichtige Rolle in vielen klinischen Studien‌, die mit der CRISPR-Genschere‌ gegen Krankheiten wie Hämophilie, Sichelzellen und Thalassämie angehen.


 Es überrascht nicht, dass mit Bilderkennung‌ eine der Stärken des Machine Learnings eine tragende Rolle bei der Zellanalyse einnimmt: Sortieren von Formen, Klassifizieren von Typen, Bestimmen von Zelllinien, Identifizieren von seltenen Zellen im Blut oder Unterscheiden von lebenden und toten Zellen.16 Die inneren Abläufe der Zelle stehen im Fokus von DCell, einem Deep-Learning-Algorithmus zur Vorhersage von Wachstum, Gen–Gen-Interaktionen und weiteren Funktionen.17


 Krebs‌ ist eine Genomkrankheit, und darum profitiert die Onkologie ganz besonders von dieser KI-Spritze. Neben Unterstützung bei der Interpretation der Sequenzierungsdaten von Tumoren (zum Beispiel bei Glioblastomen, einer Hirnkrebsart), wurden auch neue Einsichten über die Genese und Biophysik von Krebs gewonnen.18


 Die DNS-Methylierung‌ von Tumoren hat sich ebenfalls als nützliches Ausgangsmaterial für die KI-Klassifizierung von Krebs‌ erwiesen. Pathologen nutzen üblicherweise histologische Präparate zur Diagnose von Hirntumoren. Das ist nicht ganz einfach: Es gibt viele seltene Krebsarten, die nicht jeder Pathologe schon einmal gesehen hat. Auch sind die Zellen in einem Tumor ein Mosaik unterschiedlicher Typen, eine Biopsie ist in der Regel eine unvollständige Probe der Zelltypen im Tumor, und die Betrachtung eines Präparats ist immer eine subjektive Angelegenheit. Eine wegweisende Studie von David Capper‌ und Kollegen an der Berliner Charité‌ wies 2018 nach, dass die vollständige Genom-Methylierung von Tumorproben eine Klassifikationsrate von 93 Prozent für alle 82 Klassen von Hirnkrebs erzielte – deutlich mehr als bei menschlichen Pathologen. Der von der Maschine bestimmte DNS-Methylierungsstatus führte in der Folge zu einer Neueinstufung von mehr als 70 Prozent der durch Menschen bezeichneten Tumore, was wiederum ganz andere Vorhersagen zum Verlauf und Behandlungsempfehlungen hervorbrachte.19 Solche Ergebnisse haben wichtige Implikationen für Krebsforschung‌ und medizinische Praxis.


 KI hat uns viele neue Erkenntnisse über die Entstehung von Krebs gebracht. Verborgene Signale der Krebsentstehung bei 178 Patienten wurden durch einen Transfer-Learning-Algorithmus‌ aufgedeckt, auch hier mit Auswirkungen auf die Prognose.20 Im Rahmen des Hypes um KI titelte der britische Express über die in Großbritannien durchgeführte Forschung »Robot War on Cancer« (Krieg der Roboter gegen den Krebs).21 KI-Tools haben ihren Teil zur Entdeckung von somatischen Mutationen22 und zum Verständnis der Komplexität der Krebsgen-Interaktionen beigetragen.23


 Ein weiteres bemerkenswertes Beispiel für die KI-gestützte Krebsforschung‌ nutzte ein komplexes biologisches System, um vorherzusagen, ob Zellen karzinös werden. Auf Grundlage eines Frosch-Kaulquappen-Modells zur Tumorentwicklung behandelten Forscher Kaulquappen-Populationen mit einer Kombination aus drei Reagenzien auf der Suche nach Kombinationen, die zu einer krebsartigen Entwicklung der Melanozyten einiger Froschlarven führen würden. Zwar entwickelten nicht alle Kaulquappen der Population Krebs, doch die Forscher waren überrascht, dass sämtliche Melanozyten einer spezifischen Kaulquappe identisch reagierten, also entweder alle karzinös wurden oder sich alle normal entwickelten. Sie suchten nach einer Kombination der Reagenzien, die zu einem Zwischenstatus führen würde, also mit einigen karzinösen und einigen normal entwickelten Zellen.


 Nachdem in mehreren Studien eine Ausgangsbasis geschaffen war, wurden mithilfe von KI-Modellen 576 virtuelle Experimente durchgeführt, in denen die embryonale Entwicklung für eine Reihe von Kombinationen der Reagenzien simuliert wurde. Bis auf eines schlugen alle fehl. Doch in diesem KI-Heuhaufen verbarg sich eine Nadel – ein Modell –, die einen krebsähnlichen Phänotyp vorhersagte, bei dem sich nicht alle Zellen gleich entwickeln. Dies ließ sich prospektiv vollständig validieren. Der Autor der Studie, Daniel Lobo von der University of Maryland, Baltimore County, berichtet: »Selbst anhand des vollständigen Modells, das den exakten Mechanismus beschreibt, der das System kontrolliert, hätte ein menschlicher Wissenschaftler allein die exakte Kombination der Stoffe, die das gewünschte Ergebnis liefern, nicht bestimmen können. Das ist der Nachweis dafür, dass ein KI-System uns dabei helfen kann, genau die Eingriffe zu finden, die zu einem ganz bestimmten Ergebnis führen.«24





 Arzneimittelforschung‌ und -entwicklung


 Die erfolgreiche Identifizierung und Validierung eines möglichen neuen Arzneimittels gehört zu den größten Herausforderungen in der Biomedizin – und ganz gewiss auch zu den teuersten. Die abschreckenden Kosten und das hohe Versagensrisiko haben zu einer rasanten Nutzung aller Technologien geführt, die eine Reduzierung der Kosten oder Probleme in der Arzneimittelforschung versprechen. Vor einem Jahrzehnt wurden große Investitionen in Instrumente und Maschinen getätigt, um Robotik‌ für hohe Durchsätze und Massen-Screenings von Molekülen nutzen zu können, heute liegt der Schwerpunkt auf algorithmischer Automatisierung‌. 2018 gab es bereits mehr als 60 Start-ups und 16 Pharmaunternehmen, die KI für die Arzneimittelforschung einsetzten.25 Wie die Forscher mit dem Kaulquappen-Krebs suchen auch sie mit diversen KI-Tools die berühmte Nadel im Heuhaufen, zum Beispiel durch Durchsuchen biomedizinischer Fachliteratur, das in-silico-Schürfen in Millionen von Molekularstrukturen, die Vorhersage von unspezifischen Effekten und Toxizität oder die Analyse von zellulären Testverfahren im großen Stil. Auch eine schnellere Entwicklung potenterer Moleküle ist Gegenstand der Forschung (automatisiertes Entwerfen von Molekülen). Es gibt sogar die Hoffnung und vorläufige Daten, dass ein chemisches KI-Screening die Notwendigkeit vorklinischer Tierversuche deutlich reduzieren könnte.26 Die KI-Strategie dieser Unternehmen ist erstaunlich uneinheitlich. Daher möchte ich auf ein paar davon eingehen, damit Sie sich ein Bild der möglichen Auswirkungen der KI auf diesem Gebiet machen können (vgl. Tabelle 10.1).27


 Die Verarbeitung natürlicher Sprache‌ zur Erfassung des gesamten Wissens über Arzneimittel und Moleküle in der biomedizinischen Literatur und in chemischen Datenbanken macht den Anfang. Die Analyse aller Daten auf hypothesefreie Art und ohne menschliche Vorurteile (wie Lieblingstheorien) ist ein weiterer Vorteil.
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Abb. 10.1: Vergleich chemischer Datenbanken mit anderen Kennzahlen auf einer logarithmischen Skala. (Quelle: nach A. Mullard, »The Drug-Maker’s Guide to the Galaxy«, Nature (2017): 549(7673), 445–447.)





 Sie kennen gewiss die Behauptung, dass es mehr Sterne am Himmel als Sandkörner auf der Erde gibt. Dieser galaktische Maßstab findet auch bei kleinen Molekülen seine Anwendung. Es gibt etwa 1060 chemische Verbindungen‌ mit medikamentenartigen Merkmalen, die sich herstellen lassen, deutlich mehr kleine Moleküle‌ als es Atome im Sonnensystem gibt (Abbildung 10.1).28 Das ist der perfekte Nährboden für eine KI. Unternehmen wie Exscientia entwickeln ganze Kataloge solcher Verbindungen, und Epiodyne hat 100 Millionen Verbindungen zusammengetragen, die noch nicht hergestellt wurden, sich aber problemlos synthetisieren lassen. Doch nicht nur Start-ups beschäftigen sich mit dem Thema. Brian Shoichet von der UCSF leitete ein Projekt zur Suche nach einem Schmerzmittel, in dessen Rahmen eine Liste mit drei Millionen Verbindungen auf lediglich 23 gekürzt wurde. Den organischen Chemikern an der Universität Münster gelang mit Deep Learning die Synthese von Verbindungen sehr viel prädiktiver, schneller und einfacher.29 Ein Roboter namens Eve an der University of Cambridge konnte dank KI-Suchfunktionen für Bibliotheken mehrere Nachweise für die Wirkung eines Antimalariapräparats finden.30 Jean-Louis Reymond von der Universität Bern in der Schweiz hat die Datenbank GDB-17 mit 166 Milliarden Verbindungen zusammengestellt, die alle chemisch realisierbaren Moleküle enthält, die aus siebzehn oder weniger Atomen bestehen. Eine algorithmische Nearest-Neighbor-Analyse‌ kann die komplette Datenbank binnen Minuten durchsuchen und dabei neue Moleküle finden, deren Wirkung bekannten Medikamenten ähnelt. Viele der Verbindungen in Reymonds Datenbank haben sich als sehr schwierig zu synthetisieren herausgestellt. Daher hat er daraus eine »Kurzfassung« mit 10 Millionen leicht herstellbaren Verbindungen extrahiert. Nur 10 Millionen, sollte man sagen.


 Die Vorhersage chemischer Reaktionen mittels Machine Learning ist besser geworden, wie eine Studie von Abigail Doyle und Kollegen an der Princeton University aus dem Jahr 2018 zeigt. Ihr Ansatz war höchst elegant: »Man gibt die Strukturen vor – Ausgangsstoffe, Katalysatoren, Basen –, und die Software ermittelt die gemeinsamen Deskriptoren (chemische Eigenschaften) davon. Das ist die Eingabe. Die Ausgabe besteht dann in der Ausbeute der Reaktionen. Machine Learning ordnet all diese Deskriptoren der Ausbeute zu. Das Ziel ist, nach Eingabe beliebiger Strukturen das Ergebnis der Reaktion auszugeben.«31


 Insilico Medicine sucht nach einem Krebsmittel und überprüft dazu die mehr als 72 Millionen Verbindungen einer frei verfügbaren Datenbank mithilfe von zwei neuronalen Generative Adversarial Networks. Zunächst sollen potenziell therapeutische Moleküle identifiziert werden, anschließend dann jene, die auf bereits patentierten Verbindungen beruhen, verworfen werden.32


 BenevolentAI‌ gehört zu den größten privaten KI-Unternehmen in Europa. Dort durchsucht man mittels Verarbeitung natürlicher Sprache die biomedizinische Fachliteratur und chemische Datenbanken. Die bisher beeindruckendste Abhandlung zur KI-Arzneimittelforschung‌ stammt von Marwin Segler, einem organischen Chemiker bei BenevolentAI.33 Er und seine Kollegen an der Universität Münster haben einen Deep-Learning-Algorithmus entwickelt, der anhand von zig Millionen Beispielen eigenständig lernt, wie Reaktionen ablaufen. Damit wurden kleine organische Moleküle aus mehr als den 12 Millionen bekannten einstufigen Reaktionen in der organischen Chemie erzeugt.34 In einer Doppelblindstudie mit Chemikern wurde geprüft, ob diese zwischen von der KI und Menschen stammenden synthetischen Reaktionen unterscheiden können. Das schafften die Chemiker jedoch nicht. Auf ähnliche Weise entwarf das Team um Leroy Cronin an der University of Glasgow einen Roboter für die organische Synthese, der mithilfe von Machine Learning nach neuen chemischen Reaktionen sucht.35 Der Roboter kann täglich 36 Reaktionen durchführen – ein Chemiker schafft gerade einmal drei oder vier. Darüber hinaus ging der Roboter Reaktionen mit ungewissem Ausgang an.36 Derek Lowe hat sich Gedanken über diesen Fortschritt gemacht: »Die Idee, intellektuelle Aufgaben als automatisierbare Routinearbeiten einzustufen, dürfte manch einem Chemiker wie eine Beleidigung vorkommen, auf jeden Fall aber wie eine Bedrohung. Doch der Einsatz künstlicher Intelligenz wird dafür sorgen, dass diese Berufsgruppe sich nicht um die Herstellung der Moleküle kümmern muss, sondern mehr Zeit hat, um über die wichtigen Fragen nachzudenken: Welche Moleküle sollten hergestellt werden und warum?.«37


 Recursion Pharmaceuticals verarbeitet Bilder. Das Unternehmen setzt Algorithmen und automatisierte Mikroskope ein, um im Schnellverfahren Medikamententests‌ an menschlichen Zellen durchzuführen und dabei Größe und Form auf Zell- und Zellkernebene zu untersuchen. Es hat über 2.000 Moleküle modelliert und getestet, welche davon kranke Zellen (die genetische Krankheiten produzieren) in gesund wirkende Zellen umwandeln.38 Das Unternehmen hat auf diese Weise mindestens fünfzehn neue potenzielle Behandlungen gefunden; für eine davon gegen zerebral-kavernöse Hämangiome läuft derzeit eine klinische Studie.


 Und Deep Genomics widmet sich ganz seinem Namen getreu dem Deep Learning in der Genomik. 2014 hat das Team aus Toronto unter der Leitung von Brendan Frey einen beeindruckenden Bericht zum menschlichen Spleiß-Code veröffentlicht, der zig Tausend mögliche Ziele für Patienten mit Krankheiten wie Autismus-Spektrum-Störung und spinaler Muskelatrophie bietet.39


 Atomwise untersucht mit Deep-Learning-Algorithmen Millionen von Molekülen. Bis Ende 2017 wurden dabei über 27 Projekte in der Arzneimittelforschung angestoßen, die Krankheiten von Ebola bis multiple Sklerose abdecken.40 Aus dem neuronalen Netz der Firma und 3D-Modellen entstammt eine Liste mit 72 Medikamenten mit der höchsten Wahrscheinlichkeit auf eine positive Interaktion mit der molekularen Grundlage einer bestimmten Krankheit.41 Gisbert Schneider‌ von der Eidgenössischen Technischen Hochschule‌ in der Schweiz bemerkt: »Das Konzept der automatisierten Arzneimittelforschung könnte die Anzahl der zu testenden Verbindungen in einem medizinischen Chemieprojekt drastisch reduzieren und gleichzeitig eine rationale Grundlage des adaptiven Moleküldesigns ohne Bias bilden.«42


  Tabelle 10.1: Aufstellung ausgewählter Unternehmen, die KI in der Arzneimittelforschung einsetzen; DL = Deep Learning, NLP = Natural Language Processing, Verarbeitung natürlicher Sprache. (Quelle: nach E. Smalley, »AI-Powered Drug Discovery Captures Pharma Interest«, Nat Biotechnol (2017): 35(7), 604–605)
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 Diese neuen Ansätze haben auch zu neuen öffentlich-privaten Partnerschaften geführt. Eine davon, ATOM (Accelerating Therapeutics for Opportunities in Medicine) bringt mehrere akademische Zentren (die Universitäten Duke und Tulane) und Pharmaunternehmen‌ (darunter Merck, AbbVie, Monsanto) zusammen, um »einen multidisziplinären Ansatz bei der Arzneimittelforschung zu entwickeln, zu testen und zu validieren, bei dem moderne Wissenschaft, Technologie und Engineering, Simulationen mittels Supercomputing‌, Data Science‌ und künstlicher Intelligenz hochintegrierte Bestandteile einer einheitlichen Arzneimittelforschungsplattform sind, die letztendlich der gesamten Arzneimittelforschung zur Verfügung stehen wird«.43 Das Ziel von ATOM ist es, den Zeitraum zwischen der Identifikation eines möglichen pharmakologischen Ziels und der Entwicklung eines Wirkstoffkandidaten, der dieses Ziel erreicht, zu verkürzen.44 Bisher dauert das etwa vier Jahre; ATOM möchte daraus ein Jahr machen. Project Survival ist ein öffentlich-privates, von BERG Health finanziertes Konsortium, das biologische Proben von Krebspatienten sammelt und in einer Sieben-Jahres-Initiative die in den klinischen Daten der einzelnen Patienten enthaltenen Informationen durchsucht, um einen Beitrag zur Entdeckung von Biomarkern und zur Früherkennung zu leisten.45


 In diesem Bereich soll die KI nicht nur bei der Suche nach Wirkstoffen‌ helfen, sondern auch die richtige Dosis für experimentelle Medikamente‌ vorhersagen. Da die optimale Dosis von sehr vielen persönlichen Merkmalen wie Alter, Geschlecht, Gewicht, Genetik, Proteomik, Darm-Mikrobiom und so weiter abhängt, ist sie ein ideales Gebiet für Modelle und Deep-Learning-Algorithmen. Die Messlatte bei der Bestimmung der passenden Dosis wird durch mögliche Wechselwirkungen noch höher gelegt. Schon jetzt haben mehrere akademische Zentren diesen Ansatz verwendet, darunter die UCLA, Stanford, die UCSF, die Virginia Tech und die University of Kansas. Josep Bassaganya-Riera von Virginia Tech sagt dazu: »Jede Person besitzt ganz eigene Parameter. Wir müssen herausfinden, was eine bestimmte Kombination von Eigenschaften bedeutet, anstatt jede Eigenschaft für sich zu betrachten. Dabei hilft Machine Learning.«46


 Zweifellos wird viel Aufhebens um KI und Arzneimittelforschung‌ gemacht, wenn man sich Überschriften wie »KI verspricht revolutionären Durchbruch bei der medikamentösen Alzheimer-Therapie« ansieht.47 Ein anderes Beispiel ist BenevolentAI, das behauptet »im Vergleich zu durchschnittlichen Werten in der Pharmabranche die Entwicklungszeit für ein Medikament um vier Jahre zu verkürzen und die Effizienz um 60 Prozent zu steigern«.48 Die Zeit wird zeigen, ob das Transformationspotenzial all dieser Ansätze die Arzneimittelforschung tatsächlich besser und schneller macht.





 Neurowissenschaften


 Die Schnittmenge von KI und Hirnforschung‌ ist so umfassend, dass ich einen komplexen Schaltplan dazu aufzeichnen könnte. Aber ich verschone Sie! Die Neurowissenschaften‌ inspirieren KI-Forscher schon seit den ersten Vorstellungen einer künstlichen Intelligenz; das gilt insbesondere für die verbreiteten künstlichen neuronalen Netze‌. Wie wir noch sehen werden, war und ist die Beziehung zwischen den Neurowissenschaften und künstlicher Intelligenz – ganz zu schweigen von der Informatik‌ – eine wechselseitige: Erkenntnisse und Durchbrüche in einem Gebiet beeinflussen auch das andere. Wenn ein Informatiker oder Computerwissenschaftler irgendwann nicht mehr ein Wissenschaftler ist, der sich mit Computern beschäftigt, sondern ein Computer, der die Wissenschaften studiert, ist diese selbst-reflektierende, quasi symbiotische Beziehung gewiss mit ein Grund dafür.


 Der Einsatz der KI in den Neurowissenschaften nimmt stark zu. Interessanterweise stehen die Gehirne von Fliegen aber stärker im Fokus als die von Menschen. Mich hat besonders die Arbeit von Alice Robie‌ am Howard Hughes Medical Institute überrascht.49 Ausgehend von Videoaufnahmen von 400.000 Fliegen verwendete sie Machine Learning und maschinelles Sehen, um die Triade aus Genexpression, Merkmalen und präziser anatomischer Basis zu kartieren. Daraus entstanden zu guter Letzt Karten des gesamten Gehirns, die sowohl Bewegungen (wie das Rückwärtsgehen) als auch soziales Verhalten (wie weibliche Aggressionen) in Bezug zu mehr als 2.000 genetisch untersuchten Populationen von Hirnzellen setzte.


 Ein Verständnis des Gehirn‌s hilft uns auch dabei, Probleme in der Informatik zu verstehen. Wieder war es die Fruchtfliege, die einen wesentlichen Beitrag zum grundlegenden Berechnungsproblem der »Ähnlichkeitssuche« leistete – die Bestimmung ähnlicher Bilder oder Dokumente in großen Datenabfragesystemen.50 Allerdings ging es nicht um das Abrufen von Bildern oder Dokumenten, sondern um Gerüche. Es stellte sich heraus, dass das olfaktorische System der Fliege drei nicht-traditionelle Berechnungsstrategien nutzt, die anhand der Bezeichnung eines Geruchs beim Erkennen eines ähnlichen Geruchs hilft. Wer hätte gedacht, dass Nearest-Neighbor-Suchen und der Geruchsalgorithmus der Taufliege‌ Gemeinsamkeiten aufweisen?


 Ein bemerkenswerter KI-Erfolg beim Verstehen des Hirns war das Modellieren der räumlichen Navigation‌. Bei dieser recht komplexen kognitiven Aufgabe erfolgt ein ständiger Abgleich von Sinneswahrnehmungen, um aus der Bewegungsgeschwindigkeit und -richtung des Körpers die eigene Position im Raum zu verorten. Hierzu verlässt sich das Gehirn im Grunde genommen auf drei Arten von Neuronen‌: Den Anfang machen die Ortszellen‌, die feuern, wenn wir uns an einer bestimmten Stelle befinden. An zweiter Stelle folgen die Kopfrichtungszellen‌, die signalisieren, wie unser Kopf ausgerichtet ist. Die dritte und vielleicht bemerkenswerteste Art sind die Gitterzellen‌, die im Hippocampus ein perfektes Sechseck bilden. Der Hippocampus‌ wird häufig als GPS‌ im Gehirn bezeichnet; die Gitterzellen liefern die Erklärung dafür: Sie feuern, wenn wir uns an vorgegebenen Punkten befinden, die ein Sechseckraster bilden – als gäbe es eine Karte im Kopf, auf die unser Gehirn die Wahrnehmung der Umgebung projiziert.51


 Die Funktionsweise der Gitterzellen war unbekannt, doch dann widmeten sich die Forscher von DeepMind‌ der Sache. Zu den wichtigen Fragen gehörte die, ob Gitterzellen bei der Berechnung von Entfernung und Richtungswinkel zwischen zwei Punkten helfen können, damit unser Gehirn die kürzeste Route zwischen diesen Punkten bestimmen kann. Dieser Theorie der sogenannten vektorbasierten Navigation‌ mangelte es an einer empirischen Grundlage. Um herauszufinden, ob unser Gehirn tatsächlich die vektorbasierte Navigation einsetzt, trainierte DeepMind gemeinsam mit Informatikern ein rekurrentes neuronales Netz zur Positionsbestimmung simulierter Nagetiere in einer virtuellen Umgebung. Dabei kam es zur spontanen Bildung sechseckiger, rasterähnlicher Darstellungen, die neuronalen Aktivitätsmustern bei Säugetieren ähnelten und so die Pfadnavigation bestätigten. In komplexen Virtual-Reality-Umgebungen‌ von Spielen und mithilfe eines tiefen neuronalen Reinforcement-Netzes war der künstliche Agent zu übermenschlichen Leistungen in der Lage und schnitt besser als Profi-Gamer ab, nahm Abkürzungen und ganz neue Wege – ein klares Anzeichen für die vektorbasierte Navigation. Sobald die Gitterzellen im Netz »stillgelegt« wurden, verschlechterte sich die Navigationsfähigkeit des Agenten beträchtlich.


 Diese Untersuchung der Gitterzellen vermittelt ein Gefühl von der Spannung und den Fortschritten in den Neurowissenschaften, die von KI beeinflusst und aufgedeckt werden. Christof Koch, der Leiter des Allen Institutes, setzt dieses Streben in einen welthistorischen Kontext: »Das 20. Jahrhundert war das Jahrhundert der Physik: Man denke nur an die Atombombe, den Laser und den Transistor. Dies wird das Jahrhundert des Gehirns sein, und zwar vor allem des menschlichen Gehirns, des komplexesten Stücks hoch erregbarer Materie im bekannten Universum.«52 Wir erkennen auch, wie Fortschritte in der Informatik zu einem besseren Verständnis des Gehirn‌s beitragen können. Dabei geht es nicht nur um seine mechanische Funktionsweise, sondern auch um konzeptuelle Hilfsmittel, mit denen wir diese Funktion wirklich begreifen können. In Kapitel 4 war die Backpropagati‌on bereits Thema, also die Art, wie neuronale Netze lernen, indem sie die Ausgabe mit der gewünschten Ausgabe vergleichen und sodann entsprechende Anpassungen entgegen der Ausführungsrichtung vornehmen. Dieses wesentliche Konzept hielt man für biologisch nicht plausibel. Jüngere Arbeiten haben jedoch gezeigt, wie das Gehirn Backpropagation bei der Implementierung von Algorithmen einsetzt.53 Ebenso hatten die meisten Neurowissenschaft‌ler gedacht, dass biologische neuronale N‌etze im Vergleich zu künstlichen neuronalen Netze nur zum überwachten Lernen taugen. Auch das ist nicht der Fall, denn der präfrontale Kortex setzt nachweislich auf Reinforcement Lea‌rning. Die Grenze zwischen biologischen und künstlichen neuronalen Netzen verschwamm mit der Zunahme DNS-basierter neuronaler Netze für die Erkennung molekularer Muster zusehends. Konnten zu Beginn nur vier verschiedene DNS-Moleküle erkannt werden, war später die Klassifizierung in neun Kategorien möglich und das Potenzial für Embedded Le‌arning in autonomen Molekularsystemen gegeben.54


 Der Einsatz von KI zur Rekonstruktion von Nervenbahnen auf Grundlage der Elektronenmikroskopie stellt ein weiteres Beispiel des Zusammenspiels dar. Auf dem Feld der Konnektomik – der umfassenden Abbildung biologischer neuraler Netze in unserem Nervensystem – haben Google und Forscher des Max-Planck-Instituts den Prozess automatisiert und die Genauigkeit um eine Größenordnung verbessert.55


  Tabelle 10.2: Unterschiede zwischen Computern und dem menschlichen Gehirn. (Quelle: nach L. Luo, »Why Is the Human Brain So Efficient?«, Nautil.us (2018): http://nautil.us/issue/59/connections/why-is-the-human-brain-so-efficient)
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 	100 Milliarden Nervenzellen, 100 Billionen Synapsen 
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 	100 Watt 
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 Die KI spielt eine wichtige Rolle bei der Art und Weise der neurowissenschaftlichen Forschung‌, aber auch die Neurowissenschaften haben entscheidend zur Entwicklung der KI beigetragen. Und je mehr wir über die Funktionsweise des Gehirns herausfinden, desto stärker dürfte dieser Einfluss wachsen. Sowohl das von Frank Rosenblatt erfundene Perzeptron als auch sein Nachfolger, das von David Rumelhart, Geoffrey Hinton und Kollegen entwickelte künstliche neuronale Netz‌ sind von biologischen Nervenzellen‌ und deren Verbindungen – zum Beispiel im Gehirn – inspiriert. Aufbau und Funktion vieler tiefer Lernsysteme der jüngeren Vergangenheit sind von den Neurowissenschaften inspiriert.


 Es gibt gewisse architektonische Parallelen zu Neuronen und Synapsen (Abbildung 10.2) und unterschiedliche »Schaltkreise« für Eingabe, Ausgabe, zentrale Verarbeitung und Speicherung. Doch es gibt auch erhebliche Unterschiede (Tabelle 10.2). Unser Energie sparendes Gehirn benötigt nur etwa 10 Watt für seine Arbeit, also weniger als eine Glühbirne. Dabei nimmt es einen Raum von weniger als zwei Litern ein, nicht einmal ein Schuhkarton. Der K-Supercomputer in Japan hingegen benötigt etwa 10 Megawatt an Energie und nimmt über 1,3 Millionen Liter Raum ein.56 Dank der geschätzten 100 Milliarden Nervenzellen und 100 Billionen Verbindungen ist unser Gehirn extrem fehlertolerant und kann anhand sehr weniger Beispiele ebenso mit wie ohne Lehrmeister lernen. Selbst die leistungsfähigsten Computer können mit defekten Schaltkreisen schlecht umgehen, und in jedem Fall müssen sie umfassender programmiert werden, bevor ans Lernen überhaupt zu denken ist. Und wenn es los geht, dann stehen Millionen von Beispielen am Anfang. Ein weiterer großer Unterschied besteht darin, dass unser Gehirn im Vergleich mit Computern etwa 10 Millionen Mal langsamer ist – Maschinen können auf Reize also sehr viel schneller als wir reagieren. Wenn wir etwas sehen, dauert es ungefähr 200 Millisekunden, bis die Informationen über das auf die Netzhaut fallende Licht vom Gehirn verarbeitet und bewusst wahrgenommen werden.57


 Ein weiterer wichtiger Unterschied zwischen Computern und Menschen besteht darin, dass Maschinen im Normalfall nicht wissen, wie sie ihren Speicher aktualisieren und unnütze Informationen überschreiben können. Das Gehirn hingegen setzt auf das, was nach Donald Hebb als Hebb-Regel‌ bezeichnet wird, der sagte, dass gemeinsam feuernde Neuronen eine gemeinsame Verbindung ausbilden.58 Das Prinzip erklärt die Tatsache, dass Wissen, das wir nur selten nutzen, verloren geht. Dahinter steckt das Phänomen der synaptischen Plastizität‌: Ein wiederholtes, synchrones Feuern der Neuronen verstärkt die Synapsen, sodass dieses Aktivierungsmuster schwerer zu überschreiben ist.


 Bis vor Kurzem funktionierten Computer nicht auf diese Weise. Mittlerweile bilden künstliche neuronale Netze‌ die Funktion »erinnerungsbewusster Synapsen« ab.59 Hierzu wurden Sequenzen von Objekterkennung‌saufgaben ausgeführt, zum Beispiel ein Training des Netzes zum Erkennen von rennenden Hunden und anschließend von Menschen beim Sport. Die Bedeutung der einzelnen Parameter des Netzes wird auf unüberwachte Weise kumuliert. Anschließend kann die Leistungsfähigkeit durch erneutes Testen mit rennenden Hunden überprüft werden. Auf diese Weise lernt die KI, was sie sich merken soll und was sie vergessen darf.


 Es gibt noch weitere Auswirkungen wachsender Erkenntnisse über das Gehirn auf unser Verständnis von KI und Computern. So wie Hinton sich von unserem Nervensystem zu den ersten Algorithmen für künstliche neuronale Netze inspirieren ließ, arbeiten Forscher heute auf Grundlage unseres Wissens über das Gehirn an einer neuen Computergeneration.


 Lange Zeit basierte unser Wissen über das menschliche Gehirn allein auf der Untersuchung von totem Gewebe, in dem keinerlei elektrische Aktivität mehr stattfand. Das Allen Institute for Brain Science veröffentlichte Daten zu etwa dreihundert lebendigen menschlichen Hirnzellen, die aus chirurgischen Proben stammten und mit Genehmigung der 36 Patienten am Leben erhalten wurden, um Struktur und Funktion zu untersuchen. Die so gewonnenen dreidimensionalen Karten und Erkenntnisse darüber, wie Neuronen eingehende Signale interpretieren und ausgehende Signale erzeugen, deckten bemerkenswerte Ähnlichkeiten zur Funktionsweise von Computerneuronen auf.60


  [image: [Bild]]


Abb. 10.2: Homologie zwischen biologischen und künstlichen Neuronen. (Quelle: nach M. Waldrop, »Neuroelectronics: Smart Connections«, Nature News (2013): 503(7474), 22–24.)





 So spannend diese neue Fähigkeit, einzelne, lebendige menschliche Hirnzellen genau zu untersuchen und zu rekonstruieren auch ist: Nicht alle sind bereit, dies als großen Schritt vorwärts anzuerkennen. Der britische Neurowissenschaftler David Marr‌ wurde für diese Aussage berühmt: »Die Absicht, die Wahrnehmung durch ein Verständnis von Neuronen zu begreifen, ähnelt dem Versuch, den Vogelflug allein anhand der Federn zu studieren. Das ist einfach nicht möglich.« Unser tatsächliches Wissen über die innere Funktionsweise des Gehirns‌ ist noch immer sehr beschränkt – ungeachtet der verstärkten Bemühungen, es in seinen Einzelteilen zu analysieren, zum Beispiel im Rahmen des Human Brain Project in Europa und des BRAIN-Projekts in den Vereinigten Staaten.


 Doch das hat niemanden davon abgehalten, Chips zu entwickeln, die die Hirnstruktur nachbilden. Dieses Prinzip, das als neuromorphes Computing‌ bezeichnet wird, wurde in den 1980ern von Carver Mead an der Caltech begründet. Er wollte nicht einfach bessere Computer entwickeln, sondern herausfinden, »wie um alles in der Welt [...] das Gehirn tun [kann], was es tut«.61 Die Rekonstruktion des Gehirns in Chips setzt unter anderem auf Siliziumneuronen, die weniger Energie benötigen und eine Architektur ähnlich dem Gehirn nutzen: weg vom zentralen Chip für alle Aufgaben und hin zu einfachen, spezialisierten Chips, die sich die Aufgaben teilen und dabei weniger leistungsstark sind. Neuromorphe Chips haben unser Verständnis der Gehirnwindungen erweitert und den Weg für zukünftige Hirn-Maschine-Schnittstellen und Neuroprothetik geebnet. Tatsächlich wurde KI bereits in Form tief ins Hirn eingebrachter Implantate bei Patienten mit Epilepsie‌ eingesetzt, um individuelle Modelle dafür zu entwickeln, wie jeder Einzelne (von 25 Personen) sich an Dinge erinnert. Die implantierten Elektroden waren inaktiv, wurden aber von trainierten Algorithmen stimuliert, die erkannten, dass eine Erinnerung benötigt wird, um so einen Anstoß zu geben.62 Die vielleicht beste Demonstration einer Verbindung aus KI und Neurowissenschaften ist die Arbeit an Biohybrid-Computern, in denen Siliziumneuronen mit biologischen neuronalen Netzen integriert werden.63


 Auch die Chipindustrie unternimmt Anstrengungen, um mehr über die Verschaltung des Gehirns zu erfahren und in die Entwicklung von Spezialchips einfließen zu lassen. John Hennessy, ehemaliger Präsident der Stanford University, stellt es so dar: »Der gängige Ansatz ist quasi eine Dampfmaschine, und es wird versucht, das System neu aufzubauen.«64 Durch das Auslagern des Trainings der neuronalen Netze mit Hunderten von Algorithmen hin zu spezialisierten Chips mit geringer Leistungsaufnahme steigt die Effizienz, und es wird weniger Rechenleistung benötigt.


 Der Großteil der KI-Arbeiten zu neuronalen Netzen in den Neurowissenschaften dreht sich um Software und Algorithmusentwicklung. Ein kombinierter Hardware/Software-Ansatz für künstliche Synapsen stammt von IBM Research. Dort wurde ein neuronales Netz mit mehr als 200.000 zweistufigen Synapsen (Kurzzeit und Langzeit) zur Bilderkennung‌ geschaffen, das einhundert Mal weniger Energie benötigt und gleichzeitig eine Effizienz von über 28 Milliarden Operationen pro Sekunde pro Watt bietet – im Vergleich mit aktuellen Grafikprozessoren (GPUs) sind das ganze zwei Größenordnungen. Dieser Erfolgt verheißt Gutes für künftige Effizienzsprünge und einen geringeren Energiebedarf künstlicher neuronaler Netze‌.65


 Sie sehen also: Die Anstrengungen zur Nachbildung der Funktionsweise des menschlichen Gehirns in Computern mit dem Ziel, diese leistungsfähiger zu machen, sind im vollen Gange. Das bringt uns zurück zur einleitenden Frage aus diesem Kapitel: Werden Computer irgendwann die Rolle der Wissenschaftler übernehmen?





 Des Wissenschaftlers neue Werkzeuge und Lehrlinge


 Trotz der offensichtlichen Leistungsfähigkeit der KI, Forscher bei der Suche nach neuen Entdeckungen zu unterstützen, wird sie noch nicht allgemein genutzt. Sogar in seiner Laudatio auf die Arbeit von Jian Zhou und Olga Troyanskaya betonte Xiaohui Xie, dass »Menschen skeptisch [sind]. Aber ich bin überzeugt, dass im Laufe der Zeit immer mehr Menschen den Nutzen von Deep Learning zu schätzen wissen.« Dieser Meinung bin ich auch. Was die Zweifler betrifft: Uns erwartet noch viel, das sie zu überzeugen vermag, denn KI dürfte die wissenschaftliche Praxis revolutionieren – ob es nun um die Hilfsmittel und Werkzeuge der Forscher geht oder die Quelle der Ideen, die auf den Prüfstand gestellt werden.


 Das Mikroskop‌ war jahrhundertelang das Markenzeichen biomedizinischer Wissenschaftler. Die Entwicklung einer Technik namens Fluoreszenzmikroskopie revolutionierte dieses Instrument. Die Erfinder dieser Technik wurden 2014 mit dem Nobelpreis geehrt. Die Fluoreszenzmikroskopie bedarf einer komplexen Präparatvorbereitung, bei der fluoreszierende Moleküle an die Zellen, subzellulären Strukturen und Moleküle angeheftet werden, um diese unter dem Mikroskop sichtbar zu machen. Neben der zeitaufwändigen Vorbereitung schädigt und tötet das Verfahren Zellen, sodass Proben zu Artefakten werden und keine seriellen Längsschnittstudien der Proben möglich sind.66 Bühne frei für Deep Learning. Das Team um Eric Christiansen bei Google hat gemeinsam mit dem Gladstone Institute und Harvard Open-Source-Algorithmen entwickelt, die exakt vorhersagen können, wie Proben fluoreszieren werden – und zwar ganz ohne Fluoreszenzvorbereitung. Sie trainierten das DNN durch Zuordnung von fluoreszierend gekennzeichneten Bildern zu nicht gekennzeichneten Bildern und wiederholten diesen Vorgang viele Millionen Male. Das auch als in-silico-Labeling‌ oder augmentierte Mikroskopie‌ bezeichnete Verfahren wurde »eine neue Epoche in der Zellbiologie‌« genannt.67 Der Veröffentlichung folgte schon bald ein weiterer Bericht über labelfreie Mikroskopie von Wissenschaftlern des Allen Institutes.68 Es wurden nicht nur komplette Zellen, sondern auch subzelluläre Bilder in großem Stil mit zwei unterschiedlichen Ansätzen korrekt klassifiziert – dabei handelte es sich um Deep-Learning-Modelle einerseits und 320.000 Bürgerwissenschaftler andererseits. Die Komplementarität von Machine Learning und menschlicher Geistesleistung zur Erreichung hoher Klassifikationsraten ist bemerkenswert.69


 Ebenso hat Machine Learning zu einer Geister-Zytometrie geführt. Das Erkennen, Sortieren und Einfangen seltener Zellen im Blut ist eine extrem schwierige Aufgabe. Forscher von ThinkCyte in Japan haben Algorithmen entwickelt, die Zellbewegungen erkennen und so eine extrem empfindliche, genaue, ultraschnelle Sortierung von Zellen ohne Bilderstellung ermöglicht.70 An der Universität von Tokio führte die Entwicklung eines tiefen neuronalen Netzes zu einer »intelligenten, durch Bilder aktivierten Zellsortierung«71 zur Echtzeitsortierung verschiedener Zelltypen.


 Zusätzlich zu den bild- und labelfreien Durchbrüchen hat sich gezeigt, dass Deep Learning dabei hilft, suboptimale, unscharfe Bilder72 zu verarbeiten, indem es aus unterabgetasteten lichtmikroskopischen Daten hochauflösende Bilder rekonstruiert.73 Es kommt auch bei der Erkennung von Metastasen in Echtzeit zum Einsatz und beschleunigt so die Auswertung pathologischer Präparate.74


 So radikal diese Entwicklungen in der Mikroskopie‌ auch sind, so verblassen sie doch gegenüber den Plänen einiger Forscher, die Wissenschaft‌ zu automatisieren. In ihrer Vorstellung führen die Maschinen nicht nur Experimente durch (Reihentests, chemische Reaktionen), sondern entwerfen sie auch. Das Konzept einer vollständig automatisierten Wissenschaft und voll ausgebildeter Maschinenkollegen erscheint mir ebenso fern wie fremd. Doch als ich einen Bloomberg-Artikel mit dem Untertitel »Professoren an der Carnegie Mellon planen, chemische Aufgaben nach und nach von einer KI erledigen zu lassen« sah, fragte ich mich, ob es wohl wirklich noch lange dauern wird.75 Der Gedanke, dass wir auf dem besten Weg dorthin sind, wurde bestärkt, als ich von den Maschinen las, die Zymergen entwickelt – eines von vielen Unternehmen, die neue Apparate in die Labore bringen möchten: Diese Robote‌r summen während der Arbeit kaum hörbar vor sich hin wie Grillen.


 »Wo normalerweise eine Pipette genutzt wird, um einige Mikroliter einer Flüssigkeit aufzunehmen und in die Probenkammer zu geben – im zellulären Maßstab eine geradezu sintflutartige Menge –, berühren die Roboter die Flüssigkeit gar nicht. Stattdessen bringen Schallwellen mit 500 Hertz die Flüssigkeit zum Schwingen, sodass ein Tröpfchen herausgeschleudert wird, das Tausend Male kleiner als die von einem Menschen entnehmbare Menge ist.«76





 Die Automatisierung‌ mechanischer Aufgaben ist für Forscher kein Problem. Doch die KI verspricht mehr. Es gibt viele wissenschaftliche Zuarbeiten, bei denen eine KI helfen kann. Dazu gehören eine deutlich bessere Literaturrecherche‌ (wie mit Iris.ai und Semantic Scholar), das Entwerfen und Durchführen von Experimente‌n (wie bei Zymergen und Transcriptic), die Auswertung‌ der Daten (wie bei Nutonian, wo eine mathematische Theorie durch Datenaufnahme aufgestellt wird) oder das Schreiben von Abhandlungen (mit Citeomatic, das nach fehlenden Zitatangaben‌ im Manuskriptentwurf sucht).77 In der Zell- und Molekularbiologie könnten Maschinen das Anlegen von Plattenkulturen und das Zählen von Zellkolonien übernehmen. Genauigkeit und Effizienz bei der Durchführung bestimmter Experimente wurden verbessert. Einige Forscher begrüßen KI aufgrund des datengestützten Ansatzes beim Konzipieren der nächsten Reihe von Experimenten (obschon manche mit dem Begriff menschliche Intuition verbinden und ihn deswegen nicht einer KI zuschreiben möchten). Das Prinzip der »Beschleunigung der wissenschaftlichen Methode« wurde bereits von vielen der von mir vorgestellten Fortschritte bestätigt – und viele weitere stehen in den Startlöchern.78 Doch ich möchte auch darauf hinweisen, dass es viele Einschränkungen bei den Laborarbeiten gibt, die zum Teil mit KI-Werkzeugen automatisiert werden können.


 Auf allen Gebieten der Wissenschaft werden sich neue mögliche Betätigungsfelder für diesen Lehrling auftun. Die hier betrachteten – Neurowissenschaften, Krebs, »Omiken« und Arzneimittelforschung – stellen die führenden Forschungsbereiche dar, so wie es die Ärzte mit Mustern (Radiologen und Pathologen) in der Medizin sind. Die Parallelen in der Wissenschaft beim Steigern der Effizienz und dem Aufspüren von Dingen, die dem menschlichen Auge verborgen bleiben, sind beeindruckend. Ich glaube nicht, dass wir jemals am Punkt von durch KI-Agenten ersetzten Geister-Wissenschaftler ankommen werden, doch das Abgeben vieler Aufgaben an Maschinen wird als Katalysator wirken, denn dadurch können sich die Wissenschaftler vermehrt der Forschung widmen. Wie bei den Ärzten müssen wir erkennen, dass wir eine Software entwickeln können, die Programme schreiben kann und somit Mensch und Maschine produktiver macht. Das ist eine mächtige Synergie, die für Fortschritte in der Biomedizin sorgt.


 Nachdem wir betrachtet haben, welchen Nutzen Ärzte, das Gesundheitswesen und Wissenschaftler aus der KI ziehen, stellt sich nun die Frage, wie Verbraucher davon profitieren können. Den Anfang möchte ich mit einem der wichtigsten und gleichzeitig umstrittensten sowie ungeklärten Gesundheitsaspekte machen: unserer Ernährung.






Kapitel 11: 
Tiefe Ernährung


 »Das Medikament, das wir alle mehrmals täglich nehmen und das unbedingt an die eigene Persönlichkeit angepasst werden muss, ist unsere Nahrung.«


 – LISA PETTIGREW





 Nach meiner zweiten Erfahrung mit Nierensteine‌n riet mir mein Urologe, seine Ernährung‌‌swissenschaftlerin aufzusuchen. Bis zu dem Termin vergingen einige Wochen. In der Zwischenzeit informierte ich mich, bewaffnet mit den Ergebnissen meines 24-Stunden-Urintests, über Ernährungsumstellungen, die den hohen Oxalat‌gehalt im Urin reduzieren könnten – der Normalwert liegt zwischen 20 und 40, bei mir waren es 64. Auf Websites und in Artikeln fand ich erstaunlich unterschiedliche Angaben zum Oxalatgehalt‌ in verschiedenen Lebensmitteln. Je nach Quelle waren einige Zutaten entweder völlig in Ordnung oder unbedingt zu vermeiden. Litholink, das Unternehmen, das meine Urin-Analyse durchgeführt hatte, verzeichnete sehr hohe Werte für Fiber-One-Frühstücksflocken (142 mg Oxalat pro 100 g), schwarzen Pfeffer (419), Schokolade (117) und Spinat (600), aber sehr niedrige Werte für Süßkartoffeln (6), Grünkohl (13) und Blaubeeren (15). Auf einer Website der Uniklinik Pittsburgh wurden dagegen Blaubeeren, Süßkartoffeln und Grünkohl unter den Lebensmittel‌n mit hohem Oxalatgehalt aufgeführt. Und das sind nur einige wenige Beispiele für diametrale Unterschiede zwischen den beiden Quellen. Das verwirrte mich natürlich, und ich freute mich auf den Besuch bei der Ernährungswissenschaftler‌in, um dieses Problem aus der Welt zu schaffen.


  Tabelle 11.1: Angaben zum Oxalatgehalt für vier Nahrungsmittel‌ aus vier Quellen
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   	Litholink 




 	Sehr niedrig 




 	Keine Angabe 




 	Niedrig 




 	Niedrig 




 


  	Uniklinik Pittsburgh 




 	Hoch 




 	Keine Angabe 




 	Hoch 




 	Hoch 




 


  	Academy of Nutrition and Dietetics 




 	Hoch 




 	Hoch 




 	Hoch 




 	Hoch 




 


  	Harvard School of Public Health 




 	Sehr niedrig 




 	Sehr niedrig 




 	Sehr niedrig 




 	Sehr hoch 




 


 

 





 Die Ernährungsberater‌in verfügte über mehr als 20 Jahre Berufserfahrung in diesem Feld. Sie sah sich meine Labordaten an und stellte dann Ernährungsempfehlungen‌ auf Grundlage eines dreiseitigen Dokuments der Academy of Nutrition and Dietetics (etwa Amerikanische Gesellschaft für Ernährung und Diätetik‌) zusammen. Ich solle Nüsse und Spinat – zwei meiner Leibspeisen – ganz weglassen und möglichst auf Erdbeeren und Blaubeeren – ebenfalls ganz oben auf meiner Liste – verzichten. Doch laut Angabe von Litholink enthielten diese Lebensmittel nur wenig Oxalate. Meine Verwirrung wuchs. Nach dem Termin sah ich mir die diversen Quellen und weitere Websites nochmals an und schickte ihr eine E-Mail mit der Bitte um Klärung und Angaben zur zuverlässigsten Datenquelle. Sie schrieb, dass ihr Rat zum Verzicht auf Erdbeeren in der Größe der Früchte begründet war, denn dadurch isst man leicht mehr als die empfohlene Menge von 50 Gramm, was dann zu einer erhöhten Oxalataufnahme führt. Sie erklärte zudem, dass die unterschiedlichen Quellen unterschiedliche Portionsgrößen und Einheiten verwenden, zum Beispiel amerikanische Unzen oder Gramm oder sogar Cups und deshalb für dieselbe Zutat ein niedriger, mittlerer oder hoher Gehalt angeführt wird.


 Als Quelle für Ihre Empfehlungen schickte Sie mir einen Link zum Institut für Ernährungswissenschaften an der Harvard T. H. Chan School of Public Health. Dort ist für Blaubeeren bei einer Menge von 50 Gramm ein sehr niedriger Oxalatgehalt von 2 Milligramm angegeben. Für 125 Gramm Himbeeren dagegen ist der Oxalatgehalt mit 48 Milligramm sehr hoch. 67 Gramm gehackter Grünkohl haben mit 2 Milligramm einen sehr niedrigen Oxalatgehalt. Dagegen hat 225 Gramm frischer Spinat mit 666 Milligramm wieder einen sehr hohen Wert. Ebenso 150 g Süßkartoffeln mit 28 Milligramm (Tabelle 11.1). Alles klar, oder? Jede Quelle macht andere Angaben. Wem sollte ich glauben?


 Diese Anekdote ist beispielhaft für die Ernährungswissenschaft‌ in ihrer Gesamtheit. Um etwa 400 vor Christus sagte Hippokrates‌: »Lass die Nahrung deine Medizin sein und Medizin deine Nahrung‌.« Schon seit Jahrtausenden vermuten wir, dass unsere Ernährung und unsere Gesundheit miteinander verwoben sind – und doch ist der Fachbereich alles andere als geordnet. Ein gewaltiges Problem ist, dass es außergewöhnlich kompliziert ist, randomisierte Studien im großen Stil durchzuführen. Wenn große Kohorten dieser oder jener Ernährungsweise zugewiesen werden, muss das über viele Jahre strikt eingehalten werden. Will man dann die gesundheitlichen Ergebnisse kontrollieren, erweist sich das Vorhaben als extrem schwierig, sodass es nur selten versucht wird. Die wesentlichen Ausnahmen sind randomisierte Studien zur mediterranen Ernährung, die eine absolute Senkung von Herzkrankheiten‌ in der Größenordnung von 1 bis 2 Prozent zeigen.1 Doch selbst die bisher größte randomisierte Ernährungsstudie‌ – die PREDIMED-Studie‌ zur mediterranen Ernährung – musste redigiert und neu veröffentlicht werden, nachdem behauptet wurde, sie beruhe auf verfälschten Statistiken, wodurch es zu Kontroversen über Methodik und Analytik kam.2


 Die Ernährungswissenschaft gründet größtenteils auf Beobachtungen und retrospektiv gesammelten Daten. Das Problem dabei: Die Menschen müssen genaue Angaben zu dem machen, was sie essen. »Genaue Angaben« ist hier leider als Widerspruch zu sehen. John Ioannidis, ein geachteter Kritiker der wissenschaftlichen Methodik, nahm die aktuellen analytischen Methoden in der Ernährungswissenschaft ebenso auseinander3 wie Bart Penders.4


 Dennoch möchte ich einige der großen Beobachtungsstudien zu Ernährung und wichtigen Erkenntnissen aus der jüngeren Vergangenheit betrachten. Die 2017 im Lancet veröffentlichte Abhandlung Prospective Urban Rural Epidemiology (PURE) wurde in jenem Jahr von Altmetric als Veröffentlichung mit dem größten Impact einer wissenschaftlichen Arbeit eingestuft (168 Nachrichtenberichte, 8.313 Tweets, 441 Facebook-Beiträge). Sie untersuchte mehr als 135. 000 Menschen aus 18 Ländern und benannte einen hohen Kohlehydratgehalt‌ (und nicht die Aufnahme von Fett) als Hauptschuldigen für Herzkrankheiten‌ und Tod (Abbildung 11.1).5


 Eine weitere Studie aus dem Jahr 2017 untersuchte in den USA den Konsum von zehn Nahrungsmitteln und Nährstoffen bei mehr als 700.000 Menschen, die an Herzkrankheit, Schlaganfall oder Diabetes gestorben waren.6 Dabei wurden beispielsweise Ernährungsweisen mit viel Salz oder verarbeitetem Fleisch ebenso wie solche mit wenig Meeresfrüchten, Obst und Gemüse stark mit ungünstigen Ergebnissen in Zusammenhang gesetzt (Abbildung 11.2). Die Studie kommt zu dem Schluss, dass 45 Prozent dieser Todesfälle diesen zehn Faktoren mit »wahrscheinlichen oder überzeugenden Beweisen« zugeordnet werden können. Wenn das zutrifft, dann ist jeder zweite Tod‌esfall nach Herzkrankheit, Schlaganfall oder Diabetes‌ die Folge einer schlechten Ernährung‌. Anders ausgedrückt: Mehr als eintausend Amerikaner sterben täglich an den Folgen ihrer Ernährung.
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Abb. 11.1: Die PURE-Studie‌ verknüpft geschätzte Anteile von Nährstoffen mit der Gesamtmortalität‌ und den wichtigsten Herz-Kreislauf-Erkrankungen‌. Die punktierten Linien markieren ein Konfidenzniveau von 95 Prozent. (Quelle: nach M. Dehghan et al., »Associations of Fats and Carbohydrate Intake with Cardiovascular Disease and Mortality in 18 Countries from Five Continents (PURE): A Prospective Cohort Study«, Lancet (2017): 390(10107), 2050–2062.)
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Abb. 11.2: Verbindung von suboptimalen Ernährungsgewohnheiten mit erheblichen negativen Auswirkungen auf Herz und Kreislauf‌. (Quelle: nach R. Micha et al., »Association Between Dietary Factors and Mortality from Heart Disease, Stroke, and Type 2 Diabetes in the United States«, JAMA (2017): 317(9), 912–924.)





 Andere Studien deuten darauf hin, dass pflanzliche Kost dabei hilft, Typ-2-Diabetes‌ zu verhindern.7 Neben einer pflanzlichen Ernährung werden auch Vollkornprodukte mit weniger Todesfällen durch Herzkrankheiten oder Krebs in Verbindung gebracht, so eine Auswertung von 45 Studien.8 Und es gibt Unmengen an Daten, die den Konsum von Kaffee mit einer Letalitätsreduktion in Verbindung bringen.9 Jede dieser Studien weist allerdings diverse Mängel auf, sei es die Protokollierung der Nährstoffzufuhr durch die Teilnehmer selbst, fehlende Nachweise für Ursache und Wirkung, fehlende Kontrollgruppen oder ein Konzept, das ein Übermaß an möglichen Störgrößen nicht ausschließen kann, darunter der sozioökonomische Status und den Bildungsstand. Tatsächlich zeigt eine systematische, von Jonathan Schoenfeld und John Ioannidis durchgeführte Überprüfung für die meisten Nahrungsmittel, dass diese den Krebs sowohl begünstigen als auch be- bzw. verhindern können.10 In Veröffentlichungen für die Allgemeinheit werden diese Kritikpunkte normalerweise nicht erwähnt. Stattdessen liefern sich fehlerhafte oder fehlgeleitete Schlagzeilen einen Schlagabtausch darüber, dass bestimmte Lebensmittel hilfreich sind oder aber schaden – je nach Tag und Herausgeber (Abbildung 11.3).


 Der fehlende Goldstandard in Form randomisierter, klinischer Studien ist nur ein Aspekt des Problems, vor dem die Ernährungswissenschaft steht. Hohes Gewicht‌ hat auch ein Mangel an Forschungsqualität auf dem Gebiet der Ernährungsempfehlungen. In The Big Fat Surprise dokumentiert die Enthüllungsjournalistin Nina Teicholz, wie der Physiologe Ancel Keys‌ unser Essverhalten beeinflusst. Seine Forschung zur sogenannten Sieben-Länder-Diät‌ schaffte es 1961 auf die Titelseite des Nachrichtenmagazins Time. Darin vertritt er eine fettarme, cholesterinarme Ernährung‌ als Prävention gegen Herzkrankheit. Doch Keys Studie wies Mängel auf, denn er ließ 15 Länder herausfallen, in denen gegensätzliche Daten angefallen waren. Das führte zu entsprechender Kritik an seinen Ergebnissen. Dennoch sprach sich die American Heart Association nachdrücklich für eine fettarme Ernährung aus und riet zur Verwendung von Margarine‌ anstelle von Butter‌ und empfahl, auf Eier zu verzichten. Viele Jahre habe ich – wie viele Menschen – möglichst auf Fett‌ verzichtet, fettarme Cracker gegessen, meinen Kaffee schwarz getrunken und Käse sowie Pizza als Teufelszeug verdammt. Schon Milch mit nur einem Prozent Fett kam für mich nicht in Frage. Der Gegensatz zu meiner Jugend in den späten 1950er und frühen 1960er Jahren war enorm: Daheim wurden uns jede Woche mehrmals einige Flaschen Vollmilch geliefert, und meine Eltern nannten mich nach dem Maskottchen der Großmolkerei »Elsie, die Kuh«, weil ich so viel davon trank (wobei dieser Spitzname nicht wirklich schlüssig ist). Erst Jahrzehnte später lernten wir, wie gefährlich Margarine mit ihren Transfetten, die schließlich in vielen Ländern in die Verbotsliste für Zutaten aufgenommen wurden, für das Herz ist. Doch auch heute empfehlen die American Heart Association‌ und das US-Landwirtschaftsministerium, gesättigte Fette nur in Maßen zu sich zu nehmen. Diese beiden Aspekte zeigen deutlich, die problematisch es sein kann, Ernährungsratschläge ohne hinreichende Datengrundlage zu geben. Durch das Lob auf fettarme Lebensmittel‌ haben Gesundheitsbehörden vermutlich zu einer schädlichen Ernährung und damit zur Verbreitung von Fettleibigkeit‌ und Diabetes beigetragen. Tatsächlich nähren jüngere Berichte starke Zweifel am Verzicht auf Milchprodukte und Salz.11
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Abb. 11.3: Beurteilung bestimmter Lebensmittel hinsichtlich des Krebsrisiko‌s in der Fachliteratur (Schätzungen). (Quelle: nach J. Schoenfeld und J. Ioannidis, »Is Everything We Eat Associated with Cancer? A Systematic Cookbook Review«, Am J Clin Nutr (2013): 97(1), 127–134.)





 Das nächste Problem ist die Verderbtheit der Nahrungsmittelindustrie‌, die ich am Beispiel des Zuckerskandals aufzeigen möchte. Zucker‌ ist in drei Viertel aller verpackten Nahrungsmittel enthalten.12 Seit den 1950ern hat die Zuckerindustrie die Ansicht gefördert, dass eine Kalorie immer eine Kalorie ist und somit kein Unterschied zwischen einer Kalorie‌ Süßigkeiten und einer Kalorie anderer Speisen besteht, was die Fettleibigkeit betrifft.13 Der Handelsverband der Zuckerindustrie hat die Schuld für Herzkrankheiten vielmehr den gesättigten Fetten zugeschoben. Über Jahrzehnte hat die Zuckerindustrie Forscher – darunter den einflussreichen Ancel Keys – damit beauftragt, diese Behauptung immer wieder aufzustellen. Die drei Harvard-Wissenschaftler, die 1967 im New England Journal of Medicine die klassische Abhandlung veröffentlicht haben, in denen Nahrungsfette für Herzkrankheit verantwortlich gemacht werden, wurden von diesem Handelsverband bezahlt.14 Der Verband hat auch gegen neue Etiketten auf Nahrungsmitteln lobbyiert, die klar zeigen, wie viel Zucker verpackten Nahrungsmitteln zugesetzt wurde. Und das Problem besteht noch heute. 2015 durften wir erfahren, dass Coca-Cola mit Forschern daran arbeitete, jeden Zusammenhang zwischen Zucker und Fettleibigkeit zu unterdrücken. Und es ist nicht allein die Zuckerindustrie, die so agiert. Marion Nestle hat gezeigt, das von knapp 200 Nahrungsmittelstudien‌ die von der Industrie bezahlten (im Gegensatz zu denen ohne industrielle Finanzierung) im Verhältnis von 13:1 zu einem positiven Ergebnis kamen.15 Der »Wissenschaft« von den Nahrungsmitteln fehlt es nicht nur an einer handfesten Grundlage, sondern sie leidet auch an extremer Voreingenommenheit.


 Auch die von der Regierung veröffentlichten Lebensmittelpyramide‌n tragen eher zur Unsicherheit bei. Denn obwohl zahlreiche Behörden an ihrer Entwicklung beteiligt sind (darunter USDA, NIH, CDC, FDA und EPA), sind sie doch auf Sand gebaut. Doch weil sie von der Regierung kommen, nehmen viele Menschen diese Empfehlungen für bare Münze. Ich bin dafür, unseren Fundus an Sprichwörtern zu ergänzen: Analog zu dem Brei, den viele Köche verderben, sollte es auch eines geben, das sagt »Viele Behörden verderben die Richtlinien«.


 Jahrzehntelang hat man uns glauben gemacht, dass zu viel Salz in den Speisen das Risiko für Herzinfarkt‌e und Schlaganfälle dramatisch erhöht. Die American Heart Association empfiehlt nach wie vor maximal 1,5 Gramm Natrium pro Tag. Wenn Sie jemals versucht haben, sich an diese salzarme Kost zu halten, werden Sie schnell festgestellt haben, dass das Essen dadurch unschmackhaft, wenn nicht ungenießbar wird. Wobei – vielleicht wäre es eine gute Idee im Kampf gegen die Verfettung, wenn Essen nach nichts schmecken würde. Sir George Pickering sagte einmal: »Wer sich dauerhaft daran halten will, muss die Enthaltsamkeit eines religiösen Eiferers an den Tag legen.«16 Aber die Verbindung zwischen übermäßiger Natriumaufnahme‌ und hohem Risiko für Herz und Kreislauf wurde widerlegt: 2018 zeigte eine Studie mit mehr als 95.000 Teilnehmern aus 18 Ländern, dass es zwar eine leichte Erhöhung des Blutdrucks gab (wenn sich im Urinspiegel eine erhöhte Aufnahme von Natrium zeigte), schlechte Ergebnisse aber nur vorlagen, wenn mehr als 5 Gramm Natrium pro Tag zu sich genommen wurden.17 Der durchschnittliche Amerikaner nimmt etwa 3,5 Gramm Natrium pro Tag auf.18 Tatsächlich gab es bei einer Aufnahme von weniger als 5 Gramm pro Tag inverse Korrelation zwischen der Natriumaufnahme und Herzinfarkten sowie Tod. Ein weiteres Beispiel für landesweit über viele Jahre befolgte Ernährungsempfehlungen, die dem Beweis nicht standhalten! Es zeigt auch, wie durchschnittsgläubig wir sind. Dabei müssten wir wissen oder begreifen, dass jeder Mensch anders auf Zutaten und Nahrungsmittel reagiert.


 Und das ist auch das größte Problem bei allen Ernährungsempfehlungen‌ und -ratgebern: Es gibt keine Kost, die sich für alle Menschen eignet. Die Idee entbehrt jeder biologischen und physiologischen Grundlage, sie widerspricht unserer Einzigartigkeit, der erstaunlichen Heterogenität und Individualität unseres Metabolismus, Mikrobioms und unserer Umwelt, um nur einige Aspekte zu nennen. Wir wissen mittlerweile dank der wegweisenden Arbeit von Forschern am Weizmann-Wissenschaftsinstitut in Israel, dass jede Einzelperson anders auf dieselben Lebensmittel und auch exakt dieselbe Menge reagiert. Die Nutrigenomik‌ sollte zeigen, wie unsere jeweilige DNS mit bestimmten Nahrungsmitteln interagiert. Bisher gibt es allerdings kaum Hinweise darauf, dass die genomischen Variationen uns Hilfestellung bei einer individuellen Ernährung geben könnten. Die Daten sind im besten Fall sehr dünn, im schlimmsten Fall gibt es sie nicht. Natürlich gibt es trotzdem viele Unternehmen, die auf den Zug aufgesprungen sind. Nutrigenomik-Unternehmen bewerben Test auf bestimmte Varianten von DNS-Sequenzen als Grundlage für Ernährungsempfehlungen, obwohl es kaum oder gar keine annehmbaren Beweise gibt19 oder diese sogar in randomisierten Studien als unwirksam entlarvt wurden.20 Tatsächlich wurde und wird die Richtigkeit vieler Quellen in der Nahrungsmittelforschung‌ in Zweifel gestellt.21 Auch die Nutzung von Smartphone-Apps als virtueller Ernährungsberater wie Suggestic, Nutrino und Lose It! nennen keine klare wissenschaftliche Grundlage für ihre Empfehlungen. Wer dem universellen Ernährungsansatz ohne belegbare Beweise entkommen will, muss sich einer rechner- und datengestützten Herangehensweise öffnen. Genau da kam Künstliche Intelligenz ins Spiel. Denn die Weizmann-Forschung zeigte nicht nur, dass unterschiedliche Menschen anders auf dieselbe Kost reagieren, sondern setzte auch erstmals Machine Learning ein, um die einzigartige glykämische Reaktion‌ jeder Person auf die Nahrungsmittel vorherzusagen.


 Im November 2015 veröffentlichte das Magazin Cell die wegweisende Abhandlung Personalized Nutrition by Prediction of Glycemic Responses (Personalisierte Ernährung durch Vorhersage der glykämischen Reaktion) von Eran Segal, Eran Elinav und Kollegen am Weizmann-Institut.22 Die Studie hatte 800 Teilnehmer ohne Diabetes, deren Blutzucker eine Woche lang mit einem subkutanen Sensor überwacht wurde. Insgesamt wurden sie über einen Zeitraum überwacht, in dem sie mehr als 5.000 standardisierte, von den Forschern zubereitete Mahlzeiten – einige davon mit Schokolade oder Eiscreme – und 47.000 Mahlzeiten, die sie selbst aussuchten, zu sich nahmen. Insgesamt wurden über 1,5 Millionen Glukosewerte‌ gemessen.


 Die detaillierte glykämische Reaktion auf die Kost und andere Stimuli wurde mit vielen weiteren vieldimensionalen Daten für jede Person integriert: Ernährungsgewohnheiten wie die Uhrzeit der Nahrungsaufnahme, Inhalt der Speisen und Getränke, körperliche Aktivitäten, Größe und Gewicht, Schlaf, Darm-Mikrobiom und Blutwerte. Ein Großteil der Daten wurde mit einer speziellen Smartphone‌-App‌ von den Teilnehmern selbst erfasst. Die Glukosereaktion nach den Mahlzeiten war erwartungsgemäß hochgradig uneinheitlich (Abbildung 11.4).23
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Abb. 11.4: Durchschnittliche Zunahme des Blutzucker‌s (mit 25./75. Perzentil) als Reaktion auf unterschiedliche Nahrungsmittel in den Studien des Weizmann-Instituts. Beachten Sie die großen Schwankungen bei allen Nahrungsmitteln, vor allem bei Brot (Pita, Vollkornbrot), Pizza, Orangensaft und Kartoffeln. (Quelle: nach E. Segal und E. Elinav, »The Personalized Diet: The Pioneering Program to Lose Weight and Prevent Disease« (New York: Grand Central Life & Style, 2017).)





 Ein Entscheidungsbaum-Machine-Learning-Modell wurde auf diese Millionen Datenpunkte angesetzt. Es markierte 137 Faktoren, mit denen die glykämische Reaktion auf bestimmte Nahrungsmittel für die jeweilige Einzelperson vorhergesagt wurde. Zur Validierung wurde eine weitere Kohorte mit 100 Personen herangezogen. Anschließend wurde zur weiteren Kontrolle der Nützlichkeit des Algorithmus eine randomisierte Studie mit 26 Personen und maßgeschneiderten Ernährungsplänen durchgeführt, die gegenüber einer Kontrollgruppe eine (mittels Machine Learning ermittelte) deutlich bessere Glukosereaktion‌ nach den Mahlzeiten aufzeigte. Der Algorithmus war erstaunlich genau bei der Vorhersage der glykämischen Reaktion‌ und schnitt besser ab als erfahrene Ernährungswissenschaftler.


 Derartige Erkenntnisse haben weitreichende Folgen: Diabetiker, die Insulin‌ nehmen, berechnen die Dosis hauptsächlich durch Zählen von Kohlenhydraten. Kohlenhydrate waren mit einer erhöhten glykämischen Reaktion während der Nahrungsaufnahme verbunden. Das galt auch für Ballaststoffe, wobei diese zu einer reduzierten Reaktion im Laufe der folgenden 24 Stunden führten. Besonders interessant ist, dass die Studie nicht nur stark schwankende Reaktionen unterschiedlicher Personen auf dieselben Lebensmittel nachwies, sondern auch in der Lage war, diese zu erklären. Die Bestandteile der Nahrung waren nicht für die Glukosereaktion verantwortlich. Vielmehr erwiesen sich die Bakterienarten im Darm-Mikrobiom‌ als entscheidender Faktor für die Glukosereaktion bei der Nahrungsaufnahme. So besteht ein Zusammenhang zwischen Parabacteroides distasonis‌ und einer starken Glukosereaktion, während bei Bacteroides dorei‌ das Gegenteil der Fall ist. Bei der Veröffentlichung der Studie erklärte Cell in einem Leitartikel dazu, dass sie »der erste Schritt auf dem Weg zu einer personalisierten Ernährung‌« sei.24


 Diese Abhandlung des Weizmann-Instituts war nur die erste einer ganze Reihe von Veröffentlichungen. Als nächstes untersuchte das Team, wie sich geänderte Ernährungsgewohnheiten‌ beim Brot auf den Blutzucker auswirken. Weltweit liefert Brot etwa 10 Prozent der Kalorienzufuhr, in einigen Teilen sind es sogar über 30 Prozent. Darum wurde dieses Grundnahrungsmittel als möglicher Einflussfaktor in den Fokus gerückt. 2017 beschrieb das Team eine randomisierte Crossover-Studie für zwei unterschiedliche Brot‌sorten: industrielles Weißbrot und in Handarbeit hergestelltes Sauerteigbrot.25 Bei den zwanzig Teilnehmern wurde der Blutzucker lückenlos dokumentiert. Die Datenerfassung erfolgte ähnlich wie in der ersten Studie. Die Beschreibung der Brotherstellung ist sehr detailliert, verdeutlicht die Sorgfalt der Forscher und lässt mir das Wasser im Munde zusammenlaufen:


 »Beim Weißbrot griffen wir auf ein handelsübliches und beliebtes Weißbrot zurück, damit alle Teilnehmer dasselbe Brot aßen. Für das Sauerteigbrot haben wir frischen roten Hartweizen (eine amerikanische Weizenart) von einem erfahrenen Müller mit einer Steinmühle mahlen lassen. Dabei wurden nur die gröbsten Kleiebestandteile aus dem Mehl gesiebt. Danach hat ein erfahrener Handwerksbäcker den Teig für die Brotlaibe ausschließlich aus diesem Mehl, Wasser, Salz und einem Mutterteig ohne weitere Zusätze hergestellt. Der Teig wurde portioniert, geformt und nach dem Gehen in einem Steinofen gebacken. Jeden zweiten Tag haben wir das frisch gebackene Vollkornbrot in den Laboren an die Studienteilnehmer ausgegeben. Das Brot hat so verführerisch geduftet, dass wir Mühe hatten, unser eigenes Team davon fernzuhalten! Das hat dazu geführt, dass wir nach der zweiten Lieferung zusätzliches Brot für die Labormitarbeiter bestellt haben.«





 Die Ergebnisse überraschten sehr. Die unterschiedlichen Brotsorten führten insgesamt zu keinerlei Unterschied bei der glykämischen Reaktion. Doch das lag daran, dass die Werte mit dem Bevölkerungsschnitt verglichen wurden. Auf der persönlichen Ebene sah die Sache ganz anders aus: Bei einigen Teilnehmer führte Weißbrot zu einer niedrigen glykämischen Reaktion, bei andern fiel sie gegenteilig aus. Auch hier war das Darm-Mikrobiom der entscheidende Faktor. Für die zwei Brotsorten war es sogar der einzige Prädiktor.26


 Unser individuelles Darm-Mikrobiom‌ – das aus circa 40 Millionen Zellen 1.000 verschiedener Arten besteht – spielt eine sehr viel größere Rolle nach der Nahrungsaufnahme, als vermutet worden war. Es gibt viele Studien, die das Darm-Mikrobiom mit diätetischen Problemen wie Fettleibigkeit und Diabetes sowie Immunstörungen‌ und vielen weiteren Erkrankungen in Verbindung bringen, aber es fehlte an einem eindeutigen Beweis für Ursache und Wirkung. Ein Grund dafür könnte sein, dass wir etwa 10 Prozent des Darm-Mikrobioms täglich im Stuhl ausscheiden. Vielleicht sind das genau die Stämme, die für einen zuverlässigen Effekt zu variabel sind. Allerdings neigt die Gesamtdiversität aller Arten und Inhalte dazu, gleich zu bleiben. Es gibt weitere Faktoren, die die Zusammensetzung des Mikrobioms beeinflussen. Eine Rolle dürfte der den Bakterien eigene Schlaf-Wach-Rhythmus sein, denn tatsächlich sind einige morgens in größerer Zahl als abends vorhanden. Dieser Rhythmus wird sowohl durch unsere Ernährungsgewohnheiten als auch unsere biologische Uhr gesteuert. Das Weizmann-Team hat zum Beispiel in einer Untersuchung die Teilnehmer auf einen kostenlosen Hin- und Rückflug von Israel in die Vereinigten Staaten von Amerika geschickt. Anschließend wurden die Darmmikroben der an heftigem Jetlag leidenden Teilnehmer in sterile Mäuse übertragen. Das führte zu Fettleibigkeit und Glukoseintoleranz.27 In anderen Studien zeigte das Weizmann-Team, dass es einen Zusammenhang zwischen den nachteiligen Auswirkungen wie Gewichtszunahme und Fettleibigkeit nach der Aufnahme künstlicher Süßstoffe‌28 und Änderungen des Mikrobioms gibt.29


 Die umfangreiche Arbeit von Segal und Elinav ist in deren Buch The Personalized Diet zusammengefasst. Gemeinsam haben sie über 2.000 Menschen untersucht und sagen über ihre Enthüllungen im Bereich der Ernährungswissenschaft: »Wir stellten fest, dass wir eine schockierende Entdeckung gemacht hatten: Alles ist individuell.«30 Eine wesentliche Schlussfolgerung aus dem Buch lautet: »Da unsere Datenbasis so riesig und unsere Analyse so umfassend war, haben diese Ergebnisse wirklich weitreichende Auswirkungen: Sie zeigen schlüssiger denn je, dass ein allgemeiner, universeller Ansatz an die Ernährung einfach nicht funktionieren kann.« Eine solch klare Ansage findet sich in keinem in Peer Reviews überprüften Fachartikel, aber durchaus in einem Buch.


 Diese Individualität betrifft die glykämische Reaktion‌, bei der es ich um eine wichtige Größe in puncto Ernährung und menschlicher Gesundheit handelt, wenn auch nicht um der Weisheit letzten Schluss. Glykämische Spitzen nach der Nahrungsaufnahme, vor allem solche mit hohem Ausschlag, könnten sich als Vorbote eines erhöhten Diabetesrisiko‌s erweisen31, und ein hoher Blutzuckerspiegel wurde mechanistisch mit der Durchlässigkeit der Darmschleimhaut und somit einem höheren Infektions-32 und Krebsrisiko33 in Verbindung gebracht. Neben dieser potenziellen Verbindung zu Diabetes und Krebs wurden auch immer wieder Bedenken hinsichtlich anormaler Blutfettwerte‌, Fettleibigkeit sowie Herz- und neurodegenerativer Krankheiten laut. Doch bisher gibt es keinen belastbaren Nachweis für eine Verbindung zwischen Glukosespitzen‌ bei gesunden Menschen und Krankheiten.


 Zweifellos haben diese Forscher gezeigt, dass individuelle Muster bei der glykämischen Reaktion – einige Menschen reagieren stark auf Fette, andere auf Ballaststoffe, einige auf Natrium, bei anderen ist es der eigene Schlaf – einen Zusammenhang zum Darm-Mikrobiom aufweisen, und dass die Komplexität mithilfe von Machine-Learning-Algorithmen kartiert, modelliert und prognostiziert werden kann. Später bewertete ein Team aus Stanford die glykämischen Spitzen von 75 gesunden Menschen mit kontinuierlicher Blutzuckerüberwachung und analysierte die Reaktion auf bestimmte Lebensmittel mit Machine Learning. Seiner Meinung nach sind hohe Blutzuckerwerte nach dem Essen ganz normal und lassen sich in drei »Glukotypen‌« unterteilen (Abbildung 11.5).34 Bestimmte Nahrungsmittel wurden besonders hervorgehoben: »Eine standardisierte Mahlzeit aus Cornflakes und Milch führte bei 80 Prozent der Studienteilnehmer zu einem Glukoseanstieg im prädiabetischen Bereich (> 140 mg/dl). Es ist plausibel, dass solche häufig verzehrten Lebensmittel sich bei einem Großteil der erwachsenen Weltbevölkerung nachteilig auf die Gesundheit auswirken könnten.« Derartige Ergebnisse aus den Weizmann- und Stanford-Berichten über Glukosespitzen und das Darm-Mikrobiom wurden von anderer Seite bestätigt.35


 Segal und Elinav kannten mein Interesse an der individuellen medizinischen Versorgung und baten mich, den Korrekturabzug ihres neuen Buchs zu lesen. Es enthält eine klare Übersicht über wichtige Forschungsarbeiten und liefert schlagkräftige Beweise für abhängig von der Ernährung schwankende Blutzuckerspiegel. 2015 haben sie in Israel zudem das Unternehmen DayTwo‌ gegründet, um Menschen beim Erstellen eines individuellen und optimalen Ernährungsplan‌s unter Berücksichtigung der glykämischen Reaktion zu unterstützen. Mitgründerin war Erans Ehefrau Lihi Segal als CEO. Bereits ihre wissenschaftlichen Veröffentlichungen hatten mich beeindruckt, aber nach dem Lesen des Buchs wollte ich DayTwo gerne ausprobieren. Ich füllte einen Internetfragebogen aus, lud die Gesundheitsapp von DayTwo herunter und erhielt den Glukosesensor Libre vom Abbott-Laboratorium zugeschickt. Sobald die Vorbereitungen abgeschlossen waren, führte ich zwei Wochen lang mit dem Smartphone genau Buch über meine Speisen und Getränke, meinen Schlaf, meine sportlichen Betätigungen und meine Medikation. Ich trug den Sensor, der ein wenig größer als eine Zwei-Euro-Münze ist, die ganze Zeit am linken Arm. Mit dem zugehörigen Lesegerät, das mitgeschickt worden war, konnte ich jederzeit und ganz schnell meinen Blutzucker kontrollieren. Außerdem musste ich eine Stuhlprobe zur Bestimmung des Darm-Mikrobioms abgeben.
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Abb. 11.5: Schwache (oben), moderate (mittig) und schwere (unten) Glukotypen nach dem Essen bei 75 gesunden Personen. (Quelle: nach H. Hall et al., »Glucotypes Reveal New Patterns of Glucose Dysregulation«, PLoS Biol (2018): 16(7), e2005143.)





 Diese zweiwöchige Protokollierung war wirklich anstrengend. Die Glukosemessung und die Sache mit dem Mikrobiom waren recht einfach. Und die Schlaf- und Aktivitätsdaten konnte ich mit meinem Fitbit-Armband erfassen und exportieren. Aber alle Getränke und Speisen musste ich fein säuberlich ins Smartphone eingeben. Häufig fehlte die genaue Entsprechung oder Portionsgröße in der App. Und es kam nicht selten vor, dass ich Daten für den Vortag oder sogar den Vorvortag eingeben musste, weil ich entweder zu beschäftigt gewesen war oder es einfach vergessen hatte. Außerdem durfte ich mindestens zwei Stunden nach einer Mahlzeit nichts essen, um die glykämische Reaktion nicht zu verfälschen. Das war manchmal hart, denn in diesem Zeitraum esse ich oft einen kleinen Happen. Diese Vorschrift erinnerte mich an einen faszinierenden Artikel von Satchin Panda vom Salk Institute, der mit dem Smartphone die tägliche Nahrungsaufnahme überwacht hat. Panda zeigt, dass es die »normalen« drei Mahlzeiten pro Tag bei uns überhaupt nicht gibt. Stattdessen verbringen die Menschen im Schnitt 14,75 Stunden pro Tag mit dem Essen!36 Der Hawthorne-Effekt – der besagt, dass Studienteilnehmer ihr natürliches Verhalten ändern, wenn sie wissen, dass sie beobachtet werden – spielte sicherlich eine Rolle und führte dazu, dass ich oder auch andere Teilnehmer am Programm von DayTwo bestimmte Speisen aßen oder vermieden oder auch andere Ernährungsgewohnheiten änderten.


 Nachdem Sie nun Bescheid wissen, hier meine Glukosewerte‌, mein Mikrobiom und meine Ernährungsempfehlungen. Nach den Mahlzeiten traten mehrere Glukosespitzen auf (Abbildung 11.6), die zum moderaten Glukotyp passen.


 Ungeachtet der Mühe sind die Angaben zu meinem Mikrobiom (Abbildung 11.7) und die Ernährungsempfehlungen sehr interessant. Zu meinen ganz speziellen und immer anwesenden Freunden scheint Bacteroides stercoris‌ zu gehören. Die Ernährungsempfehlungen (Abbildung 11.8) deuten darauf hin, dass ich – was die glykämische Reaktion betrifft – stark auf Kohlenhydrate‌ reagiere, aber weniger stark auf Fette. Die Liste der Nahrungsmittel in jeder Kategorie bietet sehr viel mehr Auswahl als das, was ich während der Datenerfassung gegessen habe. Der DayTwo-Algorithmus empfahl außerdem Mahlzeiten, mit denen die glykämische Streuung weniger groß wäre. Außerdem kann ich in einer Datenbank mit mehr als 100.000 Lebensmitteln nachsehen, ob diese laut Vorhersage des Algorithmus zu einer glykämischen Spitze bei mir führen.


 Seit damals hat DayTwo seinen Ansatz geändert. Während zu Beginn in Israel noch die Glukoseüberwachung und die umfangreiche Eigenprotokollierung erfolgte, verlangte die US-Tochter nur noch eine Probe des Darm-Mikrobioms, auf deren Grundlage der Algorithmus dann optimale Ernährungsmöglichkeiten lieferte – zum Preis von 329 Dollar. Mittlerweile geht DayTwo in Israel ebenso vor und der aufwändige Ansatz, dem ich mich unterzogen habe, wird nicht mehr angeboten. Neben DayTwo tummeln sich noch weitere Unternehmen in diesem Bereich: Viome‌ beurteilt für 399 Dollar das Mikrobiom umfassender (zusätzlich zu den Bakterien werden auch Viren und Pilze betrachtet) und empfiehlt auf dieser Grundlage eine individuelle Ernährung.37 Anders als das Weizmann-Institut hat Viome allerdings bisher noch keine peer-geprüften Forschungsergebnisse veröffentlicht.
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Abb. 11.6: Mein Blutzucker‌ über zwei Wochen mit mehreren Spitzen (Pfeile) von bis zu 150 mg/dl nach dem Essen
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Abb. 11.7: Auswertung meines Darm-Mikrobioms und mein allgegenwärtiger Mitbewohner, Bacteroides stercoris





 Die große Bedeutung des Mikrobioms für die individuelle Reaktion auf die Nahrungsaufnahme wurde nicht nur von Elinav und Segal betont. Auch Michael Snyder, der das Institut für Genetik an der Stanford University leitet, führte eine Multi-Om-Studie (zur Beurteilung von Mikrobiom, Transkriptom, Proteom, Metabolom und Genom) an 23 übergewichtigen Personen durch, um zu ermitteln, welche Erkenntnisse sich zu Gewichtszunahme und -abnahme finden lassen. Schon bei einer Gewichtszunahme von weniger als 3 Kilogramm traten dramatische Änderungen bei den Arten im Darm-Mikrobiom sowie beträchtliche Funktionsänderungen bei über 300 Genen auf; außerdem kam es zur Freisetzung von entzündungsfördernden Mediatoren im Blut.38 Mit einer Gewicht‌sabnahme wurden diese einschneidenden Veränderungen vollständig zurückgenommen.
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Abb. 11.8: Individuelle Empfehlungen mit Bewertungen durch den DayTwo-Algorithmus





 Ich möchte eine Sache ganz klar stellen: Ich berichte hier nicht von meinen Erfahrungen mit DayTwo, weil ich eine Empfehlung für das Unternehmen oder das Konzept aussprechen will. Die Idee ist interessant, denn sie zeigt eine der ersten KI-Anwendung‌en für die Gesundheit der Verbraucher. Sie ist auch bemerkenswert, weil sehr viele Daten über Einzelpersonen eingeflossen sind – ein Ansatz, den wir bisher nur selten gesehen haben. Doch der Nutzen wurde nicht nachgewiesen. Dazu wäre eine große randomisierte Studie nötig, bei der die eine Hälfte den Algorithmus nutzt und die andere Hälfte ohne diese Unterstützung auskommen muss. Daran müsste sich eine langjährige Beobachtungsphase anschließen, in der die klinischen Unterschiede im Ergebnis ausgewertet würden. Derzeit gibt es nur eine kurzfristige Darstellung eines Aspekts der Ernährung, nämlich der Glukosereaktion auf Nahrungsmittel. Es besteht hier ein großer Unterschied zum Verhindern einer Diabetes oder der Komplikationen, die sich aus einer Diabetes ergeben können. Ich gebe auch zu bedenken, dass der Vorhersage-Algorithmu‌s ohne eine tägliche Erfassung von Ernährung, Aktivitäten und Blutzucker weniger wirksam sein wird. Als ich beim Unternehmen nachfragte, ob die ROC‌-Kurven sich bei einer alleinigen Analyse des Mikrobioms von denen bei der Analyse des Komplettpakets unterschieden, wurde mir lediglich mitgeteilt, dass das Mikrobiom allein recht genau sei. Und Rob Knight, ein Spitzenfachmann für das Mikrobiom an der UC San Diego, sagte die Arbeit des Weizmann-Instituts sei »sehr solide und konsequent, wodurch es die Nase vorn hat. Aber ich bin der Meinung, dass es ein gewagter Schritt ist, die Ergebnisse auf andere als die direkt untersuchten Teilnehmer auszuweiten.«39


 Und es gibt ein weiteres Problem, das mich wieder an den Anfang des Kapitels zurückführt: Meine Kalziumoxalat-Nierensteine‌ und der hohe Oxalat‌gehalt in meinem Urin erfordern eine oxalatarme Ernährung. Sie erinnern sich gewiss, dass ich dafür auf einige meiner Leibspeisen verzichten müsste (zumindest laut einigen der Quellen). Doch einige davon wurden von DayTwo mit A+ bewertet. Der Widerspruch zwischen allgemeinen Ernährungsempfehlungen‌, die ohne Kenntnis meiner Stoffwechselerkrankung gegeben wurden, und des maßgeschneiderten Ernährungsplan‌s für diese Erkrankung verdeutlichen die Komplexität: Für eine wirklich individuelle Ernährung‌ müssen alle, aber auch wirklich alle Daten berücksichtigt werden, die es über die Person gibt. Neue Technologien wie elektronische Kapseln, die man herunterschluckt und die dann das Darm-Mikrobiom durch Erkennen unterschiedlicher Gase überwachen, liefern vielleicht eines Tages wichtige Daten.40 Heutzutage werden Bakterien genetisch hergestellt, um Stoffwechselerkrankungen über das Darm-Mikrobiom zu behandeln (in einem Modellversuch an Primaten).41 Fürs Erste ist es jedoch noch ein weiter Weg bis zur wissenschaftlich validierten, individuellen Ernährung‌ – doch dieser Weg führt höchstwahrscheinlich zu einer besseren Situation als der gegenwärtigen mit ihren allgemeinen Ernährungsempfehlungen.


 Dieses Kapitel über unsere Ernährung hat die perfekte Grundlage für das nächste Thema gelegt. Nachdem Sie gerade erfahren haben, wie KI die Informationen für eine maßgeschneiderte, individuelle Ernährung liefert, geht es nun darum, wie sie der Gesundheit der Verbraucher insgesamt dienlich sein kann und welche Möglichkeiten virtuelle Assistenten bei Fragen rund um die Gesundheit bieten.



Kapitel 12: 
Der virtuelle medizinische Assistent


 »Heutzutage trauen wir Maschinen nicht nur zu, etwas zu tun, sondern wir vertrauen ihnen auch die Entscheidung darüber an, was zu tun ist und wann. Die nächste Generation wird in einem Zeitalter aufwachsen, in dem allgegenwärtige autonome Assistenten – ob mit oder ohne niedliche Namen – ganz normal sind.«


 – RACHEL BOTSMAN‌





 »K‌I ist, wenn wir all diese Daten nehmen und Ihnen sagen, was Sie noch nicht über Ihren Gesundheitszustand wussten.«


 – JUN WANG‌





 Als Siri‌ 2011 auf das iPhone kam, war sie immer für einen Lacher gut. Noch ein paar Jahre später antwortete Siri in der Satiresendung Colbert Report auf Stephen Colberts Frage »Sterbe ich?« mit »Das weiß ich leider nicht«. Es gab eine ganze Menge, das Siri nicht wusste oder konnte. Und obwohl 95 Prozent aller iPhone-Besitzer Siri ausprobiert haben, machte sie bei vielen davon einen schlechten Eindruck, und es blieb bei diesem einen Versuch.1 Im Jahr 2015 zog Microsoft mit Cortana‌ nach, und wir erhielten von einer KI auf dem Smartphone Hinweise zur Verkehrslage oder den Rat, lieber frühzeitig zum Flughafen aufzubrechen. Der virtuelle Assistent von Google kam 2016 auf den Markt und trug den mehr oder weniger kreativen Namen Google Assistant‌. Er unterstützt logischerweise die meisten Suchbefehle. Ende 2016 hatten über 40 Prozent der Smartphone‌-Besitzer bereits einen dieser Assistenten verwendet.2 Wir gewöhnen uns in der Tat immer mehr an persönliche Assistenten auf KI-Basis‌.


 Die sprachgesteuerten Echo‌-Geräte des Amazon-Assistenten Alexa‌ habe ich gar nicht erwähnt, denn sie haben die Welt (oder zumindest die USA) im Sturm erobert. 2011 beschrieb Jeff Bezos‌ seine Vorstellung von Alexa so: »Ein günstiger, allgegenwärtiger Computer, dessen Intelligenz in der Cloud steckt und der auf die Stimme reagiert: Man fragt etwas, er antwortet.«3 Schon 2014 konnten Prime-Mitglieder die Geräte kaufen, aber es dauerte noch einige Jahre, bis sie wirklich beliebt wurden. Ende 2016 konnte Amazon die Nachfrage jedoch nicht mehr bedienen, und der Echo war komplett ausverkauft – mehr als 6 Millionen US-Haushalte besaßen ein Gerät. Einige Stimmen bezeichneten 2016 als das Jahr der »interaktiven Handels«. Die Technik war so verbreitet, dass Alexa in jenem Jahr mehr als 250.000 Heiratsanträge erhielt.4 2018 beherrscht Alexa den Markt: 70 Prozent aller sprachgesteuerten KI-Geräte‌ laufen damit. Mehr als 60 Millionen Amerikaner nutzen Amazons Assistenten.5 Damit sind KI-Assistenten‌ zum technischen Einhorn geworden, also zum Produkt, das unsere Lebensführung nachhaltig verändert.6 Die einzige andere Technologie, die in nur zwei Jahren von einem Viertel der Amerikaner angenommen wurde, war 2007 das iPhone (Abbildung 12.1).
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Abb. 12.1: Zeit, die vergeht, bevor eine neue Technologie von einem Viertel der Amerikaner angenommen wird. (Quelle: nach: »Happy Birthday World Wide Web«, Economist (2014): www.economist.com/graphic-detail/2014/03/12/happy-birthday-world-wide-web.)





 Wieso war die Zeit für sprachgesteuerte persönliche Assistenten‌ gerade damals reif?7 In der Rückschau stellt sich diese Frage gar nicht: Menschen sprechen lieber, als dass sie tippen. Mein Freund Ben Greenberg von WebMD stellt es so dar: »Unser Enkel werden sich ziemlich sicher darüber lustig machen, dass wir jemals eine Tastatur verwendet haben.«8 Aber das ist nicht der einzige Grund. Ob Deutsch, Englisch oder Chinesisch: Wir sprechen zwei- bis dreimal schneller als wir tippen (sowohl beim anfänglichen Transkribieren als auch beim Bearbeiten mittels Tastatur) und machen dabei im Chinesischen mit seinem komplexen Eingabeschema deutlich weniger Fehler (Abbildung 12.2). Doch erst 2016 war die Spracherkennung‌ mittels KI auf einem Niveau angelangt, dass die Technologien von Microsoft und Google mit einer Fehlerrate von 5 Prozent mit unseren Tippfähigkeiten mithalten konnten. Mittlerweile ist die KI besser als der Mensch.


 Die Spracherkennung bietet noch weitere Vorteile. So werden weder Identifikationsmerkmale noch Kennwörter benötigt, die in Apps (die nahezu täglich aktualisiert werden wollen) eingegeben werden müssten. Dadurch wird es schneller, einfacher und kostengünstiger, die Stimme zu nutzen. Davon, dass wir die Hände frei haben, gar nicht zu sprechen. Kein Wunder, dass Schlag auf Schlag neue Geräte mit Machine Learning‌ und NLP (also der Verarbeitung natürlicher Sprache‌) auf den Markt kommen: Google Home, Apple HomePod, DuerOS von Baidu, Clara Labs, x.ai, DigitalGenius, Howdy, Jibo, Samsung, LingLong DingDong (das Aktivierungswort lautet DingDongDingDong!) und viele weitere buhlen neben Alexa um unsere Aufmerksamkeit. Man geht davon aus, dass 75 Prozent der amerikanischen Haushalte bis 2020 mindestens über ein Alexa-Gerät oder einen anderen Sprachassistenten‌ verfügen werden.9 Viele meiner Kollegen besitzen gleich mehrere davon, weil es so bequem ist, in mehreren Räumen einen Echo oder Dot stehen zu haben.
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Abb. 12.2: Sprech- und Tippgeschwindigkeit für Englisch und Mandarin im Vergleich. Im Mandarin ist die Fehlerrate beim Sprechen deutlich geringer. (Quelle: nach: S. Ruan, »Speech Is 3x Faster Than Typing for English and Mandarin Text Entry on Mobile Devices«, arXiv (2016): http://hci.stanford.edu/research/speech/paper/speech_paper.pdf.)





 Aber was bringt das jetzt wirklich? Die Zeitschrift MIT Tech Review schreibt, dass »wie Smartphones alle Aspekte des Lebens – vom Dating bis zum Gehtempo von Fußgängern – beeinflusst haben, auch sprachgesteuerte KI immer mehr Dinge in den eigenen vier Wänden grundlegend verändert«.10 Allerdings ist diese Veränderung gar nicht so grundlegend: Statt auf das Smartphone-Display zu starren, sprechen wir jetzt mit einer Dose. Die Aufgaben, die diese Assistenten übernehmen – einkaufen, Musik wiedergeben, Licht ausmachen, (Flach-)Witze erzählen, Dinge notieren, den Wetterbericht abrufen oder ein Uber oder Taxi, Klopapier oder Essen bestellen oder sogar furzen – lassen sich problemlos auch auf anderem Wege erledigen. Mit einer elektronischen Dose, die kein Verständnis von der Welt hat, lassen sich nun einmal keine tiefgründigen Gespräche führen. Microsofts Xiaoice hatte in China eine der längsten Unterhaltungen; aber das ist nur ein Wert, keine Annäherung an eine echte menschliche Interaktion. Und so stehen wir da, 50 Jahre, nachdem HAL in 2001 erstmals mit einer menschlichen Stimme sprach, und können nicht einmal in Grundzügen ein echtes Gespräch mit der Maschine führen. Bei Amazon arbeiten mehr als 3.000 Ingenieure an Alexa. Ich bat den führenden Informatiker Pedro Domingos von der Universität in Washington um seine Meinung. Und die lautet: »Ich war bei einem Amazon-Workshop und habe eines von den Dingern bekommen. Zuhause habe ich es auch eingerichtet. Meinem Sohn gefällt es. Er bittet Alexa um Rätsel. Da gibt es einen Skill für. Aber wenn man Alexa eines dieser Rätsel aufgibt, versteht sie die Frage nicht und kann sie erst recht nicht beantworten.«11 Trotzdem war die Begeisterung groß, als Google Duplex 2018 bei einer Tischreservierung und anderen Aufgaben Füllwörter wie »jawohl«, »mmhmm« und »eh« benutzte. Dieses Beiwerk wurde von vielen als Zeichen für Großes angesehen.12


 Verstehen Sie mich nicht falsch: Ich kann mir durchaus vorstellen, dass diese Geräte im Laufe der Zeit cleverer werden und bessere Gespräche führen. Schließlich gibt es Milliarden von Sprachkontakten, aus denen sie lernen. Alexa hat dank seiner zwei Jahre Vorsprung eine Vormachtstellung im Markt inne. Und die KI-Experten von Amazon werden die Fähigkeiten der digitalen Assistentin garantiert ausbauen. Der mit 3,5 Millionen Dollar dotierte, 2018 vorgestellte Alexa Prize ist ein Wettbewerb, bei dem es darum geht, dass Alexa 20 Minuten lang wie ein Mensch redet, ohne einen Fehler zu machen. Das ist sicherlich ein Schritt auf diesem Weg.13 Mittlerweile gibt es Zehntausende von Skills (das Alexa-Pendant zu Smartphone-Apps), mit denen Amazon und Open-Source-Entwickler Alexas Fähigkeiten erweitern. Es ist zwar nicht ganz einfach, neue Kulturen für Sprachassistenten zu erschließen, aber Amazon hat es geschafft, Alexa auch auf Deutsch, Japanisch und Französisch anzubieten. Weitere Sprachen sind in Vorbereitung.


 Eine KI-Sprachplattform‌ bietet zudem einige besondere Vorteile. Sie lässt sich zum Beispiel von Blinde‌n und Sehbehinderte‌n nutzen. Zu dieser Gruppe gehören weltweit mehr als 250 Millionen Menschen. Allein in den USA sind fast 600.000 Kinder und Jugendliche unter 18 Jahren und mehr als 3 Millionen Erwachsene über 65 Jahren betroffen.14 Microsoft bietet mit der kostenlosen App Seeing AI‌ ein Hilfsmittel, das Gesichter erkennt, Barcodes von Nahrungsmitteln im Supermarkt scannt, Geld erkennt und Handgeschriebenes liest. Alexa geht in den eigenen vier Wänden einen Schritt weiter: Damit lassen sich SMS- und E-Mail-Nachrichten diktieren, TV-Sendungen suchen und – mit Echo Look – das eigene Aussehen und die Kleidung bewerten. Ergänzend gibt es Technologien wie Aira Tech oder MyEye; das sind intelligente Brillen mit Kamera, Sensoren und Internetverbindung.


 Denken wir auch an die weltweit mehr als 780 Millionen Erwachsenen, die nicht lesen oder schreiben können, oder an die bemerkenswerten Leistungen auf dem Gebiet der maschinellen Übersetzung‌‌, die Sprachbarrieren einreißen. So nutzen in China über 500 Millionen Menschen eine App von iFlytek, die chinesische Sprache in englische Textnachrichten umwandelt und umgekehrt.15 Es gibt sogar Sprach-Apps, die speziell für laute Umgebungen entwickelt wurden; dazu gehört Xiaofeiyu für Fahrer in China. (Analog zur Spracherkennung meistern tiefe neuronale Netze mittlerweile das Lippenlesen, um so Gehörlosen zu helfen.)16


 Nichtsdestotrotz gibt es auch Nachteile, die wir kennen sollten. Obwohl Alexa und die anderen Assistenten mit einem Aktivierungswort – meist ihrem Namen – »geweckt« werden müssen, ist so eine Abhörwanze‌ in der eigenen Wohnung doch unheimlich. Das erinnert mich an Mark Zuckerberg, der aus Angst, dass ihn jemand beobachten könnte, an seinem Laptop die Webcam mit einem Klebestreifen abdeckte. Die »Always-on-Funktion« lässt sich abschalten, um Datenschutz‌bedenken entgegenzuwirken, doch es ist allgemein bekannt, dass die Unternehmen bei aktivierten Geräten einen Teil der Gespräche mitschneiden, um die eigene Plattform zu trainieren und zu verbessern. Zwar gibt es die Möglichkeit, alle Sprachaufzeichnungen zu löschen, aber die wenigsten Nutzer machen davon Gebrauch. Das hat Alexa auch den Spitznamen »Orwells Big Brother« eingebracht.17 Und als wäre die Sprachaufzeichnung‌ nicht schon unheimlich genug, stellte Amazon 2017 Echo-Geräte mit integrierter Kamera vor, darunter den Spot mit Display, den Show mit Touchscreen und den Echo Look, der mittels Algorithmus verrät, ob unser Outfit schick und modern ist.18 Diese Funktion wird sogar von einer KI unterstützt.19 Was Alexa wohl empfiehlt, wo man neue Klamotten kaufen soll?


 Die Anfälligkeit der Sprachassistenten für Hacks‌ wurde zum Beispiel mit der Delfin-Attacke vorgeführt, bei der für das menschliche Ohr unhörbare Ultraschallfrequenzen eingesetzt werden, um die Kontrolle über sprachgesteuerte Elektronik zu übernehmen.20 Es gab sogar einen Mordfall, in dem Amazon gezwungen wurde, die Echo-Aufnahmen herauszugeben, die ohne Aktivierung angelegt worden waren. Im Hinblick auf den ersten Verfassungszusatz (der die Einschränkung der Redefreiheit, Religionsfreiheit, Pressefreiheit, Versammlungsfreiheit und des Petitionsrechts durch Gesetze verbietet) wurde hier von einer »tickenden Zeitbombe für die Verfassung« der Vereinigten Staaten gesprochen.21 Bei einem Paar aus Portland (Oregon) wurde eine Unterhaltung mitgeschnitten und in Form von Audiodateien an ihre Kontakte verschickt.22 Diese Beispiele verdeutlichen die Probleme, die bei fehlendem Datenschutz und mangelnder Intimsphäre entstehen können.


 Nicholas Carr, der dafür bekannt ist, die Nachteile einer Technologie in den Fokus zu rücken, hat eine klare Meinung: »Und obwohl sie uns ausspionieren, bieten diese Geräte eine Zuflucht vor den Unbilden der Realität mit all ihren Ansprüchen und Widersprüchen. Sie nehmen uns auf in eine virtuellen Welt, die ganz nach unseren Vorlieben und Vorurteilen gestaltet ist, eine Welt, die uns versteht und sich nach unseren Bedürfnissen und Begierden formt. Amazon hat mit seiner Entscheidung für die klassische Mythologie bei der Namensgebung für diesen intelligenten Lautsprecher ins Schwarze getroffen: Jeder Narziss verdient seine Echo.«23


 Es gibt auch viele Bedenken über den nachteiligen Effekt, den Sprachassistenten‌ auf Kinder haben können, die für eine enge Beziehung zu solchen Geräten besonders anfällig sind.24 Schon die Schlagzeile »Wenn Ihr Kind versucht ›Alexa‹ zu sagen, bevor es ›Mama‹ sagt« trägt in sich all die Ängste und Sorgen, dass ein kleines Kind eine Bindung zu einer scheinbar allwissenden, alles hörenden und körperlosen Stimme aus der Dose aufbauen könnte.25


 Trotz dieser beträchtlichen Bedenken und Befürchtungen wird sich die Stimme vermutlich als bevorzugtes Bedienkonzept für virtuelle Assistenten‌ erweisen. Die aktuelle Alexa-Technologie eignet sich nicht als allgegenwärtiger Helfer, denn einen Echo kann man nicht immer mit sich tragen. Idealerweise müssen Smartphone und Lautsprecher nahtlos zusammenarbeiten. Vermutlich läuft es auf ein erweitertes Smartphone mit Avatar‌, Sprach- und Textmodus hinaus, das all diese Funktionen bietet. Amazon führt Alexa bereits auf Smartwatches und Kopfhörern ein.26 Bei großen Textmengen, zum Beispiel Speisekarten, bevorzugen wir eine Bildschirmanzeige gegenüber der Sprachausgabe. Es fehlt derzeit noch die optimale Schnittstelle zwischen den unterschiedlichen Geräten, und auch das Problem der Umgebungsgeräusche muss gelöst werden. Nachdem Sie nun die Grundlagen virtueller Assistenten für allgemeine Zwecke kennen, können wir uns mit dem Fortschritt in den Gebieten Gesundheit und Medizin beschäftigen. Viele der bisherigen Anstrengungen zum Einsatz der KI in der Medizin haben sich an Ärzte und Kliniker gewandt. Patienten und gesunde Menschen blieben mehr oder weniger außen vor. Nahezu 80 Prozent der Bevölkerung besitzt ein Smartphone. Sprachassistenten sind ebenfalls weit verbreitet. Damit eignen sich beide Plattformen dafür, die medizinischen Bedürfnisse von Verbrauchern zu unterstützen. Widmen wir uns jenen, die auf den Tag hinarbeiten, an dem wir in den Kühlschrank blicken und fragen »Alexa, was soll ich essen?«.


 Der virtuelle medizinische Assistent‌ von heute


 Es gibt zwar viele KI-Apps zur Förderung der Gesundheit oder für den Umgang mit chronischen Krankheiten, aber sie alle bieten nur einen sehr begrenzten Funktionsumfang. In Kapitel 4 hatte ich beispielsweise das AliveCor-Armband vorgestellt. Es nutzt Deep Learning zum Erkennen des Zusammenhangs zwischen Herzfrequenz und körperlichen Aktivitäten, um den Anwender bei Bedarf aufzufordern, ein Elektrokardiogramm zur Erkennung von Vorhofflimmern aufzuzeichnen. Das ist ein typisches Beispiel für aktuell verfügbare Helfer. Eine Aufzählung aller Produkte dieser Art würde den Rahmen des Buches sprengen, aber ich möchte zumindest ein paar davon betrachten, um Ihnen ein Gefühl dafür zu vermitteln, wo in der Anfangsphase medizinischer KI-Betreuer‌ wir stehen. Ein Aspekt ist all diesen Beispielen gemein: Es wurden keine randomisierten, kontrollierten Studien durchgeführt, um die Wirksamkeit zu beweisen. Stattdessen beruhen die Produkte größtenteils auf kleinen retrospektiven Studien oder Beobachtungsstudien. Dieses Loch in der Nachweiskette ist gewaltig, und es muss gestopft werden. Dennoch sind die Entwicklungen für unser Thema von Belang.


 Diabetes‌ ist eine Krankheit, der viel Aufmerksamkeit gewidmet wurde und noch wird. Das von Verily und Sanofi gegründete Unternehmen Onduo hat hier vermutlich die Nase vorn, denn es kombiniert eine Smartphone-KI‌ zur Erkennung von Lebensmitteln und Mahlzeiten mit kontinuierlich erfassten Daten eines Glukosesensors und körperlichen Aktivitäten (eigentlich handelt es sich um eine einfache Schrittzählung), um auf dieser Grundlage Texthinweise zu geben. Wellpepper setzt auf eine Kombination aus Alexa, Waage und Fußscanner. Diabetespatienten steigen auf die Waage und lassen ihre Füße scannen. Diese Bilder werden mittels Machine Learning klassifiziert, um diabetische Fußgeschwüre zu erkennen. Sprachansagen fordern zur Erfassung weiterer Daten auf und geben informative Hinweise und Verhaltensratschläge.27 Die monatlich 400 Dollar teure Smartphone-App‌ Virta dient zur Bekämpfung von Typ-2-Diabetes‌. Dazu werden Anwender aus der Ferne angeleitet: beim Messen der Blutzuckerwerte‌, bei der Ernährung, bei Übungen und bei der Medikation. All das geschieht auf der Basis von Algorithmen.28 Andere Start-ups wie Omada Health und Accolade nutzen eine Mischung aus KI und menschlichen Ratgebern für das Diabetes-Management. Interessanterweise verfügen die Firmen, die Sensoren für die kontinuierliche Glukosemessung‌ herstellen (darunter Dexcom, Abbott und Medtronic) nicht über Deep-Learning-Algorithmen, die auch Ernährung, körperliche Aktivitäten, Schlaf, Stress, das Darm-Mikrobiom und sonstige Daten einbeziehen, um Menschen das Leben mit der Krankheit zu erleichtern. Stattdessen setzen sie auf »dumme« regelbasierte Algorithmen (ähnlich denen für das 12-Kanal-EKG), um Menschen bei einer Zu- oder Abnahme des Spiegels zu warnen – allein auf Grundlage der vorherigen Werte.


 Ich habe von DayTwo und dem personalisierten Machine-Learning-Algorithmus für die Ernährung berichtet, der schon heute das individuelle Darm-Mikrobiom berücksichtigt, um die glykämische Reaktion auf die Mahlzeiten zu optimieren. Veritas Genetics, das erste Unternehmen, das eine komplette Genomsequenzierung‌ für weniger als 1.000 Dollar anbot, hat ein KI-Unternehmen übernommen, um die Genomdaten einer Person mit maßgeschneiderten Ernährungsempfehlungen zu kombinieren. Doch bis wir wirklich die Frage »Alexa, soll ich das letzte Stück Pizza noch essen?«29 stellen können, vergeht noch viel Zeit, weil wir einfach zu wenig über die Nutrigenomik wissen. Es gibt eine Reihe von KI-Projekten im Zusammenhang mit Gewichtsabnahme‌. So nutzte Lark einen Smartphone-Chatbot, um bei einer kleinen Kohorte einen moderaten Gewichtsverlust zu erzielen.30 Auch die KI-App von Vida soll beim Abnehmen, bei Diabetes und bei Blutdruckbeschwerden helfen und bewirbt einen personalisierten Maßnahmenplan zur Überwachung des Stress-, Hunger- und Energieniveaus. Menschliche Coaches haben sich in vielen dieser Bereich als wirksam erwiesen, beispielsweise bei den Unternehmen Noom und Iora Health. Vielleicht ist das eine gute Basis für weitere KI-Anstrengungen. Oder ein Hybridansatz erweist sich als die beste Strategie.


 Tempus Labs verfolgt beim Krebs‌ einen sehr krankheitsspezifischen und konzentrierten Ansatz. In Kapitel 7 habe ich beschrieben, wie das Unternehmen umfangreiche Daten über Patienten sammelt, darunter zu Demografie, Genomsequenz des Tumors und einzelnen RNS-Sequenzen, Immunreaktion, medizinischer Bildgebung, der im Plasma zirkulierenden Tumor-DNS (Liquid Biopsy) sowie Organoiden. Auch zu Behandlungen und Ergebnissen werden Daten erfasst. Das Unternehmen arbeitet nicht nur mit den meisten Zentren des US-Krebsinstituts zusammen, sondern erhielt Ende 2017 auch Zugriff auf die Daten von mehr als einer Million Patienten im Rahmen des Projekts CancerLinQ der amerikanischen Gesellschaft für klinische Onkologie. Es ergänzt die Zentren des Krebsinstituts gut, da die CanceLinQ-Datenbank die üblichen onkologischen Therapieansätze von mehr als 2.000 Onkologen abbildet, die Teil von mehr als einhundert Gruppen landesweit sind. Diese bisher nicht verfügbare Zusammenstellung von Daten unterstützt Tempus und auch Mitarbeiter von Precision Health AI bei der Entwicklung von Algorithmen für bessere Resultate bei der Krebsbehandlung.31


 Von Second Opinion Health stammt die 2017 veröffentlichte Migräne‌-App Migraine Alert. Betroffene werden aufgefordert, Daten zu möglichen Auslösern wie Schlaf, körperlichen Aktivitäten, Stress und Wetter zu erfassen. Der Algorithmus erlernt dann das persönliche Muster anhand von 15 Anfällen (das sind viele Kopfschmerzen), um unmittelbar bevorstehende Attacken mit einer Klassifikationsrate von 85 Prozent vorherzusagen, damit der Patient vorbeugend Medikamente nehmen kann, und nicht nach Eintritt des Schmerzes gegensteuern muss.32


 ResApp Health nutzt das Smartphone-Mikrofon, um das Atemgeräusch zu analysieren. Der Machine-Learning-Algorithmus kann angeblich unterschiedliche Lungenprobleme‌ mit hoher Klassifikationsrate (ca. 90 Prozent) diagnostizieren: akutes oder chronisches Asthma‌, Lungenentzündung und chronisch obstruktive Lungenerkrankung‌.33 Mithilfe von KI wurden Patienten Hausärzten zugeteilt, denen sie mit hoher Vorhersagegüte besonders vertrauen, indem umfassende Eigenschaften beider Gruppen integriert wurden.34


 Es gibt auch viele KI-Chatbot‌s (die zum Teil Alexa und Google Home nutzen) und Smartphone-Apps für unterschiedliche Zwecke wie Symptomüberprüfung, Erinnerung an die Medikamenteneinnahme und Beantwortung gesundheitsrelevanter Fragen. Dazu gehören Ada, Florence, Buoy, HealthTap, Your.MD, MedWhat und Babylon Health. Bei einer Werbeveranstaltung von Babylon Health im Jahr 2018 verglich das Unternehmen in einem auf der eigenen Website veröffentlichten Whitepaper die Diagnose eines Chatbots mit der von sieben Ärzten und behauptete, dass der Chatbot erfolgreicher sei. Diese Aussage wurde sowohl hinsichtlich der Methodik als auch der Übertreibung harsch kritisiert.35 Ebenso kamen Journalisten der Zeitschrift Quartz mithilfe von Ärzten nach der Untersuchung von 65 Alexa-Skills und den darin verfügbaren Gesundheitsinformationen zu dem Schluss: »Alexa ist eine schreckliche Ärztin.«36


 Andere KI-Angebote richten sich ausschließlich an Senioren. care.coach verwendet zum Beispiel einen sprachgesteuerten Welpen, der mit älteren Personen interagiert und hilft, auf sie achtzugeben.37 Das schwedische Start-up Aifloo hat ein Armband entwickelt, dass in Verbindung mit einer KI zur Erkennung von Sturzrisiken Pflegekräfte alarmieren kann.38 Derartige technische Helfer können zwar die menschliche Berührung und Betreuung nicht ersetzen, aber sie können menschlicher Pfleger entlasten und die Kosten für die Altenpflege insgesamt senken, während sie gleichzeitig eine bessere Pflege ermöglichen.


 Unter dem Strich ist allerdings offensichtlich, dass es bei virtuellen Gesundheits- und Pflegeassistenten‌ auf KI-Basis aktuell noch viel Luft nach oben gibt. Die meisten eignen sich nur für eine ganz bestimmte Sache, und die Datenbasis ist – ebenso wie die Validierung – recht dünn. Weit gesteckte Ziele gibt es praktisch überhaupt nicht.





 Der virtuelle medizinische Assistent der Zukunft


 Die Erschaffung von leistungsstärkeren virtuellen medizinischen Assistenten‌ ist sowohl eine technologische als auch eine politische Herausforderung. Aus den bereits genannten Gründen und einigen weiteren dürfte der politische Aspekt das größere Problem darstellen. Das ist nicht nur wichtig, weil solche Assistenten eine coole Sache wären, sondern auch, weil sie eine der wichtigsten Segnungen der tiefen Medizin darstellen: Einerseits können Ärzte ihre Arbeit damit besser erledigen, und andererseits können diese Geräte jedem einzelnen von uns dabei helfen, gut auf die eigene Gesundheit zu achten. Wir können das volle Potenzial der tiefen Medizin nur verwirklichen, wenn wir dabei auf die Unterstützung eines virtuellen medizinischen Assistenten zurückgreifen können. Kein Mensch – weder Arzt noch Patient – ist in der Lage, alle verfügbaren und anfallenden Daten zu verarbeiten. Dies bleibt das noch nicht eingelöste Versprechen der KI. Eine patientenorientierte KI‌ ist die beste Chance, die wir haben, um die algorithmischen Funktionen zum Nutzen des Großteils der Bevölkerung einzusetzen, die eine solche Analyse ihrer Daten wünschen oder davon profitieren. Richard Horton, der Herausgeber des Lancet, ist als Kritiker und Skeptiker der Technologie bekannt. Er schrieb: »In der Science-Fiction werden Ärzte gern durch intelligente Medizin-Roboter ersetzt. Doch die Idee individueller medizinischer Ratschläge von digitalen Assistenten, die dabei auf die mit einem Smartphone selbst gewonnenen Daten zurückgreifen, scheint nicht länger unglaubwürdig.« Allerdings fehlen uns noch sehr viele wichtige Puzzleteile, um diesen Assistenten zum Leben zu erwecken.


 Der Nutzen eines virtuellen medizinischen Assistenten wird immer von den Eingabedaten abhängig sein. Jonathan Chen und Steven Asch drückten das so aus: »Algorithmische Finesse und Rechenleistung helfen rein gar nicht, wenn die Daten fehlen.«39 Zunächst müssen sämtliche gesundheitsrelevanten Daten einer Person lückenlos erfasst werden – idealerweise ab der pränatalen Phase bis zum gegenwärtigen Augenblick. Bisher geht die Medizin eher reduktionistisch an die Sache heran.40 Das zeigte sich deutlich beim Human Genome Project, das von der Prämisse ausging, dass ein Verständnis der genomischen Variationen zu einem vollständigen Wissen über die Krankheitsrisiken und Behandlungsmethoden für jeden Menschen führen würde. Dieses lineare Denken berücksichtigt weder die komplexe Natur von Gesundheit und Krankheiten noch die multidimensionalen Interaktionen zwischen unserem Mikrobiom, unserem Immunsystem, unserem Epigenom, unserer sozialen Umgebung und unserer Umwelt (und weiterer Faktoren). Die zentrale Sammlung aller Daten über eine Person ist der entscheidende erste Schritt. Doch nach der ersten Erfassung darf damit nicht Schluss sein, denn es kommen ständig neue Daten hinzu, die eingepflegt werden müssen – ob Sensordaten, einschneidende Erlebnisse, berufliche Änderungen, Ergebnisse einer Untersuchung des Darm-Mikrobioms, die Geburt eines Kindes usw. All diese Daten müssen kontinuierlich gesammelt und untersucht werden, und das lückenlos und ohne dass der Einzelne unter dieser Erfassung leidet. Eine manuelle Eingabe oder andere aktive Bemühungen kommen also nicht in Frage. Doch das ist nicht einfach: Wie ich am eigenen Leib erfahren musste, gibt es keine automatische Methode zur Protokollierung unserer Ernährung. Die Daten müssen in einer App oder auf einer Website eingetragen werden. Als ich das tun und zusätzlich Angaben zu sportlichen Aktivitäten und Schlaf machen musste (in Kapitel 11 schrieb ich darüber), war mein einziger Trost, dass es nach zwei Wochen vorbei wäre. Jeder KI-Coach, der über einen Zeitraum von mehr als ein paar Tagen lernt, wäre aufgeschmissen, wenn die Anwender Daten selbst eingeben müssten.


 Es gibt viele kreative Vorschläge für passive Lösungen, von denen an einigen gearbeitet wird. Während meiner Zeit als Berater für Google hatte das Unternehmen in Zusammenarbeit mit biomedizinischen Ingenieuren der Universität Rochester eine Toilettenbrille entwickelt, die bei Benutzung den Blutdruck messen konnte. Irgendwie zweifele ich daran, dass diese Messwerte wirklich repräsentativ sind. Aber es wurden auch Vitalzeichen von Personen gewonnen, die auf einer Waage oder vor dem Badezimmerspiegel standen, um so auf unaufdringliche Weise Daten zu erfassen. Parallel zu Onduo arbeiten viele Unternehmen an spektroskopischen oder farbmetrischen Smartphone-Apps zum Scannen von Mahlzeiten. Wenn sich diese KI-gestützte Bilderkennung‌ als genau erweist, wäre ein Schritt in die richtige Richtung getan. Dennoch ist auch das vom bewussten Handeln und Mitdenken des einzelnen Menschen abhängig und somit nicht gerade reizvoll. Viele würden das Smartphone während der Mahlzeiten lieber nicht verwenden.


 Neuere Smartwatch‌es erfassen sehr viel mehr Daten als in der Vergangenheit. Ionic und Versa von Fitbit messen zum Beispiel kontinuierlich die Herzfrequenz und sammeln Informationen zum Schlaf und zu körperlichen Aktivitäten. Doch bei einigen dieser theoretisch für einen KI-Coach nützlichen Daten gibt es Qualitätsprobleme. So sind Bewegungen während des Schlafs lediglich ein Symptom der Hirnaktivität und ein schwacher Ersatz für eine Überwachung der elektrischen Hirnaktivität selbst mithilfe eines Elektroenzephalogramms. Und wir wissen nur zu gut, dass digitale Schrittzähler nur für bestimmte Aktivitäten wie Gehen taugen, aber nicht für andere wie Fahrradfahren oder Schwimmen. Was ich damit sagen will ist, dass es auf die Qualität der Eingabedaten ankommt. Wer hier Kompromisse macht, nimmt bewusst unausweichliche Nachteile bei der Ausgabe durch den KI-Assistenten‌ in Kauf.


 In Abbildung 12.3 habe ich die Komplexität des Deep-Learning-Modells für die gesundheitliche Betreuung eines Menschen dargestellt. Es gibt offensichtlich wirklich »Big Data‌« über eine einzelne Person. Das ist für eine solche KI Herausforderung und Vorteil gleichzeitig. Die beabsichtigte Ausgabe in Form unmittelbarer, korrekter, prädiktiver und nützlicher Ratschläge zur Förderung der Gesundheit dürfte viele Hundert verdeckte Schichten erfordern. Einige KI-Fachleute halten dieses Modell für stark vereinfacht und unrealistisch. Doch genau solche umfassenden tiefen Netze sind es, die wir benötigen, mit einer komplexen Netzarchitektur, die vermutlich weitere (bisher nicht entwickelte) KI-Lernwerkzeuge einbeziehen muss (ähnlich dem in Kapitel 4 beschriebenen AlphaGo, das Deep Learning‌, Reinforcement Learning‌ und einen Monte-Carlo-Suchbaum‌ kombiniert).


 Auf vielerlei Weise wissen wir nicht wirklich, woraus das »holistische«, also ganzheitliche Bild einer Einzelperson besteht. Dieses informative Gesamtbild dürfte außerdem von Mensch zu Mensch stark variieren. Welche Sensoren werden zum Beispiel benötigt, um bestimmte Krankheiten zu verhindern oder zu behandeln? Transkriptomik oder Epigenomik weisen schon innerhalb desselben Körpers Unterschiede auf, denn sie sind je nach Zelltyp anders. Und wir haben noch nicht einmal die Möglichkeit, auf alle davon zuzugreifen. Es gibt Tausende von Metaboliten, die man bei einer Person testen kann. Das geht nur mit Massenspektrometrie und ist ein teurer Spaß. Betrachten wir das Immunsystem‌ eines Menschen, so gelten die Daten nur für einen ganz bestimmten Zeitpunkt. Unterschiedliche Ansätze machen es noch komplizierter, zum Beispiel Autoimmunkörper, T- und B-Zellen-Repertoires, Sequenzierung des Histokompatibilitäts-Komplexes und Durchflußzytometrie zu deren Erfassung. Wen soll man zur frühestmöglichen Krebserkennung auf im Plasma zirkulierende Tumor-DNS untersuchen und wen auf RNS-Signale zur Überwachung der Organgesundheit (darunter Hirn, Leber, Niere und Herz)? Und wie oft soll das geschehen? Welche Umweltinformationen sind wichtig und welche Sensoren für ihre Erfassung geeignet, zum Beispiel für Luftqualität oder Pollenflug? Es scheint wahrhaftig, als gäbe es unendlich viele biologische, physiologische, anatomische, psychosoziale sowie Umwelt- und Umgebungsdaten, die zur Wahl stehen.


 Doch damit haben wir noch lange nicht alle Fragen gestellt. Je genauer wir uns die Kenngrößen und Kriterien für eine Person ansehen, desto mehr neue Fragen und Aspekte ergeben sich, viele davon rein zufällig, wie mein Kollege Isaac Kohane anmerkt. Ein Beispiel dafür sind die Ganzkörper-Magnetresonanztomografie oder das Ganzkörper-CT, bei denen sich quasi zwangsläufig Gebrechen oder Anomalien zeigen, die untersucht werden müssen, häufig in Form einer Biopsie. Viele davon stellen sich später als gutartige Zysten oder Knötchen heraus. Wenn wir den KI-Coach auf der einen Seite mit einem riesigen Stapel an Eingabedaten‌ füttern, erhalten wir auf der anderen Seite eine Ausgabe, die viele falsch-positive Ergebnisse enthält. Dabei wollten wir doch für bessere Resultate, Vorbeugung oder Behandlung sorgen!
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Abb. 12.3: Schematische Darstellung eines tiefen neuronalen Netzes mit allen Daten über eine Person und der medizinischen Fachliteratur auf der Eingabeseite und Gesundheitsratschlägen auf der Ausgabeseite





 Es gibt unzählige Zusammenhänge im menschlichen Körper, über die wir nur wenig wissen. Das Netz oder die klassische Medizin würde eine KI einsetzen, um herauszufinden und zu erklären, wie X mit Y und Z in Verbindung steht – dabei kann es sich um ein Signal des Gehirns handeln, das den Blutdruck steuert, oder eines vom Darm-Mikrobiom, das zu einem Anstieg des Krebsrisikos führt. Neben der reduktionistischen Denkweise in der Medizin, die zu einer allzu starken Vereinfachung der menschlichen Gesundheit und Erkrankungen führt und wenig über die Zusammenhänge verrät, gibt es noch eine vierte Dimension, die eine nicht geringe Herausforderung darstellt: die Zeit. Jede Person ist dynamisch, entwickelt sich ständig zum Guten oder zum Schlechten. Das führt dazu, dass die gesammelten Daten gewissen Einschränkungen unterliegen. Eine zuverlässige Ausgangsbasis für die neuronalen Netze zu legen, könnte sich als extrem schwierig erweisen.


 Nehmen wir einmal an, dass wir den Einfluss von Falsch-Positiv-Meldungen‌ im Deep Learning und bei anderen KI-Tools umgehen und herausfinden können, wann die Datenerfassung‌ für eine bestimmte Person ausreicht. Nehmen wir außerdem an, dass wir einen KI-Coach entwickelt haben, der unsere Gesundheit fördern soll. Jetzt muss dieser medizinische KI-Coach‌ noch einer abschließende Überprüfung in Form einer randomisierten, kontrollierten Studie unterzogen werden, die von der medizinischen Gemeinschaft akzeptiert und klinisch validiert wird. Bisher hat sich nur ein einziges Unternehmen an diese Mammutaufgabe gewagt. In China konnte iCarbonX unter Jun Wang, der zuvor mit BGI das größte Genomik-Unternehmen des Landes geleitet hatte, mehr als 600 Millionen Dollar an Fördergeldern einwerben und viele Konzerne wie SomaLogic, HealthTell, AOBiome, General Atomic Technologies Corp, Robustnique, Imagu, PatientsLikeMe und zwei der größten Versicherungsanbieter in China als Partner gewinnen.41 Der Plan für iCarbonX ist ambitioniert und stimmt in Teilen mit Abbildung 12.3 überein: Lebensführung, DNS-Sequenzierung, Proteomik, Metabolomik, Immunsystem in Form von Auto-Antikörpern, Transkriptomik, Darm-Mikrobiom, kontinuierliche Glukoseüberwachung und der Einsatz intelligenter Toiletten und Spiegel sowie natürlich Smartphones zur Datenerfassung. Ziel ist es, von einer Million Menschen zu lernen und so den ultimativen virtuellen medizinischen Assistenten in Form eines KI-Chatbots zu entwickeln. Der Slogan des Unternehmens lautet »Manage your life. Digitally« (etwa: Meistern Sie das Leben. Digital.). Einige Stimmen sind der Meinung, dass iCarbonX‌ eher zehn als eine Million Menschen und sehr viel mehr als 600 Millionen Dollar an Kapital benötigt, um dieses ehrgeizige Ziel zu erreichen. In jedem Fall ist klar, dass es mindestens ein großes Projekt zur Entwicklung eines allgemeinen KI-Coach‌es für unsere Gesundheit gibt.


 Vielleicht ist die Aufgabe selbst für die Arbeitsgemeinschaft, die iCarbonX ins Leben gerufen hat, nicht zu meistern. Vielleicht wäre es sinnvoller, sich auf einzelne Aspekte zu konzentrieren: akute Krankheiten und deren Verhinderung wie Herzinfarkte, Asthma, epileptische Anfälle oder Sepsis oder auch chronische Erkrankungen, die sich dadurch möglicherweise besser behandeln lassen, beispielsweise Bluthochdruck, Diabetes, Depression oder unterschiedliche Krebsleiden. Doch bei einem solch enger gefassten Ansatz entscheidet schnell ein Mensch, welche Daten für den Algorithmus nützlich sind; man würde also auf den Vorteil der hypothesefreien (und somit vorurteilsfreien) Entdeckungsfähigkeiten eines neuronalen Netzes verzichten. Vermutlich wird es auf den üblichen Kompromiss hinauslaufen, und die Sache wird nicht-holistisch angegangen. Ein solcher auf bestimmte Themen spezialisierter Ratgeber mag zwar zu schnelleren Ergebnissen bei Erfolg und Validierung führen, aber wir sollten das große Ziel des allgemeinen Gesundheitszustands nicht aus den Augen verlieren.


 Ob allgemein oder fachspezifisch: Die gesamte biomedizinische Fachliteratur‌ muss laufend erfasst werden, damit der virtuelle medizinische Trainer seine maximale Wirkung entfalten kann. Als mein Orthopäde sich nicht an meine angeborene und seltene Osteochondrosis dissecans erinnerte oder nicht wusste, dass bei mir eine andere postoperative Physiotherapie erforderlich war, hätte auch nur ein virtueller Assistent helfen können, der über diese Informationen verfügt. Der Aufwand zur Erfassung der medizinischen Fachliteratur liegt um Größenordnungen über dem, den IBM betreiben musste, um die Wikipedia in Watson‌ einzuspeisen. Zur Kuratierung sämtlicher Informationen und Einstufung der Qualität der mehr als zwei Millionen biomedizinischen Artikel, die jedes Jahr veröffentlicht werden, gibt es – zumindest bisher – keine KI-Automatik. An der KI-gestützten Extraktion aus Texten wird derzeit gearbeitet, und es gibt Fortschritte zu vermelden. Diese Funktion ist eine Voraussetzung für medizinische Ratgeber und Trainer.42 In der Zwischenzeit könnte man sich auf die wichtigsten biomedizinischen Journals beschränken. Meine Überzeugung, dass wir irgendwann den gesamten Korpus der medizinischen Literatur mittels KI erfassen können, wurde durch diverse Unterhaltungen mit KI-Teams von Google und anderen Unternehmen gestärkt.


 Doch es gibt auch große, nicht-wissenschaftliche Herausforderungen. Die größte davon ist es, wirklich alle Daten über eine Person zusammenzutragen. Die Vorstellung, dass die elektronische Krankenakte‌ der Heilige Gral und die Wissensquelle schlechthin über einen Patienten ist, trifft leider nicht zu. Tatsächlich ist eher das Gegenteil der Fall: Die elektronische Kranken- oder Patientenakte gibt ein unvollständiges und meist fehlerbehaftetes Bild vom Gesundheitszustand einer Person wieder. Genau dieser Flaschenhals behindert auch den virtuellen medizinischen Assistenten der Zukunft. Für ein Deep Learning über Einzelpersonen müssen die Daten vollständig und richtig sein. Die falschen Vorstellungen über den Nutzen der elektronischen Krankenakte in Amerika haben mich zu einem Tweet mit der Überschrift »Ihre. Medizinischen. Daten.« inspiriert (Tabelle 12.1).


  Tabelle 12.1: Meine 24 Gründe dafür, dass die medizinischen und Gesundheitsdaten‌ uns selbst gehören sollten

   	Es ist Ihr Körper. 




 


  	Sie haben dafür bezahlt. 




 


  	Diese Daten sind wertvoller als alle anderen Daten. 




 


  	Sie werden in großem Stil verkauft, gestohlen und gehackt. Und Sie wissen es nicht. 




 


  	Sie stecken voller Fehler, die immer wieder kopiert und eingefügt werden. Und Sie können sie nicht ändern. 




 


  	Sie erzeugen ständig weitere Daten und sind selbst Teil davon. Aber es gibt keinen zentralen Aufbewahrungsort dafür. 




 


  	Ihre medizinische Privatsphäre ist kostbar. 




 


  	Sicherheit ist nur durch Dezentralisierung möglich. 




 


  	Die Daten gehören von Rechts wegen den Ärzten und Krankenhäusern. 




 


  	Krankenhäuser wollen oder können Ihre Daten nicht weitergeben (Informationsblockade). 




 


  	Ihr Arzt (mehr als 65 Prozent) übergibt Ihnen keine Kopie der Praxisakte. 




 


  	Sie sind viel besser dazu geeignet, Ihre Daten weiterzugeben als Ihr Arzt. 




 


  	Sie können die Daten nicht der medizinischen Forschung zur Verfügung stellen, weil Sie keinen Zugriff darauf haben. Selbst wenn Sie es möchten. 




 


  	Sie besuchen im Laufe Ihres Lebens viele Ärzte und andere Anbieter im Gesundheitswesen. Keiner davon – auch nicht Ihre Krankenversicherung – hat all Ihre Daten. 




 


  	Praktisch niemand (in den USA) hat all seine medizinischen Daten von der Geburt bis zum aktuellen Zeitpunkt. 




 


  	Ihre elektronische Krankenakte erleichtert die Abrechnung. Ihr Zweck ist nicht Ihre Gesundheit. 




 


  	Sie sind besser informiert und erzielen bessere Resultate, wenn Sie über Ihre eigenen Daten verfügen. 




 


  	Ärzte, die ihren Patienten alle Daten zur Verfügung gestellt haben, tun dies routinemäßig. 




 


  	Die Daten müssen umfassend, kontinuierlich und nahtlos aktualisiert werden. 




 


  	Zugriff auf die Daten oder eine Kontrolle der Daten ist nicht genug. 




 


  	Etwa 10 Prozent der medizinischen Aufnahmen werden unnötigerweise doppelt angefertigt, weil auf die erste Aufnahme kein Zugriff besteht. 




 


  	Sie können mit der Wahrheit umgehen. 




 


  	Ihre Daten müssen Ihnen gehören. Das muss ein Grundrecht werden. 




 


  	Ihr Leben könnte davon abhängen. 




 


 

 





 Ich werde kurz auf alle 24 Punkte eingehen. Weil es Ihr Körper ist und weil Sie für die Daten bezahlt haben, sollten Sie auch der Eigentümer sein – und nicht Ärzte und Krankenhäuser, die in den USA in allen Bundesstaaten bis auf einen Staat rechtlich Eigentümer sind. Wenn die Daten Ihnen gehören und von Ihnen kontrolliert werden, dann können Sie sie viel besser vor Diebstahl, Hackerangriffe‌n und einem Verkauf ohne Ihr Wissen schützen. Vielfach wird behauptet, dass Datenschutz‌ und Privatsphäre veraltete Konzepte sind. Bei medizinischen Daten ist das keinesfalls so. Der Schutz und die Sicherheit Ihrer Daten hängt davon ab, dass diese nicht in riesigen Serverfarmen gespeichert werden, die zum bevorzugten Ziel von Cyberkriminellen gehören. Stattdessen ist eine dezentrale Datenhaltung in der kleinstmöglichen Einheit (eine Person oder eine Familie) erforderlich, wo die Daten in einer privaten Cloud oder in einer Blockchain gesichert werden sollten. Praktisch jede elektronische Krankenakte steckt voller Fehler, die von Termin zu Termin und Arzt zu Arzt übernommen werden. Und jeder von uns besitzt nicht nur eine sondern gleich mehrere Krankenakten bei den unterschiedlichen Ärzten, Krankenhäusern und anderen Anbietern. Selbst wenn die elektronische Krankenakte genau wäre, so wurde sie doch für die Abrechnung der erbrachten Leistungen entwickelt, nicht als umfassendes Protokoll Ihrer Kranken- und Behandlungsgeschichte.


 Die Unvollständigkeit wächst in unserem Zeitalter der Sensoren zur Erfassung physiologischer Parameter weiter an. Dazu gehören die ständige Überwachung des Blutzuckerspiegels oder des Herzrhythmus. Aber auch Genomdaten fehlen darin. Derzeit möchten nur wenige Personen ihr Genom in einer medizinischen Akte sehen, die einem Krankenhaus oder Arzt gehört. Denn schließlich könnte sie jederzeit in den Händen eines Lebensversicherers oder ähnlicher Anbieter landen. Auch die Erfassung anderer Daten – zum Beispiel zur Ernährung oder mit intelligenten Toiletten gemessene Blutdruckwerte – möchte nicht jeder in einer solchen Akte sehen. Und ich respektiere diese Auffassung. Bevor nicht die Fragen zum Datenschutz und dem Eigentum an den medizinischen Daten geklärt sind, tun wir gut daran, eine so umfassende und kontinuierliche Zusammenstellung der eigenen Daten mit Skepsis zu betrachten.


 Aktuell ist es extrem schwierig, an Ihre eigenen Daten zu gelangen. Die meisten Ärzte in Amerika sind nicht bereit, die in der Praxis erstellten Notizen an Sie weiterzugeben. Krankenhäuser und andere Anbieter im Gesundheitswesen im ganzen Land üben aktiv eine Praxis der Informationsblockade aus. Sie weigern sich, Patientendaten weiterzugeben, aus Furcht, den Patienten zu verlieren. Dazu werden unter anderem eigene Systeme eingesetzt, die keine allgemein verständlichen Dateiformate nutzen oder ausgeben. Das ist ein gewaltiges Hindernis für jeden, der einen virtuellen Assistenten entwickeln will, aber auch für alle im Gesundheitswesen agierenden Parteien, die nicht auf die Daten anderer Anbieter zugreifen können. Obwohl das US-Gesundheitsministerium die Krankenhäuser für diese Praxis gerügt hat und es Gesetze und Vorschriften gibt, die das verhindern sollen, bleibt das Problem bestehen.


 Gemeinsam mit Kollegen trete ich dafür ein, dass das Eigentum an den eigenen medizinischen Daten ein Grundrecht sein muss.43 Ich halte dies für ein wünschenswertes Ziel, das in den USA irgendwann gewiss Realität werden wird, aber wir können es uns nicht leisten, Jahrzehnte darauf zu warten, wenn wir das volle Potenzial virtueller medizinischer Trainer freisetzen wollen. Es gibt weltweit viele Länder, die weiter sind als wir in Amerika. Nehmen wir zum Beispiel die ehemalige Sowjetrepublik Estland‌, die im New Yorker auch »die digitale Republik« genannt wurde. »Ein Grundsatz des estnischen Systems, das eine Blockchain-Plattform zum Schutz der Privatsphäre und der Daten nutzt, ist, dass eine Person Eigentümerin aller über sie gespeicherten Informationen ist.«44 Sobald jemand auch nur einen kurzen Blick auf die medizinischen Daten einer Person werfen will, wird er von den Aufsichtsbehörden nach einer Begründung gefragt. Die Effizienz der estnischen Gesundheits-IT ist im Vergleich mit der in den Vereinigten Staaten überwältigend. So gibt es eine App für Sanitäter, die Informationen über Patienten bereitstellt, bevor der Krankenwagen am Einsatzort eintrifft. Das moderne Telemedizinnetz im Land wird durch eine Echtzeitüberwachung der Vitalzeichen (und KI-Algorithmen zur Interpretation) ergänzt, sodass Ärzte die Patienten aus der Ferne betreuen können und Wechselwirkungen zwischen verschiedenen Medikamenten verhindert werden. Auch andere Länder wie Finnland und die Schweiz sichern ihren Bürgern das Eigentum an den medizinischen Daten zu; wenn auch die Digitalisierung dort nicht so tiefgehend wie in Estland ist. Und es gibt Modelle, die zeigen, dass eine solche Praxis nicht nur möglich, sondern auch vorteilhaft ist: Die Einwohner dieser Länder haben sich überwiegend zugunsten der Kontrolle und des Eigentums ihrer Daten ausgesprochen. Genau diese Menschen sind privilegiert, denn sie haben die Grundlage für den virtuellen medizinischen Assistenten bereits gelegt.


 Doch wie soll ein solcher Assistent aussehen? Bestimmt werden wir nicht ewig mit Büchsen von Amazon und Google reden. In The Power of Kindness widmet mein Freund Brian Goldman‌, ein kanadischer Notfallarzt, ein Kapitel der Macht der »freundlichsten« Roboter für die Kommunikation mit Menschen, insbesondere Senioren mit kognitiven Beeinträchtigungen.45 Die von ihm in Japan beobachteten Roboter‌ wie der Telenoid von der Universität Osaka und dem Advanced Telecommunications Research Institute sind erst der Anfang. Hiroshi Ishiguro, die treibende Kraft dahinter, hat Roboter erschaffen, die Menschen erstaunlich ähnlich sehen; das gilt auch für die Hände.46 Wie die Hauptperson im Film Ex Machina ist Sophia von Hanson Robotics in Hongkong ein weiteres Beispiel für einen extrem raffinierten, menschlich wirkenden Roboter. Künftig wird es immer mehr Möglichkeiten für die Interaktion geben.47 Doch der medizinische Sprachassistent‌‌ der Zukunft muss vor allem eines sein: tragbar. Darum halte ich Avatare‌ mit menschlichen Gesichtern wie die von Soul Machines aus dem neuseeländischen Auckland für Prototypen eines solchen Ratgebers. Sie enthalten KI-Sensoren‌, mit denen die Stimmung oder der Erschöpfungszustand einer Person erkannt werden kann. Sie bauen Augenkontakt auf und folgen den Bewegungen des Gegenübers mit den Augen, und sie können immer bessere Gespräche führen.48 Diese Avatare werden bereits an den Schaltern einiger Fluggesellschaften und Banken eingesetzt. In einem nächsten Schritt kann die Software dahinter auf Smartphones, Tablets oder Smartwatches übertragen werden. In Neuseeland laufen bereits Pilotstudien für die medizinisch Diagnose und Behandlung bei Hausärzten.


 Neben einem besseren Formfaktor gibt es noch weitere Hürden zu meistern. So gibt es viele Menschen, die aus berechtigter Sorge vor Big Brother und um den Datenschutz nichts mit einem KI-Coach zu tun haben wollen – ungeachtet aller Beteuerungen, dass die Daten sicher seien. Wenn die Ergebnisse durch den Einsatz des KI-Coaches tatsächlich besser ausfallen und die Kosten sinken, werden Arbeitgeber und Krankenversicherer sich für eine routinemäßige Nutzung einsetzen. Das wird zu Gegenwehr und ethischen Bedenken bei jenen führen, die auf ihre rechtmäßige Autonomie bestehen. Und obwohl ein solcher KI-Coach in erster Linie oder gar vollständig aus Software und Algorithmen besteht, könnten die Kosten dafür dennoch hoch ausfallen und die bestehende Ungleichheit im Gesundheitswesen noch verschärfen.


 Ob virtuelle medizinische Assistenten‌ tatsächlich gut für uns sein werden, hängt nicht zuletzt stark vom Willen der Menschen ab, ihr Verhalten zu ändern. Denn viele Krankheiten sind eine Folge unserer Lebensführung. Mitesh Patel und sein Team drückten es so aus: »Der gemeinsame Nenner für praktisch den gesamten medizinischen Fortschritt ist das menschliche Verhalten.«49 Überlassen wir den Pessimisten das Wort. Den Anfang macht Ezekiel Emanuel; er schrieb: »Es gibt keinen guten Grund dafür zu glauben, dass die virtuelle Medizin‌ – so einfallsreich und verspielt sie auch daherkommt – den Großteil der Patienten veranlassen wird, mehr für die eigene Gesundheit zu tun. Viele Studien zur Erprobung von Hightech-Erfindungen zum Wohle der Patientengesundheit sind gescheitert.«50 Wir haben in den letzten Jahren zwar viel über die Verhaltensforschung gelernt, aber wir wissen noch recht wenig darüber, wie man Menschen von einem gesünderen Lebensstil überzeugt. Zu den führenden Köpfen auf diesem Gebiet gehört Theresa Marteau von der Cambridge University. Sie weist darauf hin, dass wir zwar nicht ins Wasser gehen, wenn ein Schild uns auf häufige Haiangriffe hinweist. Doch wenn wir aufgefordert werden, unser Leben zum Besseren zu verändern, reagieren wir nicht.51 Viele andere Experten schließen, dass für Verhaltensänderungen‌ unbewusste geistige Prozesse angestoßen werden müssen; es geht um subtile, physische Signale, die unser Verhalten formen, das sogenannte Nudging‌. Wir haben die Nudges, die das Verhalten einer Person hinsichtlich gesundheitlicher Aspekte dauerhaft verändern können, noch nicht entdeckt. Finanzielle und andere Anreize‌, spielerische Ansätze (auch als Gamification‌ bezeichnet) und Wettbewerbe haben bisher nicht gefruchtet. Aber wir machen Fortschritte beim Einsatz von Modellen zur Vorhersage des Verhaltens on- und offline. Das könnte sich als nützlich erweisen, um herauszufinden, welche Menschen wahrscheinlich auf etwas ansprechen oder resistent sind.52 Die Vorstellung, dass eine Spitzentechnologie des Computerzeitalters zur Förderung der Gesundheit an der menschlichen Natur scheitern könnte, ist wirklich ernüchternd. Doch diesem Hindernis müssen wir uns stellen und können es hoffentlich auch überwinden. Denn ansonsten sieht die Zukunft eines Wandels durch den alltäglichen virtuellen medizinischen Trainer eher düster aus. Eine neue Studie aus Finnland‌ mit über 7.000 Teilnehmern, denen man ihre genetische Risikobewertung für Herzkrankheit genannt hat, stimmt besonders positiv: Bei einer Nachkontrolle nach 18 Monaten hatte ein beeindruckender Teil derjenigen mit dem höchsten Risiko mit dem Rauchen aufgehört (17 Prozent) und abgenommen (14 Prozent).53 Die Ergebnisse widersprechen der Meinung, dass »individuelle Risikoaufklärung‌« nichts bringt.54 Möglicherweise bedarf es einer Kombination aus KI-Nudges, maßgeschneiderten Daten und Anreizen, um diese große Herausforderung endgültig zu bewältigen.


 Derzeit gelten selbstfahrende Autos als fortschrittlichste Einzelanwendung der KI. Im Gesundheitswesen wäre für mich die Schaffung eines virtuellen medizinischen Trainers, der die Achtsamkeit der Menschen ihrer eigenen Gesundheit gegenüber fördert, wirklich spitze. Auf dem Weg dorthin müssen wir noch so manche Hürde überwinden, aber ich bin zuversichtlich, dass wir es irgendwann geschafft (und ein solches System klinisch validiert) haben. Wenn wir als Menschen andere Menschen auf den Mond schicken, das Internet entwickeln und eine Google-Karte der Welt herstellen können, gibt es keinen Grund dafür, es nicht zu schaffen. Wie ich mir so einen Assistenten im Alltag vorstelle? Lesen Sie selbst:


 »Bob, dein Ruhepuls und dein Blutdruck sind in den letzten zehn Tagen immer weiter gestiegen. Würdest du wohl die Smartphone-App zum Anfertigen einer Netzhautaufnahme starten?«


 »OK, Rachel. Erledigt.«


 »Bob, deine Netzhaut deutet nicht auf Probleme mit dem Blutdruck hin. Das ist gut. Hattest du ein Engegefühl im Brustkorb?«


 »Nein, Rachel.«


 »Ich wollte nur sichergehen, denn laut Genprofil bist du ja für Herzkrankheit anfällig. Gut, dass wir das ausschließen konnten.«


 »Danke, Rachel. Bei meinem letzten Training auf dem Laufband hat sich mein Kiefer irgendwie seltsam angefühlt, aber das war nach ein paar Minuten vorbei.«


 »Bob, das könnte eine Angina sein. Mit einem Belastungstest könntest du das abklären. Ich habe in deinem Kalender nachgesehen und für nächste Woche schon mal einen Termin bei Dr. Jones eingetragen. Das wäre am Dienstag um 16:00 Uhr auf dem Heimweg von der Arbeit. OK?«


 »Danke, Rachel.«





 »Denk dran, dass du die Laufschuhe und Sportsachen mitnehmen musst. Ich werde dich noch mal daran erinnern.«


 


 »David, mein Magen fühlt sich seltsam an.«


 »Das tut mir leid, Karen. Wie lange ist das schon so?«


 »Etwa seit zwei Stunden. Und es scheint schlimmer zu werden, David.«


 »Karen, wo genau spürst du den Schmerz?«


 »Auf der rechten Seite, David.«


 »Wann hast du das letzte Mal etwas gegessen und was?«


 »Um eins hatte ich einen Hamburger mit Pommes und Eistee.«


 »OK, Karen. Gibt es noch andere Symptome? Ist dir vielleicht übel?«


 »Nein, David. Ich habe nur die Bauchschmerzen.«


 »OK. Nimm bitte den Ultraschallsensor für dein Smartphone und lege ihn auf deinen Bauch.«


 »Erledigt, David.«


 »Karen, die Bilder sind nicht gut genug. Du musst den Sensor etwas höher und nach rechts verschieben.«


 »Jetzt OK, David?«


 »Ja, viel besser. Du hast Gallensteine. Die können das Unwohlsein verursachen. Deine Mutter hat auch daran gelitten, und deine genomische Risikobewertung passt dazu.«


 »Klingt logisch, David.«


 »Ich frage mal bei Dr. Jones nach, was er empfiehlt. Die gute Nachricht ist, dass die Steine im Ultraschallbild so aussehen, als wären sie medikamentös auflösbar.«





 


 »Randy, ich habe gerade die Daten zu deinem Darm-Mikrobiom erhalten.«


 »OK, Robin. Wie sieht es aus?«


 »Bei den Bakterien ist Bacteroides sercoris dominant. Es kommt bei dir zwanzig Mal öfter vor als beim Rest der Bevölkerung. In der Fachliteratur gibt es Artikel dazu, erst letzte Woche einen in Nature. Dort steht, dass es nach dem Essen von Kohlenhydraten zu Spitzen beim Blutzucker führt.«


 »Robin, ich hatte mir schon Sorgen gemacht, weil mein Glukosesensor nach dem Essen viele erhöhte Werte anzeigt und ich ja eine Neigung zur Diabetes habe. Letzten Monat habe ich 5 kg abgenommen und mehr trainiert.«


 »Korrekt, Randy. Ich frage mal bei den Experten von YouBiome nach und sehe, welche Mikrobiom-Modulation sie empfehlen. Bitte warte kurz.«


 [Fünf Minuten Ihrer Lieblingsmusik]


 »Randy, die Experten sagen, du musst kein PDQ-Probiotikum nehmen. Sie empfehlen eine kohlenhydratarme Kost für mindestens vier Wochen. Danach solltest du den Blutzucker erneut testen.«


 »OK, Robin.«


 »Randy, es gibt bei dir noch ein weiteres Bakterium im Mikrobiom namens S. fecalis. Es deutet auf ein erhöhtes Risiko für Dickdarmkrebs hin. Deine letzte Darmspiegelung ist sieben Jahre her. Soll ich einen Termin vereinbaren, oder möchtest du lieber eine Blutprobe zur Untersuchung auf Tumor-DNS nehmen?«


 »Lieber die Blutprobe. Die Vorbereitung auf die Darmspiegelung ist die reinste Tortur.«


 »Ich habe alles für die Blutprobe bestellt. Das Paket kommt am Mittwoch an.«





 


 »Sarah, wie läuft’s mit dem Atmen?«


 »Alles gut, Katie.«


 »Du näherst dich einem geologischen Gefahrenherd für Asthmaanfälle, Sarah.«


 »Danke für die Warnung.«


 »Sarah, du solltest einen Lungenfunktionstest machen.«


 »OK, Katie. [...] Ich habe in das Gerät geblasen.«


 »Prima, Sarah. Der Stickstoffmonoxidgehalt ist niedrig und dein Atemvolumen auch. Nimm am besten zwei Stöße aus dem Inhalator.«


 »Erledigt, Katie. Oh, und du hast eine Umleitung geplant, damit ich nicht die Front Street nutzen muss.«


 »Das dauert nur zwei Minuten länger.«


 »Was sagst du sonst zu meiner Lungenfunktion?«


 »Sarah, sieht aus als hättest du weniger trainiert. Und es gibt mehr Pollenflug. Die Umweltsensoren bei dir zuhause und auf der Arbeit zeigen keine Veränderung nach oben.«


 »Ich werde mehr laufen, Katie.«





 


 »John, letzte Nacht ist deine Sauerstoffsättigung auf 67 gefallen.«


 »Ann, ich habe meine BiPAP-Maske nicht aufgesetzt.«


 »John, dein Blutdruck ist dabei auf 195 gestiegen. Er war die ganze Nacht recht hoch, im Mittel 155 systolisch.«


 »Dann ist es nicht nur die Schlafapnoe, Ann?«


 »Nein, John. Du hast 6 Kilo zugenommen und letzte Woche gar keinen Sport gemacht. Das trägt vermutlich auch dazu bei.«


 »Ja, ich hatte Rückenschmerzen, habe viel rumgesessen und gegessen.«


 »Davor hatte ich dich gewarnt.«


 »OK, Ann, es reicht. Ich mache Schluss. Und du bist gefeuert!«





 


 Das sind natürlich nur Beispiele für eine mögliche Entwicklung. Ich habe versucht, darin die Bedeutung ganzheitlicher Daten und einer Unterstützung durch Ärzte und menschliche Fachleute aufzuzeigen. Der virtuelle medizinische Trainer wird sich in jedem Fall als echter Segen für alle Menschen erweisen, auch wenn es noch viele Jahre dauert, bis er da ist.


 Widmen wir uns nun dem letzten Kapitel in Deep Medicine, in dem wir in der Zukunft die Vergangenheit wiederbeleben.






Kapitel 13: 
Tiefe Empathie‌


 »Ein Arzt, der lernt, mit seinen Patienten zu reden, ist vielleicht in der Lage, sich die Liebe zu seinem Beruf wieder zu erreden. Er hat wenig zu verlieren und viel zu gewinnen, wenn er den kranken Menschen in sein Herz lässt.«


 – ANATOLE BROYARD‌





 »So dürfen wir hoffen, nicht einfach eine schöne neue Welt zu erreichen, keine perfektionistische Utopie‌, sondern das bescheidenere und viel begehrenswertere Ziel – eine wirklich menschliche Gesellschaft‌.«


 – ALDOUS HUXLEY‌





 Im Herbst 1975 fing ich mit neunzig anderen Studierenden ein Studium an der medizinischen Hochschule an. Die meisten von uns kamen frisch vom College, und wir alle waren Idealisten. Dr. med. Marcus Welby, eine Serie über einen einfühlsamen Hausarzt, war damals voll angesagt, und auch die Wiederholungen von Dr. Kildare mit Richard Chamberlain liefen im Fernsehen. Die Welt der Medizin war damals übersichtlicher, und man hatte mehr Zeit, um eine echte Bindung zu den Patienten‌ aufzubauen. Außer Röntgenaufnahmen gab es kaum besondere Scans oder Laboruntersuchungen, die man anordnen konnte. Anmerkungen zu Praxisterminen oder bei der Krankenvisite wurden handschriftlich gemacht. Für die Aufnahme eines Neuzugangs war mindestens eine Stunde veranschlagt, für jeden weiteren Termin 30 Minuten. Massenabfertigungen wie in modernen »Retail-Praxen« gab es nicht. Auch Abrechnungseinheiten zur Leistungsbewertung der Ärzte oder monatliche Produktivitätsberichte für jeden Arzt waren unbekannt. Es gab kaum Krankenhaus- oder Praxismanager. Es gab natürlich keine elektronische Patientenakte oder die Anforderung, doppelt so viele Stunden mit dem Computer zu verbringen wie mit Patienten. Es gab ja in den meisten medizinischen Einrichtungen noch nicht einmal Schreibmaschinen. Der Begriff Gesundheitswesen war noch nicht geprägt worden. In den USA gab es insgesamt weniger als 4 Millionen Stellen auf dem Gebiet der medizinischen Versorgung. Pro Jahr wurden pro Patient keine 800 Dollar ausgegeben, also weniger als 8 Prozent des nationalen Bruttoinlandsprodukts.1


 Was sich in 40 Jahren doch alles ändern kann! In dieser Zeitspanne ist die Medizin nicht nur irgendein Big Business‌ geworden, sondern sogar das größte Business in Amerika überhaupt. Heute sind mehr als 16 Millionen Menschen in Amerika im Gesundheitswesen‌ beschäftigt. Damit gehört dieser Sektor zum größten Arbeitgeber landesweit und auch in den meisten Städten. Viele »nichtkommerzielle« Anbieter glänzen mit Umsatzzahlen, die weit in den zweistelligen Milliardenbereich hineinreichen. Wir geben mittlerweile über 11.000 Dollar pro Person für die medizinische Versorgung aus, insgesamt 3,5 Billionen Dollar oder fast 19 Prozent des Bruttoinlandsprodukts. Es gibt Medikamente und Therapien, die pro Dosis oder Behandlung über eine Million Dollar kosten. Die meisten neuen Mittel in der Krebsbehandlung‌ kosten ab 100.000 Dollar pro Zyklus, viele spezielle Arzneimittel etwa 2.000 Dollar im Monat. Wenn Sie diese Zahlen um Inflation, Bevölkerungswachstum und (Über-)Alterung korrigieren, wird schnell klar, dass der Trend nicht aufzuhalten ist. Andere Anbieter im Gesundheitswesen verfügen über enorme Anlagevermögenswerte: Kaiser Health weist mehr als 40 Milliarden Dollar aus, Ascension Health mehr als 17 Milliarden und die Cleveland Clinic über 9 Milliarden Dollar.2


 Mit dem explosiven wirtschaftlichen Wachstum des Gesundheitswesens wurde die medizinische Praxis immer stärker entmenschlicht. Erstaunlicherweise hat Francis Peabody‌ genau das vor neunzig Jahren vorhergesagt: »Krankenhäuser [...] werden dazu tendieren, entmenschlichte Maschinen zu werden.«3 (Übrigens: Wenn Sie nur einen der in diesem Kapitel angeführten Artikel lesen möchten, sollten Sie sich für diesen von Peabody entscheiden.) Trotz der vielen Diskussionen über eine personalisierte Medizin‌ haben Geschäftsinteressen das Ruder übernommen. Kliniker werden praktisch ausgepresst wie eine Zitrone, um Produktivität und Profite zu maximieren. Wir verbringen immer weniger Zeit mit den Patienten und schaffen es in dieser kurzen Zeit nicht einmal mehr, eine menschliche Bindung einzugehen. Der Arztberuf ist schon seit geraumer Zeit in Ineffizienz, Fehlern, Verschwendung und suboptimalen Ergebnissen verstrickt. In den letzten Jahrzehnten ist auch noch die echte Fürsorge um die Patienten abhandengekommen. Neuen Patienten widmen wir im Schnitt zwölf Minuten, wiederkehrenden Patienten sogar nur sieben. Einfühlsame Marcus Welbys sind eine echte Seltenheit, wenn man sie überhaupt finden kann.


 Die KI wird die Medizin grundlegend verändern. Das bedeutet nicht unbedingt, dass sie sie zum Besseren verändern wird. Noch wird Technologie sehr spezifisch und fachbezogen eingesetzt, und viele ihrer Vorteile müssen sich noch bewähren, aber irgendwann wirkt sie sich auf alle im Gesundheitswesen Beschäftigten aus: Neben Ärzten mit Mustern‌ wie Radiologen, Pathologen und Dermatologen werden auch alle anderen Ärzte, Pflegekräfte, Assistenzärzte, Pharmazeuten, Physiotherapeuten, Palliativpflegekräfte und Sanitäter in ihrer Berufsausübung davon betroffen sein. Produktivität und Effizienz werden deutlich steigen – nicht nur in den genannten Feldern, sondern bei allen Abläufen in Krankenhäusern und Arztpraxen. Bis dahin werden noch viele Jahre vergehen, aber ganz gewiss lässt sich dieser größte Wandel in der Medizingeschichte nicht aufhalten. Derart extrem optimierte und organisierter Abläufe, die jeden Aspekt der Gesundheitsfürsorge betreffen, den wir heute kennen, lassen sich auf zwei diametrale Arten entweder zum Guten oder zum Schlechten nutzen. Wir müssen jetzt handeln, damit es in die richtige Richtung geht.


 Das Geschenk der Zeit


 Zu den wohl wichtigsten Vorteilen, die der Einsatz von KI in der Medizin bietet, gehört die Zeitersparnis‌. Mehr als die Hälfte aller Ärzte leiden an Burn-out‌ und mehr als ein Viertel der jungen Ärzte an Depression‌.4 Jedes Jahr verüben in den USA drei- bis vierhundert Ärzte Selbstmord.5 Burn-out führt zu Behandlungsfehlern, die wiederum den Burn-out fördern. Aus diesem Teufelskreis müssen wir ausbrechen. Eine bessere Work-Life-Balance – mit mehr Zeit für sich selbst, die Familie, Freunde und sogar Patienten – allein ist möglicherweise nicht genug. Aber es ist ein Anfang.


 Zeit entscheidet wesentlich über die Qualität der Patientenbetreuung‌ und die Behandlungsergebnisse. Das US-Bundesamt für Wirtschaftsforschung hat 2018 einen Artikel veröffentlicht, in dem das Team um Elena Andreyeva von der University of Pennsylvania die Auswirkungen der Hausbesuche bei Patienten betrachtet, die nach einer Behandlung akuter Krankheiten aus dem Krankenhaus entlassen wurden. Auf der Basis von mehr als 60.000 Besuchen durch Pflegekräfte, Physiotherapeuten und andere Kliniker hat es festgestellt, dass das Risiko einer Wiedereinweisung mit jeder zusätzlichen Besuchsminute um acht Prozent abnahm.6 Bei Teilzeitkräften betrug der Rückgang für Wiederaufnahmen 16 Prozent pro zusätzlicher Minuten, bei Pflegekräften waren es 13 Prozent. Von allen Faktoren, für die die Forscher eine Verbindung zum Wiederaufnahmerisiko herstellten konnten, war Zeit der wichtigste.


 1895 schrieb William Osler: »Eine befriedigende Untersuchung dauert mindestens eine halbe Stunde. Ein Kranker möchte, dass man ihm Zeit widmet. Eine hastige Untersuchung, die nach zehn oder zwölf Minuten beendet ist, stellt ihn nicht zufrieden.«7 Das gilt auch 120 Jahre später noch. Und es wird immer so sein.


 David Meltzer, ein Internist an der University of Chicago, hat untersucht, wie die mit Ärzten verbrachte Zeit mit wichtigen Aspekten wie der Kontinuität der Versorgung in Verbindung steht, also der Tatsache, dass der Arzt aus der Sprechstunde auch die Betreuung im Krankenhaus übernimmt. Er merkt an, dass mehr Zeit mit den Patienten zu um 20 Prozent reduzierten Krankenhauseinweisungen‌ führt. Das spart nicht nur zig Millionen Dollar, sondern schützt auch vor Krankenhauskeime‌n und anderen Gefahren in der Klinik. Diese Größenordnung wurde später auch von Kaiser Permanente und der Vanderbilt-Universität bestätigt.8


 Die Studien zeigten, wie unglaublich wichtig es für Kliniker ist, sich Zeit für die Patienten zu nehmen. Ein längeres Gespräch stärkt nicht nur die Kommunikation und baut Vertrauen auf, es ist auch mit besseren Ergebnissen und geringeren Folgekosten verbunden. Es handelt sich quasi um eine »Vorsorge‌-Investition« mit riesigen Dividenden. Natürlich steht das im Gegensatz zum üblichen Mantra im Gesundheitswesen, dass alles produktiver werden muss und Ärzte mehr Patienten in kürzerer Zeit »abfertigen« müssen. Und die Kosten für die Ersparnis sind ein höherer Zeitaufwand aufseiten des Arztes. Die Studie Healthy Work Place zeigte anhand der Daten von 168 Klinikern aus 34 Kliniken, dass das Arbeitstempo‌ zu den wichtigsten Aspekten der Zufriedenheit im Job gehört.9 Und die faszinierende Abhandlung Buying Time Promotes Happiness (Zeit zu kaufen fördert das Glücksgefühl) der Psychologin Ashley Whillans und ihres Teams aus dem Jahr 2017 ergab, dass Zeitersparnis zu mehr Zufriedenheit‌ im Leben führt. Dabei wurden unterschiedlichen Menschen aus repräsentativen Bevölkerungsschichten in den USA, Kanada, Dänemark und den Niederlanden sowie eine separate Gruppe von über 800 niederländischen Millionären betrachtet. Das vermehrte Glücksgefühl, das aus dem »Kauf« von Zeit resultiert, widersprach quer durch alle Gruppen und ungeachtet des Einkommens oder des sozioökonomischen Status dem alten Sprichwort, dass man Glück nicht kaufen kann.10 Das laufende Time Bank Project (auf Deutsch etwa Zeitkonto-Projekt) der medizinischen Hochschule der Stanford University erklärt, wie das funktioniert: Dieses Zeitkonto‌ belohnt Ärzte für wenig geschätzte Arbeiten wie Mentoring, Mitarbeit in Komitees und das Einspringen für Kollegen. Die Belohnung besteht aus Gutscheinen für zeitintensive Arbeiten wie den Hausputz oder die Essenslieferung. Das führt zu einer höheren Zufriedenheit am Arbeitsplatz, einer besseren Work-Life-Balance und einer besseren Verbleibquote.11


 Wie meine Klassenkameraden 1975 entscheiden sich die meisten, die einen medizinischen Beruf ergreifen, deshalb dafür, weil sie die Fähigkeit, Menschen helfen zu können, als Privileg ansehen. Die große Ernüchterung rührt hauptsächlich daher, dass sie diese Aufgabe nicht auf humane Art erfüllen können. David Rosenthal‌ und Abraham Verghese‌ fassten das sehr gut zusammen:


 »Kurz gesagt findet der Großteil unserer sogenannten ›Arbeit‹ abseits des Patienten statt – in stillen Kämmerlein und an Computern. Unsere Aufmerksamkeit wird so häufig von den Leben, Körpern und Seelen der Menschen, die unserer Pflege anvertraut sind, abgelenkt, dass Ärzte, die sich mehr dem Bildschirm als ihren Patienten widmen, heute zu den typischen Klischees gehören. Die Technologie hat es möglich gemacht, sich aus der Ferne um Patienten zu kümmern, gar ohne direkten Kontakt mit dem Pflegepersonal. Damit haben wir uns nicht nur der Persönlichkeit, der Identität des Patienten selbst entfernt, sondern auch von unseren Kollegen. Derweil erledigen wir unsere Arbeit in uns gekehrt am Computer.«12





 Dank KI können wir wieder kostbare Zeit mit Patienten verbringen. 2018 veröffentlichte das Institute for Public Policy Research unter dem Titel Better Health and Care for All (Bessere Gesundheit und Betreuung für alle) einen ausführlichen Bericht zu den Auswirkungen von KI und Technologie. Darin wurde für die unterschiedlichen Arten von Klinikern vorhergesagt, dass im Schnitt mehr als 25 Prozent ihrer Zeit‌ für die Patientenbetreuung frei werden.13 Einer der wichtigsten Effekte wird entstehen, wenn Kliniker die Fesseln der elektronischen Krankenakte ablegen. An der University of Colorado wurden Computer aus dem Behandlungszimmer entfernt und durch menschliche Assistenten ersetzt. Das führte zu einem beeindruckenden Rückgang an Burn-out unter Ärzten: von 53 auf 13 Prozent.14 Es gibt keinen Grund, daran zu zweifeln, dass die Einführung eines NLP-Assistenten denselben Effekt haben wird. Doch jede technische Lösung kann nur funktionieren, wenn wir als Gesellschaft anerkennen, dass Medizin keine Fließbandarbeit ist. Ronald Epstein und Michael Privitera schreiben im Lancet, dass »Ärzte, von einer Administration, die alles dem Ziel der maximalen Produktivität unterordnet und die Werte und Beziehungen, welche dem Dasein als Arzt Sinn verleihen, enttäuscht sind, aufgeklärte Anführer benötigen, die anerkennen, dass Medizin ein menschliches Unterfangen ist, keine Produktionsstraße.«15 Ich möchte diese Aussage leicht korrigieren: Es bedarf nicht nur aufgeklärter Anführer, sondern alle müssen an einem Strang ziehen. Wenn ein Effizienzgewinn vom Verwaltungsapparat lediglich dazu genutzt wird, dass die Ärzte ihre Produktivität weiter steigern und noch mehr Patienten in derselben Zeit behandeln, noch mehr Aufnahmen oder Präparate betrachten und den Durchsatz nochmals erhöhen, dann ist niemandem geholfen und die kostbare Zeit quasi verschwendet. Diese Gefahr ist sehr real, denn letztlich haben die Ärzte selbst den Einzug der extrem unzureichenden elektronischen Krankenakte in den Praxisalltag zugelassen und Unternehmen wie Epic, in dessen Verträgen mit Krankenhäusern und Ärzten eine Schweigeklausel negative Aussagen über elektronische Krankenakten oder deren Veröffentlichung in Form von Screenshots verbietet, nicht die Stirn geboten.16 Dieses Mal müssen Ärzte unbedingt zu Aktivisten werden.


 Leider besteht wenig Aussicht darauf, dass ein solcher Aktivismus durch medizinische Berufsverbände unterstützt wird – zumindest nicht in den Vereinigten Staaten von Amerika. Einerseits gibt es keine zentrale Ärztevertretung: Nicht einmal ein Drittel der praktizierenden Ärzte sind Mitglied der American Medical Association‌.17 Viel schlimmer wiegt allerdings, dass diese Vertretung kaum Gewicht hat: Medizinische Berufsverbände dienen in erster Linie als Gilden, die Rückvergütung für ihre Gründer schützen sollen. An Kapital zur Einflussnahme mangelt es jedoch nicht: Von den sieben größten Lobbyisten‌ in der US-Regierung kamen im Jahr 2017 vier aus dem Gesundheitswesen, nämlich Pharma Research and Manufacturers (25,8 Millionen Dollar), Blue Cross Blue Shield (24,3 Millionen Dollar), American Hospital Association (22,1 Millionen Dollar) und American Medical Association (21,5 Millionen Dollar).18 Heutzutage werden diese Mittel leider zum Schutz finanzieller Interessen verwendet, nicht im Interesse von Patienten oder Klinikern.


 Doch nur mehr Zeit durch Technologie zu haben, reicht nicht aus. Die gewonnene Zeit ist jedoch die Voraussetzung, um mehrere notwendige Veränderungen in der Denkweise der Ärzte und im Umgang mit den Patienten anzupacken, damit der Arztberuf wirklich tiefgründig wird.





 Menschlich sein


 In der heutigen Medizin herrscht ein gewaltiger Mangel an Mitgefühl‌ und Einfühlungsvermögen‌. Das liegt nur zum Teil an fehlender Zeit.


 So schrieb der englische Arzt Matthew Castle in seinem Essay Burnout über seine fiktive Zukunft als KI-Maschinenarzt im Jahr 2100. Für jeden seiner Patienten kann er auf eine geballte Deep-Learning-Intelligenz, umfassende molekulare und neuropsychiatrische Profile, die gesamte biomedizinische Fachliteratur und Tausende gleichzeitig durchgeführter Konsultationen zurückgreifen. Bei all diesen Daten und der KI-Unterstützung sollten paradiesische Zustände herrschen – doch sein Arbeitgeber fordert humanistische Fähigkeiten. Er erleidet Burn-out und beantragt ein sechs Monate langes Sabbatical; das »Problem liegt in Ihrer Anforderung, Empathie zu entwickeln«, schreibt er. Und weiter: »Es ist egal, wie leistungsfähig der Mensch oder die Maschinensoftware ist: Wenn das Unmögliche gefordert wird, kommt es zum Fehlschlag.«19


 Wenn die Maschinen intelligenter werden, müssen Menschen einen anderen Weg einschlagen und menschlicher werden. Ich habe versucht, diesen Umstand in Abbildung 13.1 darzustellen. Die menschliche Leistung dürfte sich im Laufe der Zeit nicht nennenswert ändern. Aber Maschinen werden bei spezifischen Aufgaben zunehmend besser abschneiden als Menschen. Wer die nächste Stufe des Menschseins erreichen will, muss an seinen humanistischen, also menschlichen Qualitäten arbeiten, die uns auf alle Zeit von den Maschinen unterscheiden. Menschliches Mitgefühl ist etwas, das Maschinen nicht wirklich simulieren können – trotz aller Anstrengungen bei der Entwicklung sozialer Roboter oder Empathie-Apps. Ja, KI versucht, menschliche Emotionen wie Zorn, Traurigkeit, Erschöpfung und Zerstreutheit zu erkennen.20 Die fortschrittlichsten Robotikunternehmen bauen ihren virtuellen Menschen ein gewisses Maß an Empathie ein, doch selbst ihre eigenen KI-Experten geben zu, dass es immer eine Kluft geben wird und es nicht möglich ist, »solch einer Maschine Menschlichkeit‌ einzupflanzen«; die Japaner nennen diese unbeschreibliche Präsenz sonzai-kan‌.21 Und Empathie ist nur eine der grundlegenden Eigenschaften, die das Menschsein ausmachen. Andere sind die Fähigkeit zu lieben, zu lachen, zu weinen, zu träumen, sich zu fürchten, zu trauern, Freude zu empfinden, einander zu vertrauen und sich umeinander zu kümmern, zu leiden, zu erforschen, Geschichten zu erzählen, zu begeistern, neugierig, kreativ, dankbar, optimistisch und gütig zu sein, Gefühle auszudrücken und zu verstehen, großzügig und respektvoll zu sein. Und natürlich anpassungsfähig, innovativ und intuitiv zu sein, über gesunden Menschenverstand, eine Kultur und die Fähigkeit zu abstrahieren und kontextualisieren zu verfügen. Eine Seele zu haben. Und vieles mehr ...


 Der KI-Experte Brian Christian‌ schrieb in The Most Human über das Menschsein‌: »Menschlich zu sein bedeutet Mensch zu sein, eine bestimmte Person mit einer eigenen Lebensgeschichte und Eigenarten und eigenen Ansichten. Künstliche Intelligenz‌ besagt, dass die Grenze zwischen intelligenten Maschinen und Menschen dann am unschärfsten wird, wenn diese Identität vermischt wird.« Genau darum dürfen wir diese Unschärfe nicht zulassen.


 Ein wichtiger Satz in der modernen amerikanischen Version des Eid des Hippokrates‌ besagt, dass »Mitgefühl und Verständnis von höherem Wert als das Messer des Chirurgen oder die Medizin des Apothekers« sein können. Einfühlungsvermögen‌ ist das Rückgrat der Beziehung zu den Patienten. In einer systematischen Betrachtung von 964 Studien, in denen die Auswirkungen der ärztlichen Empathie untersucht wurden, zeigte sich eine unmissverständliche und positive Beziehung zwischen Empathie und Verbesserungen der klinischen Ergebnisse, der Patientenzufriedenheit, der Einhaltung von Empfehlungen und Einnahme von Verschreibungen sowie einer Reduzierung von Angst und Stress.22
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Abb. 13.1: Zukünftig ist vermutlich keine bedeutende Änderung oder Zunahme der menschlichen Intelligenz und Leistungsfähigkeit‌ zu erwarten. Maschinen werden dagegen bei vielen spezifischen Aufgaben zunehmend übermenschliche Leistungen erzielen. Unser Ziel in der Medizin muss es sein, die menschlichen Qualitäten zu verbessern.





 Empathie‌ bezeichnet die Fähigkeit, mit Leidenden mitzufühlen.23 Ironischerweise wird Ärzten beigebracht, das L-Wort zu vermeiden, denn so entsteht der Eindruck, man müsse diesen Zustand ertragen. Im Leitfaden der American Medical Association wird empfohlen, »Personen nicht als Opfer darzustellen oder mit anderen emotionalen Begriffen zu beschreiben, die eine Hilflosigkeit‌ zum Ausdruck bringen (geplagt von, leiden an, geschlagen mit, entstellt)«. Thomas Lee schrieb im New England Journal of Medicine, dass »menschliches Leid [zwar] abstrakt betrachtet (und vorzugsweise abgewandt) werden kann«, es aber wichtig ist, »dass Patienten eine Krankheit, Komplikationen oder Nebenwirkungen einfach nur ›haben‹ und sie nicht ›erleiden‹«. Er behauptet, dass Ärzte »das Wort ›Leid‌en‹ auch dann vermeiden sollten, wenn sie wissen, dass es für die Patienten den Tatsachen entspricht, denn die Idee, Verantwortung dafür zu übernehmen, überwältigt uns als Einzelpersonen, die doch bereits von ihren anderen Aufgaben und Verpflichtungen erdrückt werden«. Es überrascht wohl niemanden, dass es Abrechnungscodes, Erstattungen und Pillen für die Behandlung von Angstzuständen gibt, aber keine für das Abmildern von Leid. Es gibt auch keine Maschine, die das erledigt, denn Leiden kann nur im Rahmen menschlicher Bindungen gelindert werden; dazu bedarf es Zeit und Vertrauen als Basis.


 Eine junge Patienten holte neulich eine Zweitmeinung bei mir ein, denn sie war dem plötzlichen Herztod mehrfach durch erfolgreiche Reanimation entkommen. Der medizinische Begriff dafür, Synkope, zeugt von einer Kälte, gegen die wir ankämpfen müssen. Denn die Wörter, die wir benutzen, um über das Leiden unserer Patienten zu sprechen, sind wichtig und begleiten das Handeln und Denken der Patienten im Alltag. Damit es nicht erneut zu einer lebensbedrohlichen Herzrhythmusstörung kam, hatte meine Patientin einen implantierten Defibrillator. Das bedeutet einen erheblichen Eingriff, denn dafür muss eine Menge Technik im Herz und im Körper untergebracht werden. Allein dieser Eingriff muss traumatisch gewesen sein, verblasste aber im Vergleich zu ihrem Leiden. Sie berichtete mir von ihren Ängsten und Sorgen. Sie und ihr Mann wünschten sich ein Kind, aber [...] Sie begann zu schluchzen und rang mit den Worten; sie wolle dieses böse Gen nicht an ihr Baby vererben. Auch ich musste weinen und konnte ihre Nöte nachvollziehen, wohl auch, weil meine Tochter zu der Zeit schwanger war.


 Sie litt – nicht nur aufgrund des Erlebten, sondern auch aus Sorge, ihrer Tochter oder ihrem Sohn dasselbe anzutun. Ich hielt ihre Hand und versuchte, sie zu trösten. Das hat auch mich getröstet. Nach ein paar Minuten sagte ich, dass wir ihr Genom sequenzieren würden, um nach der Mutation zu suchen, die möglicherweise für die Herzrhythmusstörung verantwortlich ist. Wenn die Ursache gefunden wäre, könnte man ein Embryo auswählen, bei dem die Krankheit nicht weitergegeben würde. Einige Monate später fanden wir die Mutation. Sie und ihr Mann waren erleichtert darüber, ein Kind ohne diese emotionalen Ängste bekommen zu können. Dieses Erlebnis brachte mich ins Grübeln und führte zu dem Schluss, dass der Begriff der tiefen Medizin, Deep Medicine‌, passend ist.


 Aufgrund der Bedeutung der Empathie für die Verbesserung der ärztlichen Leistungsfähigkeit und der psychosozialen Ergebnisse müssen wir wissen, ob Empathie gefördert oder zerstört werden kann. Das Team um Zak Kelm‌ führte eine umfassende Analyse von 64 Studien durch, von denen zehn als straff ausgearbeitet galten. Allgemein zeigten sie, dass sich Empathie unter Ärzten kultivieren lässt.24 Leider nehmen die Werte für Empathie im Laufe der medizinischen Ausbildung ab, denn sie wirkt im Berufsalltag eher störend. Der leitende Arzt David Scales bemerkte, dass es Ärzten an der Zeit fehlt, sich in der Art und Weise um die Patienten zu kümmern, die sie verdienen. Ärzte nennen als Gründe »den Zeitdruck, der durch ein Abrechnungssystem entsteht, in dem Quantität über Qualität steht, die mangelnde Kontrolle einer chaotischen Arbeitsumgebung und den endlosen Aufwand für Verwaltungsaufgaben«.25 Wir wissen außerdem, dass Angehörige der Heilberufe insgesamt bei EQ-Tests (EQ = Empathie-Quotient‌) eher schlecht abschneiden. Bei Altruisten beträgt der EQ zwischen 60 und 70, bei Künstlern und Musikern über 50, bei Ärzten über 40 und bei Psychopathen unter 10.26 Die Neuroanatomie der Empathie wurde sogar definiert und der exakte Teil des Gehirns und der Nervenbahnen, die dafür verantwortlich sind, spezifiziert – samt der biologischen, psychologischen und sozialen Aktivierungen und Unterdrückungen. Ermutigend ist jedoch, dass es eine Plastizität des Gehirns für die wichtigen Soft Skills‌ Empathie, Mitgefühl und die Fähigkeit, sich in andere Personen hineinzuversetzen, gibt. Das ähnelt der Hypertrophie von Teilen des Gehirns, die für die Navigation zuständig sind, die bei Londoner Taxifahrern festgestellt wurde. Beispielsweise haben mehr als dreihundert gesunde Erwachsene (keine Ärzte) an einem Training teilgenommen, mit dem Präsenz (definiert als Aufmerksamkeit und interozeptive Bewusstheit), Affekt (Achtsamkeit, Mitgefühl, prosoziale Motivation, Umgang mit schwierigen Emotionen) und Perspektive (Metakognition‌, perspektivische Auseinandersetzung mit sich selbst und anderen) verbessert werden sollten. MRT-Serien während des Trainings deckten im Verlauf von neun Monaten wesentliche Änderungen in der den einzelnen Verhaltensmodulen zugerechneten Hirnmorphologie auf.27 Es gibt also Hoffnung, ja sogar anatomische und empirische Beweise, dass Empathie und Soft Skills gefördert werden können. Mit intensiven Initiativen wäre eine Steigerung dieser Eigenschaften bei allen Klinikern möglich. Denn auch Heiler bedürfen der Heilung. Damit wir diese Chance ergreifen, sollte es nicht erst zu höheren Raten bei Depression und Suizid kommen müssen.





 Präsenz‌


 Empathie ist ein Anfang. Doch das Problem in der Patienten-Arzt-Beziehung‌ ist sehr viel größer als das Vorhandensein oder Fehlen von Empathie. Damit Menschen eine enge und unverfälschte Bindung miteinander eingehen können, spielen viele Faktoren eine tragende Rolle. Ein wichtiger Grund dafür, dass ich meinen Freund Abraham Verghese darum gebeten habe, das Vorwort für dieses Buch zu schreiben, ist, dass er Pionierarbeit im Bereich der Präsenz – als Kunst und Wissenschaft der menschlichen Verbindung – geleistet und eine wichtige Initiative zur Förderung des Feldes ins Leben gerufen hat.28 Er sagt: »Präsenz zu zeigen, ist wichtig für das Wohlergehen von Patienten und Pflegekräften. Sie bildet die Grundlage für das Schaffen von Vertrauen in allen menschlichen Interaktionen.« Von ihm stammt auch diese abschließende Definition: »Präsenz ist das Ein-Wort-Motto und der Schlachtruf aller Patienten und Ärzte, die gemeinsame Basis für uns, das eine Ding, bei dem wir keine Kompromisse eingehen dürfen, der Ausgangspunkt für Reformen, das eine Wort für unser Aushängeschild bei all unseren Kämpfen. Präsenz. Punkt.«29


 Die an multipler Sklerose erkrankte Sharon Roman schrieb: »Wenn die Hände schwielig und rau werden, das Gehör nachlässt und Untersuchungen sich wie Verhöre anfühlen, sollte man überlegen«, ob man noch beim richtigen Arzt ist.30 Ohne jeden Zweifel wünschen sich Patienten Ärzte, die präsent sind, zielgerichtet zuhören und ihnen die ungeteilte Aufmerksamkeit widmen. Das ist heute nur selten der Fall. Statt zuzuhören, unterbrechen Ärzte. Tatsächlich dauert es im Schnitt lediglich 18 Sekunden, bevor ein Arzt seinen Patienten unterbricht. Achtzehn Sekunden.31 Dieser Hang, auf den Punkt zu kommen, statt dem Patienten die Gelegenheit zu geben, seine Geschichte zu erzählen, passt hervorragend zu dem extremen Zeitdruck, dem Ärzte und Kliniker ausgesetzt sind. Was für eine verpasste Chance, den Menschen kennenzulernen, seine Emotionen während der Beschreibung seiner Sorgen und Symptome zu beobachten und seine eigenen Theorien über seinen Zustand zu erfahren. William Osler‌, der Vater der modernen Medizin, sagte einmal: »Höre Deinem Patienten einfach aufmerksam zu; er wird Dir die Diagnose‌ liefern.« Und mein Freund Jerome Groopman schrieb ein ganzes Buch (How Doctors Think) über die Nachteile, die entstehen, wenn man Patienten‌ nicht zuhört und ihnen so die Stimme nimmt. Als die Journalistin Andrea Mitchell über ihre Karriere nachdachte, betonte sie die Bedeutung eines Rats von Tim Russert: »Höre stets, was jemand zwischen den Zeilen seiner Antwort ausdrückt.« Das gilt in der Medizin ebenso.32 Patienten müssen ihre Geschichte erzählen dürfen, denn auch wenn die KI Notizen, Laborbefunde und Aufnahmen in verwertbare Informationen umwandelt, kann sie niemals die Geschichte des Patienten auf dessen Weise erzählen. Als Ärzte werden wir ausgebildet, die Krankheitsgeschichte aufzunehmen. Aber dieser Ansatz ist falsch, denn es fehlt das Element der Konversation, des Gebens und Nehmens.33 Nur im Gespräch‌ werden die tiefsten und innigsten Gefühle offenbart. Wenn Ärzte einen Wunsch äußern, dann ist es der nach »Zeit für Gespräche mit den Patienten und die Erkenntnis, dass dieser Kontakt extrem wertvoll ist.«34


 Das erinnert mich an das Essay einer Medizinstudentin, die ihrem ersten Patienten begegnete. Julia Schoen schrieb über ihre Begegnung mit Herrn B, der von ihrem Team als »63 Jahre alter Mann mit HFpEF und äh [...] PHTN und COPD, spricht vor wegen akuter CHI-Verschlechterung« beschrieben wurde. Aber sie stellte sich Herrn B als jemanden vor, der an einer Herzinsuffizienz litt und nur unter Schnaufen und schwer atmend die Straße überqueren konnte. »Ich konnte seine pfeifende Atmung hören, als er sich auf der anderen Straßenseite ausruhte«, schrieb sie. »Ich habe mich gefragt, wie viele Menschen ihm wohl unauffällig auswichen.« Sie fragte sich, was Patienten sich von einem idealen Heiler wünschen würden. Als sie ihm zuhörte, wie er Witze riss und Geschichten erzählte, fühlte sie sich wie die Patientin, die die Schönheit des Lebens zu schätzen lernt. Dieses erste Patientengespräch hat ihr die Wichtigkeit des »Zuhörens, Lernens und Liebens im Umgang mit Patienten« vermittelt.35


 Schoens Bericht zeigt beispielhaft, wie sie ihre Schutzwälle eingerissen und sich auf ihr Gegenüber eingelassen hat, sodass eine tiefe Patientenbeziehung‌ entstehen konnte. Die Kluft zwischen Arzt und Patient lässt sich auf vielerlei Weise überbrücken oder zumindest schmälern. In einigen medizinischen Zentren erhalten die Patienten neuerdings vom Arzt eine Karte mit seinem Foto und Informationen über seine Familie, seinen Wohnort, seine Hobbys und seine nichtmedizinischen Interessen.36 Das steht konträr zur bisherigen Arztausbildung, aber es weist den richtigen Weg zu einer humanistischen Medizin.


 1999, wenige Jahre nachdem er seinen Sohn an die Leukämie verloren hatte, schrieb John Iglehart, der Herausgeber der Fachzeitschrift Health Affairs, eine kurze Einführung für eine neue Artikelreihe namens Narrative Matters (etwa: Die Geschichte ist wichtig), da »die Stimme der Patienten, ihrer Familien und ihrer Pflegekräfte so oft in dem endlosen Ringen [...] des Big Business untergeht«.37 Seitdem wurden unter der Überschrift Hunderte von Essays in der Zeitschrift veröffentlicht und auch der Lancet und die Annals of Internal Medicine haben die Idee aufgegriffen, letztere unter dem Titel On Being a Doctor (Was es heißt, Arzt zu sein). Ich lese sie jede Woche, um meine eigene Präsenz und Empathie in der Praxis zu hegen und zu pflegen.38 Zu meinen jüngsten Favoriten gehört You Don’t Know Me (Sie kennen mich nicht). Darin erklärt ein Krankenhauspatient mit Hirntumor seiner Ärztin, Kate Rowland, immer wieder, dass sie ihn nicht kennt. Krank und sterbend sagte er: »Das bin nicht ich.« Als sie seinen Nachruf las, erinnerte sie sich, dass sie seine Visitenkarte hatte. Zehn Jahre lang trug sie die Karte in derselben Jackentasche wie ihre eigene, um sich immer wieder daran zu erinnern, dass der Patient recht hatte und sie ihn wirklich nicht kannte.39 Und damit trifft sie den Nagel auf den Kopf: Wir lernen unsere Patienten kaum jemals (wenn überhaupt) wirklich kennen. Doch wenn es an Zeit, an Präsenz und an der Gelegenheit für den Patienten, sich zu äußern mangelt, ist es überhaupt nicht möglich. Ich kann Ihnen versichern, dass es keine KI geben wird, die eine Person wirklich kennt und versteht, denn dazu bedarf es einer hart erarbeiteten menschlichen Verbindung‌. Die KI gibt uns die Zeit dafür. Aber die Arbeit müssen wir selbst tun.


 Die Ärztin Rita Charon‌ von der Columbia University hat den Weg für die narrative Medizin‌ entscheidend mitbereitet. Sie beschreibt, was sie in ihrer Praxis geändert hat, um präsent zu sein:


 »Früher habe ich neuen Patienten Millionen von Fragen zu ihrer Gesundheit, den Symptomen, ihrer Ernährung und ihrem Trainingsstand, früheren Krankheiten und Operationen gestellt. Das mache ich nicht mehr. Es bringt mir mehr, wenn ich für die Patienten einfach nur da – also präsent – bin und sie mir erzählen, was ich ihrer Meinung nach über ihre Lage wissen sollte. [...] Wenn ich dem Patienten gegenübersitze, sitze ich auf meinen Händen, damit ich nicht mitschreibe und meine Aufmerksamkeit‌ seiner Erzählung widmen kann. Wahrscheinlich steht mein Mund vor lauter Staunen offen, wenn ich wieder einmal das Vorrecht genießen darf, dem ununterbrochenen und frei vorgetragenen Bericht zu lauschen, in dem er mir mit seinen Worten schildert, was ich über ihn wissen muss.«40





 Zur Präsenz gehört auch die Fähigkeit zur sorgfältigen und genauen Beobachtung‌. Ich war vor zwei Jahrzehnten überrascht, als die medizinische Hochschule von Yale ein Pflichtseminar zum Erlernen der Beobachtungsgabe‌ ankündigte; es bestand darin, Zeit in einem Kunstmuseum zu verbringen.41 Auch Verghese spricht sich dafür aus, wenn er in einem Beitrag der Artikelreihe Narrative Matters schreibt: »Mein Werkzeug ist der medizinische Blick, das Verlangen, nach Pathologie und Verbindung Ausschau zu halten; und es scheint, als gäbe es dazu keine Gelegenheit in einem pigmentierten Quadrat einheitlicher Farbgebung oder einem Rechteck willkürlich platzierter Farbspritzer. Doch in mir reifte ein Art starke und nach innen gerichtete Beobachtungsgabe heran.« Abraham besucht mit seinen Studenten das Kunstmuseum in Stanford, um ihre Beobachtungsgabe zu fördern.42


 Das sind nicht nur abstruse Behauptungen von Verghese und Charon. 2017 nahm eine kleine Gruppe von Erstsemestern an der Universität von Pennsylvania an einer randomisierten Studie teil. Dabei wurden Sie am Kunstmuseum in Philadelphia geschult. Als Kontrollgruppen dienten Studenten ohne eine solche Schulung. Die Schulung selbst bestand aus sechs jeweils 90 Minuten langen Lektionen über einen Zeitraum von drei Monaten. Die Beobachtungsgabe sowohl bei der Beschreibung von Kunst als auch bei der Beschreibung von medizinischen Aufnahmen profitierte merklich.43 David Epstein und Malcolm Gladwell schrieben ein Editorial zu dem nach dem Nobelpreisträger Howard Temin The Temin Effect‌ benannten Paper. Temin hat nicht nur die reverse Transkriptase entdeckt, sondern sich auch viel mit Philosophie und Literatur beschäftigt.44 Ihre Schlussfolgerung: »Mit angehenden Ärzten das Krankenhaus zu verlassen und ein Museum zu besuchen: Dieses Herausgehen aus der eigenen Welt und Betreten einer anderen machte sie zu besseren Ärzten.«


 Die Neurologin Sarah Parker‌ schrieb über ein außerordentliches Beispiel für menschliche Bindung‌, Empathie und aufmerksame Beobachtung, bei der im Angesicht der Tragödie kein einziges Wort gesprochen wurde:


 »Der Arzt kam aus einem Zimmer und sagte der Schwester, er habe vermutlich einen Schlaganfall. Als er bei mir ankam, konnte er nicht mehr sprechen, war insgesamt sprachgestört und konnte seine rechte Körperhälfte nicht mehr bewegen, während sich immer mehr Blut in seinem Gehirn ausbreitete. Er verstand meine Aufforderungen nicht. Er konnte mir nicht mitteilen, was er fühlte, aber er erkannte meinen weißen Arztkittel. Er erkannte die Klangfarbe meiner Stimme. Er erkannte meinen Gesichtsausdruck. Er nahm meine Hand in seine Linke und drückte sie wiederholt, während er mir direkt in die Augen sah. Das war ein Moment der Verbundenheit‌, ein Moment, in dem zwei Menschen wussten, was der andere dachte und fühlte, ohne dass ein Wort zwischen ihnen gewechselt wurde. Er wusste, dass es schlecht aussah. Und er wusste, dass ich das wusste. Er wusste, dass ich versuchen würde, ihm zu helfen. Aber er wusste auch, dass es nicht viel gab, das ich tun konnte. Er hatte Angst, aber er war auch stark und mutig. Er kannte die Situation und den wahrscheinlichen Ausgang. Und er hat mir vermittelt, dass auch dieser Ausgang für ihn in Ordnung wäre. Dass er wusste, dass ich mich um ihn sorgte. Es war ein Moment des Friedens. Ein Mann im Angesicht des Todes, gleichzeitig ängstlich und gewahr. Ein Mann, der nach menschlicher Bindung suchte. Ein Mann, der sich sein ganzes Leben lang um andere gekümmert und sie getröstet hatte, versuchte nun, mich zu trösten, während ich versuchte, mich um ihn zu kümmern und ihm Trost zu spenden.«45





 Es ist schon ein wenig ironisch, dass der Held in der TV-Serie The Good Doctor ein autistischer Chirurg mit Inselbegabung ist. Wenige Sekunden reichen ihm, um aus der Aufnahme eines Patienten einen Diagnose abzuleiten. Dabei sieht er Details, die anderen Ärzten verborgen bleiben.46 Wir müssen keine Autisten sein, um bessere Beobachter zu werden. Gewiss, es kostet Zeit und auch Mühe. Aber das lohnt sich. Außerdem ist ein Kunstmuseum immer einen Besuch wert.





 Die körperliche Untersuchung


 Die Beobachtungsgabe endet nicht mit dem Zuhören. Sie erstreckt sich auch auf die körperliche Untersuchung‌, also das Auflegen der Hände (die Be»hand«lung). Dieser Vorgang ist die ganz konkrete Manifestation der menschlichen Berührung, des menschlichen Kontakts, des »Human Touch‌«, bei dem ein Mensch die Hüllen fallen lässt, um den eigenen Körper von einem anderen begutachten zu lassen. Diese Körperlichkeit‌ ist vielleicht die Antithese zum Algorithmus. Im Laufe der Jahre musste ich feststellen, wie ein Ritual mit nachlassendem Respekt und nachlassender Aufmerksamkeit für die körperliche Untersuchung verloren ging. Ärzte verlieren – buchstäblich – immer mehr den Kontakt zu ihren Patienten. Allzu häufig notieren meine Kollegen in der Akte »ING«. Das Kürzel bedeutet eigentlich »innerhalb normaler Grenzen«, könnte aber häufig auch für »ich (habe den Patienten) nicht gesehen« stehen. Es ist ja auch zu bequem, ein Echokardiogramm oder eine Ultraschallaufnahme anzufordern – viel einfacher, als sich die Zeit zu nehmen, eine körperliche Untersuchung durchzuführen, denn die Technik liefert ja vermutlich nützlichere Informationen. Und ebenso hat es heute Seltenheitswert, wenn ein Patient zum vollständigen Entkleiden aufgefordert wird; obwohl das doch eine Grundvoraussetzung für eine ordentliche Untersuchung ist. Ein Stethoskop auf der Kleidung zu benutzen, ist einfach nur halbgar. Die Untersuchung ist enorm wichtig, um sich das Vertrauen des Patienten zu verdienen. Das Betrachten und Fühlen des Äußeren ergänzt die Aufnahmen des Inneren. So es denn durchgeführt wird. Die Berührung‌ ist der Gipfel menschlichen Kontakts in der Medizin. Sie darf und sollte niemals weggelassen werden. Wie schreibt Verghese? »Patienten aus nahezu allen Kulturkreisen erwarten meiner Erfahrung nach ein Ritual, wenn sie zum Arzt gehen. Und sie erkennen schnell, ob der Arzt die Sache schnell hinter sich bringen will, indem er zum Beispiel das Stethoskop nicht direkt auf die Haut, sondern auf die Kleidung darüber legt, oder nur einmal kurz auf den Bauch drückt und sich dreißig Sekunden später eine Meinung gebildet hat. Rituale bedeuten einen Wandel, das Überschreiten einer Schwelle – und im Fall einer Visite besteht dieser Wandel darin, die Arzt-Patienten-Beziehung‌ zu festigen. Damit vermittelt der Arzt quasi, dass er den Patienten bei seinem Kampf gegen die Krankheit begleitet und mit ihm durch dick und dünn geht. Es ist so unglaublich wichtig, dass Ärzte die Bedeutung dieses Rituals niemals vergessen.«47 Da überrascht es nicht, dass Verghese die engste Bindung bei Physiotherapeuten und Masseuren gespürt hat, praktisch den einzigen Personen, die seinen Körper wirklich untersucht haben.48


 Auch hier gehört Zeitmangel‌ zu den wesentlichen Ursachen. Ich stimme Verghese von ganzem Herzen zu, wenn er sagt: »In den letzten zwei Jahrzehnten hatte ich das Gefühl, dass die Patienten in Amerika immer weniger angefasst werden: Die körperliche Untersuchung, die geschickte Visite am Krankenbett mit Berührungen sind zu einer reinen Farce verkommen.«49


 Das erinnert mich an einen Patienten, der mich nach einem Umzug von Cleveland nach San Diego aufsuchte. Nach einer Bypass-Operation förderte ein Belastungstest Symptome zutage, die auf Angina pectoris hindeuteten. Er wünschte eine schnelle Meinung, und ich traf ihn gemeinsam mit einem anderen Kardiologen, der die Herzkatheteruntersuchung durchführen würde. Als ich das Behandlungszimmer betrat, hatte der Kollege die körperliche Untersuchung bereits abgeschlossen und berichtete mir vor dem Patienten und dessen Frau, was er festgestellt hatte. Alle vier besprachen die Situation, fassten gemeinsam einen Plan, und der Patient suchte das Katheterlabor auf. Sein Bypass-Implantat wies eine Verengung auf, die erfolgreich mit einem Stent behandelt wurde. Am nächsten Morgen wurde er schon entlassen. Als ich zu ihm ging, erwartete ich den glücklichen Herrn, den ich schon so viele Jahre kannte. Doch zu meinem Erschrecken war er verstört und verärgert über mich. Ich fragte nach dem Grund. Er schaute mich säuerlich an und sagte: »Sie haben mich nicht untersucht.« Ich habe mich entschuldigt, und wir haben uns versöhnt. Doch dieser Vorfall hat sich bei mir eingebrannt: Er hat mir gezeigt, wie wichtig die Untersuchung‌ ist, um den Patienten zu beruhigen und zu trösten. Das gilt auch, wenn schon ein anderer Arzt eine Untersuchung durchgeführt hat oder ich selbst mir wenig Aufschluss davon verspreche. Natürlich war auch ich enttäuscht, als mein Orthopäde während der schwierigen Rekonvaleszenz nach der Kniegelenksimplantation noch nicht einmal einen Blick auf das Knie geworfen hatte.


 Kürzlich dachte Michael Aminoff‌, ein Neurologe an der UCSF, über die Zukunft der neurologischen Untersuchung nach:


 »Für die neurologische Untersuchung‌ braucht man Zeit, Geduld und Fachwissen. Sie ist anstrengend und muss möglicherweise unter schwierigen oder unangenehmen Umständen durchgeführt werden. Eine Aufnahme oder ein Laborbefund lassen sich ganz einfach mit einem Formular anfordern – die Verantwortung trägt dann jemand anders. Wozu dann überhaupt den Patienten untersuchen? [...] Ein besonders wichtiger Aspekt der körperlichen Untersuchung besteht darin, dass sie eine Bindung zwischen Arzt und Patient schafft und so eine ganz besondere Beziehung ermöglicht, die von gegenseitigem Verständnis und Respekt geprägt ist. Eine solche Beziehung kann nur schätzen, wer selbst schon in der Rolle des Patienten war. Die Kunst der klinischen Neurologie setzt die Fähigkeit voraus, mit Patienten auf menschlicher Ebene zu interagieren und die klinischen oder investigativen Befunde in Relation zu den Umständen ihrer Ermittlung zu setzen. Wenn die Medizin durch Technologie entmenschlicht wird, kann es mit der Gesundheitsversorgung – oder bestimmten Teilen davon – nur bergab gehen. Ein Paradebeispiel dafür sind Sprachnachrichten, die zwar der Kommunikation dienen, aber gleichzeitig aufgrund des fehlenden direkten menschlichen Kontakts zu Unsicherheit, Frustration und Ungeduld führen. Die neurologische Untersuchung stellt die Arzt-Patienten-Beziehung wieder her und bietet die Gelegenheit, klinische Probleme im Kontext zu betrachten, um sie mit gesundem Ärzteverstand, der durch generalisierte algorithmische Ansätze gefährdet wird, anzugehen.«50





 Das Primat der Untersuchung lässt sich nur wiederherstellen, wenn wir uns vor Augen führen, wie sich die Technologie entwickelt und verändert hat. Während meiner Zeit an der UCSF wurde ich von meinem medizinischen Vorbild Dr. Kanu Chatterjee ausgebildet. Wir (und andere angehende Mediziner) haben viel Zeit gemeinsam am Bett von Patienten auf der kardiologischen Intensivstation verbracht. Bei der Visite haben wir mit dem Patienten geredet, uns dann die Zeit genommen, Brust und Hals zu untersuchen, uns die Halsvenen anzusehen und den Puls der Halsschlagader zu kontrollieren oder den Herzschlag auf ungewöhnliche Bewegungen an der Brustwand zu überprüfen. Erst danach kamen weitere Untersuchungen an die Reihe. Anschließend war Zeit zum Abtasten, dem Messen des Pulses am Handgelenk, an der Halsschlagader und an der Brust. Es folgten mehrere Minuten sorgfältigen Abhörens der Herzgeräusche, insbesondere in dem Sekundenbruchteil des geteilten zweiten Herztons. Dabei musste der Patient unterschiedliche Haltungen einnehmen: nahezu flach, auf der Seite liegend, sitzend (meist durch Verstellen des Betts), und wir horchten genau auf die Herztöne und zusätzliche Geräusche. Nach dieser sehr langsamen, sorgfältigen und systematischen Herangehensweise an die Untersuchung‌, konnte Chatterjee meist die Druckwerte der Herzkammern auf ein oder zwei Millimeter genau vorhersagen. Allein diese Fähigkeit hat mich vollkommen von der Wichtigkeit der Untersuchung überzeugt, aber auch den Patienten war diese Sorgfalt sehr wichtig. Also habe ich einige Jahrzehnte bei der Begleitung von angehenden Medizinern in Krankenhäusern oder auch mit Kollegen in der Praxis diese akribische Methode befolgt. Ich wollte sein wie Kanu, auch wenn ich niemals seine meisterlichen Fähigkeiten erreicht habe.


 Das Stethoskop‌ ist mittlerweile 210 Jahre alt und gilt noch immer als Erkennungszeichen eines Arztes. Dennoch ist es an der Zeit, die bei der Untersuchung eingesetzten Hilfsmittel einer Tauglichkeitsprüfung zu unterziehen. So zeichnet der einfache Gummischlauch, der das Stethoskop ja ist, nichts auf und lässt sich bestenfalls vorübergehend und punktuell zum Abhorchen von Körpergeräuschen verwenden. Ich bin gar nicht in der Lage, meinen Patienten die Herzgeräusche aussagekräftig zu vermitteln. Was sollten sie auch damit anfangen, wenn ich von einem Rauschen wie bei einer Waschmaschine berichte? Vermutlich nichts. Heutzutage können wir Ultraschall mit dem Smartphone nutzen und das Herz direkt darstellen, statt seinen Zustand aus den Geräuschen abzuleiten. Wir können die Daten aufzeichnen und aufbewahren, sie direkt ansehen und dem Patienten erklären, damit auch er sehen und ein Gefühl dafür bekommen kann, wie es in seinem Inneren aussieht. Wie die KI verbessert auch diese Technologie einige Aspekte der Medizin und kann so die Kommunikation unmittelbar verbessern und die Beziehung zwischen Arzt und Patient festigen.





 Die Beziehung zwischen Arzt und Patient‌


 Die Grundlagen – Empathie, Präsenz, Zuhören, Kommunikation, Berühren und die körperliche Untersuchung – bilden die Bausteine für eine beidseits geschätzte Beziehung‌ zwischen Patient und Arzt. Sie bilden die Saat des Vertrauens, sorgen für ein Wohlgefühl und fördern eine heilsame Atmosphäre. Diese Bausteine dienen als Fundament echter Fürsorg‌e für den Patienten. Sie bieten dem Arzt die Möglichkeit, seinen Beruf auf erfüllende Weise auszuführen, denn er verbessert das Leben eines anderen Menschen. All diese zwischenmenschlichen Aspekte lassen sich schwerlich quantifizieren oder digitalisieren. Auch das ist ein wichtiger Grund dafür, dass Ärzte nicht durch Maschinen ersetzt werden können.


 Hilfsbedürftige Patienten sind immer auch verletzlich. Das führt zu einem Dilemma beim ersten Gespräch: Offenheit setzt Vertrauen voraus, doch einem Unbekannten vertraut man eher nicht.51 In diesem Moment der Verletzlichkeit kommt es auf Vertrauen‌ an – doch die Patienten sitzen Ärzten gegenüber, die dazu ausgebildet wurden, sich emotional von ihren Patienten zu distanzieren. Das kann nicht gut gehen. Warum sollte jemand seine tiefsten und intimsten Bedenken mit einem Arzt teilen, wenn es an Vertrauen mangelt? Warum sollte sich jemand einem größeren Eingriff oder einer Behandlung unterziehen und sein Leben in die Hände des Arztes legen, wenn es an Vertrauen mangelt?


 Eine wesentliche Facette der Beziehung ist die Fähigkeit, schlechte Nachrichten zu überbringen. Das sollte niemals einem Algorithmus überlassen werden. In der Medizin planen Ärzte ein solches Gespräch mit dem SPIKES-Kommunikationsmodell‌‌: Das S steht für Setting, eine Umgebung der Ruhe abseits des Kliniktrubels. Das P steht für die Patientenperspektive, also das Wissen des Patienten um seine Lage. Das I steht für Informationen: Was wollen der Patient und seine Familie wirklich wissen? Sind sie bereit für die schlechte Nachricht? Das K steht für Knowledge (Wissen) und die Bereitschaft, den Patienten nach dem Überbringen der Nachricht zuerst reden zu lassen. Das E steht für Empathie und somit das Ansprechen der Gefühlsebene (»Ich kann mir nicht vorstellen, wie schwierig es für Sie ist, mit dieser Nachricht umzugehen«) und das letzte S steht für Strategie, nämlich die Planung des weiteren Vorgehens. Betrachtet man alle Fachgebiete, so dürften Onkologen am häufigsten zu den Überbringern schlechter Nachrichten gehören. Untersuchungen sprechen von bis zu 20.000 Fällen in der beruflichen Laufbahn.52


 Danielle Ofri‌, ein schreibender Arzt, der sich genau mit dem Wesen der Patienten-Arzt-Beziehung auskennt, schrieb: »Wir sitzen unabsichtlich in der ersten Reihe mit freiem Blick auf die Tapferkeit‌ der Menschheit.« Und doch ermuntert die medizinische Ausbildung dazu, Distanz zu schaffen.53 Sich lediglich mit den Buchstaben des angeführten Kommunikationsmodells zu befassen, führt nicht zu menschlichem Mitgefühl‌. Wie Ofri bemerkt, sprechen Ärzte nach dem Tod eines Patienten davon, diesen »verloren« zu haben – als ob es in der Medizin darum ginge, verlorene Dinge aus dem Fundbüro abzuholen. Gewiss ist die Anwesenheit bei einer Beisetzung ein überaus großer Ausdruck der eigenen Anteilnahme am Tod. Doch wie viele Ärzte waren jemals auf der Beerdigung eines Patienten? Gregory Kane stellt sich eine Zukunft vor, in der »Archäologen die Überreste unserer Gesellschaft untersuchen und unsere medizinischen Fähigkeiten bewundern, weil sich an unseren Begräbnisstätten so viele künstliche Gelenke, Stents, künstliche Herzklappen und Titanplatten finden«. Ist das wirklich das Erbe der modernen Medizin? Kane ist anderer Meinung, denn er hat miterlebt, wie eine Patientin bitterlich weinte, weil der Arzt, der den Lungenkrebs ihres Mannes behandelt hatte, keinen Kontakt zu ihr aufnahm: »Ich hoffe sehr, dass diese Archäologen in unseren medizinischen Archiven auch Beileidsschreiben finden, die Ausdruck der persönlichen Bande zwischen Ärzten und Patienten und den Hinterbliebenen sind. Das wäre ein echter Nachweis unserer Menschlichkeit.«54


 Diese Geste, das Verfassen eines Beileidsbriefes an die Familie, kann deren Leid vermindern, das Leben des Toten ehren und die menschliche Würde betonen. Das gilt natürlich auch umgekehrt. Ich fand eine Abhandlung mit dem Titel The Greatest Gift: How a Patient’s Death Taught Me to Be a Physician (Das größte Geschenk: Wie der Tod eines Patienten mich lehrte, ein Arzt zu sein) von Lawrence Kaplan, einem Arzt an der Temple University, sehr erhellend und inspirierend. Der Sohn eines Patienten schrieb ihm: »Ich möchte Ihnen für all das danken, was Sie für meinen Vater getan haben. Das bedeutet mir mehr, als Sie sich vorstellen können.« Dem kurzen Schreiben lag ein Foto bei. Es zeigte zwei nebeneinander gepflanzte Setzlinge, einer zu Ehren des Arztes, der andere im Gedenken an den Vater. Kaplan beschreibt, wie dieses Geschenk ihn dazu inspiriert, die Fürsorge und Betreuung der Patienten neu zu erlernen. Bis zum heutigen Tag erinnert ihn das Foto an prominenter Stelle in seinem Büro daran, worauf es wirklich ankommt.55


 Zum Glück geht es in der Beziehung zwischen Arzt und Patient eher selten um Tod oder Heilung, sondern meist um Wiederherstellung. Verghese beschreibt diese Gegensätzlichkeit auf elegante Weise:


 »Wir suchen vermutlich mehr als nur Heilung – nennen wir es doch Wiederherstellung‌. Wenn man Sie ausrauben und der Räuber am nächsten Tag dingfest gemacht und Sie alles zurückbekommen würden, wären Sie nicht vollständig wiederhergestellt. Obwohl Ihr Verlust ›geheilt‹ wurde, bleibt doch die psychische Verletzung bestehen. So ist es auch bei Krankheiten: Eine Heilung ist schön und gut, aber wir möchten auch wiederhergestellt werden. Wir wünschen uns die Magie, die gute Ärzte durch Empathie und Verständnis wirken können. Vielleicht gab es diese Eigenschaften vor der Entdeckung des Penicillins im Überfluss – denn es gab ja wenig andere Möglichkeiten. Doch heute, im Zeitalter der Gentherapie, der Spezialisierung, der betreuten Pflege und der Zeitknappheit, liegt der Fokus zumeist auf der Krankheit, der Behandlung und der Magie, ein Leben zu retten.«56





 Vor etwa einem Jahrhundert schrieb Peabody‌ darüber: »Die Bedeutung der vertrauten persönlichen Beziehung zwischen Arzt und Patient kann nicht stark genug betont werden, denn in einer gewaltigen Anzahl von Fällen hängen Diagnose und Behandlung direkt davon ab.«57 Wenn eine echte und tiefe Patienten-Arzt-Beziehung vorliegt, gelingt die Wiederherstellung auf einfache und natürliche Weise. Patienten glauben ihren Ärzten dann, wenn diese ihnen versichern, durch dick und dünn an ihrer Seite zu stehen. Das ist der Wunsch der meisten Patienten, der heute nur allzu selten erfüllt wird. Das muss sich ändern. Wir müssen das Primat der menschlichen Bindung‌ wieder herstellen, während Künstliche Intelligenz vermehrt Aufgaben in der Diagnostik und medizinischen Praxis übernimmt. Damit das gelingt, sollten wir jetzt die Weichen in der Ausbildung der Ärzte von Morgen stellen.





 Medizinische Ausbildung‌


 Die Auswahl unserer künftigen Ärzte richtet sich nach ihren Abiturnoten und den Ergebnissen der Aufnahmeprüfungen der medizinischen Hochschulen. In den USA begann man Ende der 1920er Jahre mit Zulassungsprüfungen; damals stieg die Abbruchrate sprunghaft auf 50 Prozent. Im Jahr 1948 wurde die offizielle Bezeichnung »Medical College Admission Test« oder kurz MCAT dafür eingeführt. Dabei werden wissenschaftliche Problemstellungen und Leistungen, quantitative Fähigkeiten und mündliches Argumentieren getestet. Im Laufe der Jahre wurden immer wieder Anpassungen an das Prozedere vorgenommen. Einige Jahre gehörte eine schriftliche Arbeit zum Umfang, aber diese wurde bei der letzten Neufassung 2015 gestrichen. Jetzt liegt das Hauptaugenmerk auf biologischen und biochemischen Systemen, biologischen und psychosozialen Verhaltensgrundlagen und Argumentation.


 Jedes Jahr werden auf dieser Grundlage in Amerika etwa 20.000 künftige Doktoren ausgewählt (bei etwa 52.000 Bewerbern).58 Was nicht getestet wird, ist die emotionale Intelligenz‌ oder das Vermögen, mit anderen Menschen mitfühlen zu können. Durch den Fokus auf wissenschaftliche Messwerte werden vielleicht sogar gerade die Personen aussortiert, die das höchste Maß an Empathie und Kommunikationsfähigkeiten besitzen, also genau diejenigen, die besonders gute Heiler wären. Weil wir uns nicht um die aktuellen und zukünftigen technologischen Möglichkeiten scheren, stellen wir die Weichen so, dass der Zug der Medizin am Bahnhof der Menschlichkeit‌ vorbeifährt.


 Das erinnert mich an die Nachricht, dass der KI-gesteuerte Roboter Xiaoyi in China der erste Roboter war, der die nationale Zulassungsprüfung für Mediziner bestanden hat. Wählen wir etwa die künftige Ärzteschaft danach aus, dass sie von einem KI-Bot simuliert oder übertroffen werden kann? Ich bin da einer Meinung mit Joi Ito, der das College abgebrochen hat und nun als Professor das MIT Media Lab leitet. Wenn es ein allzeit verfügbares System gäbe, das über alle Informationen verfügte, die man sich für die Bewerbung an der medizinischen Hochschule merken muss, dann – so seine Idee – »ist das vielleicht die Überlegung wert, dass man sich diese Dinge eben nicht merken muss«. Ganz gewiss entwickeln wir uns in diese Richtung. Wissen, sowohl über die Medizin als auch über den einzelnen Patienten, ist bereits jetzt und wird auch weiterhin an Maschinenalgorithmen ausgelagert. Ärzte definieren sich über ihr Menschsein, den Aufbau von Beziehungen, ihre Bestätigung und Linderung der Leiden des einzelnen. Genau das unterscheidet sie von Maschinen. Ja, wir müssen die Ergebnisse der Algorithmen kontrollieren. Ja, dazu benötigen wir wissenschaftliche und mathematische Fähigkeiten zur Schlussfolgerung. Aber die emotionale Intelligenz‌ muss bei der Auswahl der Ärzte von Morgen eine wichtigere Rolle spielen, denn die anderen Aspekte werden nach und nach weniger bedeutend sein, lediglich Mittel zum Zweck.


 Dann wäre da noch der Alltag an medizinischen Hochschulen‌. Nahezu alle der 170 medizinischen und osteopathischen Hochschulen – bis auf wenige Ausnahmen wie das Lerner College of Medicine, das ich in Cleveland gegründet habe, und das Larner College of Medicine an der University of Vermont – stellen nach wie vor klassische Vorlesungen in den Mittelpunkt. Und das, obwohl innovatives, aktives Lernen nachweislich zu besseren Leistungen führt.59 Die meisten Hochschulen tun wenig bis gar nichts, um das Zuhör- und Beobachtungsvermögen‌ der Studierenden zu fördern. Auch Empathie‌ wird nicht gepflegt. Dabei haben alle drei in randomisierten Studien ihren Nutzen bewiesen.


 Wir müssen auch die Hirne der Medizinstudenten neu verdrahten und sie auf den Menschen, nicht die Krankheit, umpolen. Visiten und Arztbriefe erfolgen allzu häufig nur noch nach Aktenlage: Ein Arzt in Weiterbildung wirft einen Blick auf die Krankheit, die Vitalwerte und die relevanten Testergebnisse, ohne den Patienten selbst aufzusuchen. Sogar die Untersuchungen zur Diagnosefindung verlieren ihre Körperlichkeit, da es keine Abtastung mit den eigenen Händen mehr gibt, sondern vielmehr Scans und Laborwerte kontrolliert werden. Das geht natürlich sehr viel schneller und ist auch sehr viel einfacher, als sich einem Menschen zu widmen und ihn kennenzulernen. Der Detroiter Arzt Rana Awdish‌ verdeutlicht das, indem er Medizinstudenten in »Pathologen‌« und »Humanisten‌« unterteilt. Die Pathologen werden auf das Erkennen von Krankheiten getrimmt, zum Beispiel anhand von Hautläsionen, Geräuschen oder der Blutgerinnungskaskade. Die Humanisten erhalten dieselbe Ausbildung, aber zusätzlich Unterricht rund um das soziale Verhalten: Patienten reden lassen, etwas über ihr Leben in Erfahrung bringen, die Dinge, die ihnen wichtig sind, und jene, die ihnen Sorgen bereiten. Wenn nun ein Patient zu weinen beginnt, können die Pathologen zwar die Krankheit diagnostizieren, aber sie können nicht reagieren. Die Humanisten dagegen sind sich schon zuvor der emotionalen Tragweite bewusst, hören »die Anspannung der durch vorgetäuschte Tapferkeit beanspruchten Stimmbänder an der Klanghöhe« und spenden Trost, bevor überhaupt Tränen verschüttet werden. Awdish schreibt weiter:


 »Ärzten Distanz‌ beizubringen und dann zu erwarten, dass sie dieses Handicap irgendwie überwinden und Präsenz, Empathie und Bindung an den Tag legen, ist nicht aufrichtig. [...] Wir sind nicht auf Erfolg programmiert. Die Medizin kann nicht in einem Vakuum heilen. Sie erfordert eine Verbindung. [...] Wir haben unsere Ressourcen darauf ausgelegt, die Gehirne junger Ärzte so zu verdrahten, dass diese nur einen Blickwinkel haben: den auf die Krankheit. Das ist der Blickwinkel der Ignoranz. Doch auch für das, was hier ignoriert wird, könnte man sie verdrahten: Tiefe, Schönheit und Empathie. Wir alle – ob Ärzte oder Patienten – verdienen es, dass diese Fähigkeiten stärker gefördert werden.«60





 In The Lonely Man of Faith (Der einsame Mann des Glaubens) untersucht Rabbi Joseph Soloveitchik zwei unterschiedliche Bilder Adams in den ersten Kapiteln der Genesis. Kürzlich lieferte David Brooks, ein Kolumnist der New York Times, eine neue Beschreibung dieser beiden Adam-Bilder in seinem Buch Charakter: Die Kunst, Haltung zu zeigen. Adam 1 ist extrovertiert und ehrgeizig, zielgerichtet und will die Welt erobern. Dagegen ruht Adam 2 in sich selbst, hat hohe moralische Standards und ist bereit, sich selbst für andere aufzuopfern. An vielen der führenden medizinischen Hochschulen in ganz Amerika findet ein »Wettrüsten« um den Adam 1 und akademische Erfolge statt, wie Jonathan Stock von der medizinischen Hochschule der Yale University treffend bemerkt.61 Wir müssen unseren Adam 2 hegen und pflegen, doch leider wird das allzu häufig in der medizinischen Ausbildung vernachlässigt.


 Es gibt viele weitere wichtige Aspekte, die Teil des medizinischen Lehrplans‌ sein müssen. Künftige Ärzte müssen besser in Data Science‌ ausgebildet sein; dazu gehören auch Bioinformatik‌, Biocomputing‌, probabilistisches Denken‌ und die Grundlagen von Deep Learning‌ und neuronalen Netzen‌. Sie werden bei der Patientenbetreuung‌ vermehrt von Algorithmen unterstützt werden. Darum müssen sie all die Gefahren kennen, die dabei auftreten können: Bias‌, Fehler, falsche Ausgaben und das Fehlen von gesundem Menschenverstand. Ebenso muss klargestellt werden, wie wichtig es ist, die Werte und Vorlieben des Patienten in jeder Mensch-Maschine-Zusammenarbeit‌ vornan zu stellen; dieser Aspekt kann nicht genug betont werden. Wir dürfen nicht zulassen, dass die Welt der Algorithmen medizinischen Patriarchismus fördert oder Ärzte versuchen, die Kontrolle über die Daten und medizinischen Informationen eines Patienten weiterhin zu behalten. (Dieser alte Zopf gehört schon lange abgeschnitten, wie ich in The Patient Will See You Now ausführlich zeige.62) Nicht jede Technologie gründet allein auf KI. Wir müssen die optimale medizinische Lehre neu denken und beispielsweise die körperliche Untersuchung modernisieren, damit Ärzte routinemäßig Hilfsmittel wie Smartphone-Ultraschall nutzen. Virtuelle Telemedizin‌ wird in vielen Standardfällen die physische Anwesenheit ersetzen. Dafür bedarf es einer »Netiquette‌« in Form passender Manieren. Natürlich sieht man sich dabei noch immer in die Augen, doch der Wegfall einer körperlichen Untersuchung‌ bricht mit den Traditionen der Medizin. Diese Ärzte können keine echte Bindung aufbauen, den Patienten nicht berühren und mit den eigenen Händen untersuchen. Daran wird kein noch so guter Sensor und kein modernes Tool für die Datenübertragung etwas ändern. Medizinische Hochschulen sind auf diese unaufhaltsamen Änderungen und Herausforderungen leider nicht vorbereitet, denn der Lehrplan wird von der Fakultät bestimmt – den sprichwörtlichen alten Hunden –, die schnell jede aufkommende maschinelle Hilfe ablehnt. Der Weg zum tiefen Einfühlungsvermögen‌, zur Deep Empathy‌, führt durch eine neu gestaltete medizinische Ausbildungslandschaft. Die neue Generation fordert Veränderungen, wie Haider Javed Warraich, ein Student an der Duke Medicine, zeigt: »Junge Ärzte sind bereit, die Gesundheitsversorgung sowohl innovativer zu gestalten als auch stärker am Patienten auszurichten. Doch sind die alteingesessenen Ärzte, mit denen sie arbeiten, und die Patienten, um die sie sich kümmern, bereit für diese jungen Ärzte?«63





 Deep Medicine


 Das Zeitalter der KI in der Medizin hat gerade erst begonnen. Gewiss, wir verfügen über jede Menge Daten über die algorithmische Kontrolle und viele Versprechungen, aber was fehlt, sind klinische Wirksamkeitsnachweise aus der echten Welt. Doch wenn das Tempo, mit dem Maschinen den Menschen bei sehr spezifischen Aufgaben in den letzten paar Jahren übertroffen haben, anhält und sich vermutlich sogar noch beschleunigt und dabei die Eignung für weitere Aufgaben wächst, wird eine spezifische KI‌ essentieller Bestandteil des Alltags werden. Für die meisten Ärzte bedeutet das einen besseren Arbeitsalltag, sei es durch schnellere und exaktere Auswertung von Scans und Präparaten, durch Aufdecken von Dingen, die dem menschlichen Auge verborgen waren, oder durch nicht mehr erforderlich Erfassung von Daten mit der Tastatur, die den Fokus auf die Kommunikation‌ und Präsenz‌ im Gespräch mit dem Patienten ermöglicht. Gleichzeitig erhalten Personen, die das wünschen, die Möglichkeit, all ihre medizinischen Daten‌ zu sammeln, zu aktualisieren und (unter Einbeziehung der kompletten medizinischen Fachliteratur‌) auszuwerten und so Ratschläge zu Ernährung, mentaler Gesundheit usw. zu erhalten. Dabei muss der Einzelne natürlich Eigentümer seiner medizinischen Daten sein und auch die Hoheit darüber behalten. Ärzte müssen dem Verwaltungsapparat die Stirn bieten, der natürlich lieber die Produktivität als die menschliche Bindung steigern möchte, und insgesamt sind echte Anstrengungen in puncto Datenschutz‌ und Privatsphäre‌ erforderlich.


 Maschinenmedizin‌ muss nicht die Zukunft sein. Wir können uns für eine technologische Lösung entscheiden, die den heutigen Mangel an Menschlichkeit‌ im Gesundheitswesen überwindet, für eine menschlichere Medizin, die Maschinen zur Unterstützung nutzt und so den Weg ebnet. Die Triade aus Deep Phenotyping‌ – mehr Wissen über die vielschichtigen medizinischen Daten einer Person als jemals möglich oder vorstellbar war –, Deep Learning‌ und Deep Empathy‌ kann das Allheilmittel für die wirtschaftliche Krise im Gesundheitswesen darstellen, denn damit lassen sich individuelle Vorsorge‌maßnahmen und Therapien fördern und Jahrzehnte einer bunt zusammengewürfelten und verschwenderischen Nutzung medizinischer Ressourcen beenden. Doch für mich sind das alles nur Nebenwirkungen der Deep Medicine‌. Denn der Heilige Gral ist doch die (vielleicht letzte) Möglichkeit, den eigentlichen Kern der Medizin wiederherzustellen: Präsenz. Empathie. Vertrauen. Fürsorge. Menschlichkeit.


 Wenn Sie jemals tiefen Schmerz empfunden haben, wissen Sie genau, wie einsam und isolierend sich das anfühlt. Sie haben erlebt, dass niemand wirklich weiß, was Sie durchmachen: die Qual, das Gefühl der völligen Verzweiflung. Ihre Lieben, ihre Freunde oder ihre Verwandten können Trost spenden – und das hilft auf jeden Fall. Doch noch besser ist die überzeugte Zusicherung eines Arztes, dem Sie vertrauen, dass dieser Zustand vorübergeht und er Sie auf diesem Weg ohne Wenn und Aber begleiten wird. Dass es Ihnen wieder gut gehen wird. Genau nach dieser menschlichen Fürsorge sehen wir uns alle in Zeiten der Krankheit. Und diese Fürsorge kann mithilfe von KI wiederhergestellt werden. Das ist vielleicht unsere einzige und beste Chance, die Dinge zu ändern. Packen wir’s an.
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Nachwort zur deutschen Ausgabe


 Von Jürgen Schmidhuber


 Nach mehr als einem Jahrhundert Forschung zur Künstlichen Intelligenz (KI) hat das Gebiet jüngst enorm an Bedeutung und Beliebtheit gewonnen. Insbesondere die Mustererkennung und das maschinelle Lernen wurden durch das sogenannte Tiefe Lernen oder Deep Learning (DL) revolutioniert. DL ist dabei nur ein neuer Spitzname für tiefe künstliche Neuronale Netze (NNs), die aus Erfahrung lernen. Heute wird DL in der Industrie und im Alltag massiv genutzt, z.B. für die Bild- und Spracherkennung auf Ihrem Smartphone oder für die automatische Übersetzung von einer Sprache in eine andere.


 Lassen Sie uns zunächst einen Schritt zurücktreten und einen Blick auf die KI-Geschichte seit dem frühen 20. Jahrhundert werfen.


 Meines Wissens war der erste Pionier der praktischen KI der Spanier Leonardo Torres y Quevedo, der schon 1914 eine funktionierende Schach-Endspielmaschine schuf. Damals galt Schachspielen noch als intelligente Aktivität.


 Der Begründer der KI-Theorie und der theoretischen Informatik im Allgemeinen war der Österreicher Kurt Gödel, der 1931 die erste universelle formale Sprache veröffentlichte (basierend auf den ganzen Zahlen), und damit nicht nur beliebige Rechenprozeduren wie z.B. Theorembeweiser beschreiben konnte, sondern auch selbstbezügliche formale Aussagen aufstellte, die von sich behaupten, dass kein solcher Theorembeweiser sie beweisen kann. So enthüllte er grundlegende Grenzen der Mathematik, der Berechenbarkeit und der KI (1931). Ein Großteil der späteren KI in den 1960er/70er Jahren drehte sich in der Tat um Deduktion und das Beweisen von Theoremen im Gödel-Stil durch Expertensysteme. Mehr unter: http://people.idsia.ch/~juergen/goedel.html


 1935 veröffentlichte Alonzo Church in den USA eine alternative universelle Sprache namens Lambda-Kalkül (Basis von LISP) und erweiterte damit Gödels Ergebnisse auf Hilberts berühmtes Entscheidungsproblem, welches im Allgemeinen unlösbar ist. Im folgenden Jahr formulierte Alan Turing in Großbritannien dieses Resultat mithilfe eines weiteren universellen Konstruktes, der Turing-Maschine (1936), um. Später schlug er auch einen subjektiven KI-Test vor. Mehr unter: http://people.idsia.ch/~juergen/turing.html


 Von 1935–1941 baute Konrad Zuse in Berlin den ersten praktischen, funktionierenden, programmgesteuerten Computer. In den 1940er Jahren entwickelte er auch die erste höhere Programmiersprache und schrieb das erste allgemeine Schachprogramm (Schachspielen galt damals immer noch als intelligente Aktivität). Mehr unter: http://people.idsia.ch/~juergen/zuse.html


 Der Begriff KI wurde 1956 durch John McCarthy auf der Dartmouth Konferenz geprägt. Das Thema an sich wurde jedoch bereits fünf Jahre zuvor auf der berühmten Pariser Konferenz zu Rechenmaschinen und menschlichem Denken behandelt. Dort spielte u.a. der Kybernetik-Pionier Norbert Wiener gegen die bereits erwähnte Schachmaschine von Torres. Die entsprechende 570 Seiten umfassende Veröffentlichung lautet: Les Machines à Calculer et la Pensée Humaine: Paris, 8.–13. Januar 1951, Colloques internationaux du Centre National de la Recherche Scientifique; Nr. 37, Paris 1953. Herbert Bruderer bezeichnet die Pariser Konferenz zu Recht als die erste zur KI.


 Der erste berühmte Fall von Mustererkennung durch Flaches Lernen trug sich meines Wissens schon vor zwei Jahrhunderten zu: Die Wiederentdeckung des Planetoiden Ceres um 1800 durch Carl Friedrich Gauß, der aus Datenpunkten früherer Beobachtungen mit verschiedenen Tricks die Parameter eines Prädiktors adjustierte, welcher die Trainingsdaten verallgemeinerte, um den neuen Standort von Ceres richtig vorherzusagen. Damals kamen Gauß und der französische Mathematiker Adrien-Marie Legendre auf die noch immer weit verbreitete Methode der kleinsten Quadrate und der Regression zur Mustererkennung. Frank Rosenblatts einschichtiges lernendes neuronales Netz (NN) der 1950er Jahre (das Perzeptron) war im Wesentlichen eine Variante der alten linearen Regression.


 Ein wichtiges Teilgebiet der modernen KI, das heute oft als Deep Learning (DL) bezeichnet wird, und zentrales Thema des vorliegenden Buches ist, geht über diese frühen Arbeiten hinaus. Betrachten wir das menschliche Gehirn. Es verfügt über etwa 100 Milliarden Neuronen, jedes mit durchschnittlich 10.000 anderen Neuronen verbunden. Einige sind Eingabeneuronen, die den Rest mit Daten füttern (Gehör, Sicht, Tastsinn, Schmerz, Hunger). Andere sind Ausgabeneuronen, die Muskeln bewegen. Die meisten Neuronen befinden sich dazwischen, wo das Denken stattfindet. Alle lernen, indem sie die Verbindungsstärken ändern, die bestimmen, wie stark Neuronen einander beeinflussen. Dasselbe gilt für unsere tiefen künstlichen NNs, die besser lernen als frühere Methoden, Sprache, Handschrift oder Videos zu erkennen, Schmerzen zu minimieren, Lust zu maximieren, Auto zu fahren usw.


 Auch DL wurde in Europa geboren, und zwar im Jahre 1965 in der Ukraine, damals Teil der Sowjetunion, welche etliche Bereiche der Wissenschaft und Technologie anführte. Die UdSSR hatte soeben das Weltraumzeitalter eröffnet und die größte Bombe aller Zeiten zur Explosion gebracht. Meines Erachtens noch bedeutsamer war, dass dort viele der besten Mathematiker arbeiteten, u.a. Alexey Ivakhnenko und Valentin Lapa. 1965 veröffentlichten sie den ersten funktionierenden Lernalgorithmus für Netze beliebiger Tiefe, d.h. mit einer beliebigen Anzahl von Schichten. Wenn es einen »Vater des tiefen Lernens« in vorwärtsgerichteten Netzwerken gibt, dann ist es Ivakhnenko. Schon 1970 hatten manche seiner lernenden Netze acht Schichten, was auch nach 2000 noch als tief galt. Wie die heutigen tiefen NNs lernten sie, hierarchische, verteilte, interne Darstellungen eingehender Daten zu finden.


 Marvin Minskys & Seymour Paperts berühmtes Buch Perceptrons (1969) über die Grenzen flacher NNs behandelte also ein »Problem«, das bereits seit vier Jahren gelöst war :-) Das hätten sie eigentlich wissen müssen. Einige behaupten, dass dieses Buch die NN-Forschung zerstört habe, aber das ist natürlich nicht wahr, zumindest nicht außerhalb der Vereinigten Staaten. Vor allem in Osteuropa bauten in den folgenden Jahrzehnten viele Forscher auf Ivakhnenkos Arbeiten auf. Noch in den 2000ern benutzte man seine viel zitierte Methode zum Trainieren tiefer Netze.


 Heutzutage verlassen sich die meisten kommerziellen tiefen NNs allerdings auf ein gradientenbasiertes Verfahren, das als Backpropagation oder Rückwärtsmodus der Automatischen Differenzierung bekannt wurde. Seine heutige elegante und effiziente Form wurde erstmals 1970 in einem Anrainerstaat der UdSSR publiziert, nämlich in Finnland, und zwar durch Seppo Linnainmaa in seiner Diplomarbeit (eine Verfeinerung von Kelleys Arbeit zur Steuerungstheorie von 1960). Linnainmaas Methode wurde in den Vereinigten Staaten erstmals 1982 von Paul Werbos auf NNs angewendet. Sie dient heute dazu, bestimmte NN-Verbindungen schrittweise zu schwächen und andere zu stärken, sodass sich das NN mehr und mehr wie sein Lehrer verhält.


 Eine besonders nützliche NN-Architektur namens Konvolutions-NN oder CNN (Convolutional Neural Network) wurde in den 1970er Jahren von Kunihiko Fukushima in Japan entwickelt, wo NNs mit Konvolutionen 1987 auch vom deutschen Forscher Alex Waibel mit Backpropagation kombiniert wurden. Der Franzose Yann LeCun trug in Amerika viel dazu bei, CNNs zum Standard in der Bilderkennung zu machen.


 Das vorliegende Buch behandelt das Thema Deep Learning aus der Sicht eines Mediziners in der Anglosphäre, der die meisten der oben genannten DL-Pioniere nicht im Buch benennt. So wird [hier] der Backpropagation-Algorithmus Hinton und Kollegen zugeschrieben (1986), während die eigentlichen Urheber des Verfahrens nicht genannt werden: Linnainmaa, der Erfinder der Methode (1970), und Werbos, der erste, der sie auf NNs anwendete (1982). Auch Fukushima wird nicht genannt, obwohl er 1979 die grundlegende CNN-Architektur veröffentlichte, die heute in der medizinischen Bildverarbeitung häufig genutzt wird. [Hier] wird Hinton als Vater des Deep Learnings bezeichnet, allerdings haben Ivakhnenko & Lapa das Feld bereits 1965 begründet. Mit diesem Nachwort möchte ich daher die früheren Schöpfer der grundlegenden DL-Konzepte würdigen.


 Die leistungsfähigsten NNs von heute sind in der Regel sehr tief und vielschichtig, mit zahlreichen aufeinanderfolgenden Rechenstufen (je mehr derartige Stufen, desto tiefer das Lernen). In den 1980er Jahren funktionierte das gradientenbasierte Training jedoch nicht für tiefe NNs, sondern nur für flache.


 Dieses DL-Problem offenbarte sich vor allem bei rückgekoppelten NNs (RNNs‌). Wie das menschliche Gehirn, aber im Gegensatz zu den begrenzteren vorwärtsgerichteten NNs (VNNs oder Feedforward-Netze), haben RNNs zyklische Verbindungen. Damit sind RNNs universell einsetzbare, parallel-sequenzielle Rechner, die Eingabesequenzen beliebiger Länge verarbeiten können (man denke an Sprache oder Videos oder EKG-Signale oder andere Zeitreihen aus der Medizin). Die Verbindungsstärken eines RNNs können grundsätzlich jedes Programm implementieren, das auf einem Laptop läuft. Wenn wir eine Allzweck-KI bauen wollen, dann muss das zugrunde liegende Rechensubstrat so etwas wie ein RNN sein – VNNs sind grundsätzlich unzureichend. RNNs verhalten sich zu VNNs wie Allzweckrechner zu Taschenrechnern.


 Insbesondere können RNNs im Gegensatz zu VNNs grundsätzlich mit Problemen beliebiger Tiefe umgehen. Frühe RNNs der 1980er Jahre funktionierten bei tiefen Problemen in der Praxis allerdings nicht. Dieser Nachteil wurde in meinem Labor an der TU München im Jahre 1991 zunächst durch unüberwachtes Vortrainieren beseitigt. Damals schufen wir an der TUM auch die ersten unbeaufsichtigten gegnerischen generativen Netzwerke (vgl. Generative Adversarial Networks), die sich in einem Minimax-Spiel duellieren, um so »künstliche Neugier« und ähnliche inzwischen weit verbreitete KI-Konzepte zu implementieren. Der eigentliche Grund dafür, dass DL zunächst nicht funktionierte, wurde 1991 ebenfalls an der TUM von meinem ersten Studenten Sepp Hochreiter in seiner Diplomarbeit analysiert: Entweder schrumpfen Fehlersignale bei der Rückpropagierung in typischen tiefen NNs extrem schnell, oder sie explodieren. In beiden Fällen scheitert das Lernen. Diese Analyse führte zu den Grundprinzipien des tiefen neuronalen Netzes, das wir später Long Short-Term Memory (LSTM) tauften. LSTM wurde weiter verbessert durch meine Studenten am Schweizer KI-Labor IDSIA. Spätestens 2017 beruhten nicht nur die Übersetzungsdienste von Google und Facebook auf LSTM, sondern auch die Spracherkennung von Microsoft, Google, IBM, Samsung usw., sowie die Antworten von Amazon Alexa und zahlreiche DL-Anwendungen im Gesundheitswesen. Mehr unter: http://people.idsia.ch/~juergen/impact-on-most-valuable-companies.html


 Aus dem Schweizer KI-Labor IDSIA kamen auch die ersten preisgekrönten tiefen GPU-beschleunigten CNNs (2011), und die ersten funktionstüchtigen sehr tiefen VNNs mit mehr als hundert Schichten (2015). Unsere DL-Netze erzielten im August 2011 die erste übermenschlich gute visuelle Mustererkennung, und zwar bei einem Bilderkennungswettbewerb im Silicon Valley, was auch in der New York Times erwähnt wurde. Dies wurde u.a. ermöglicht durch meinen brillanten rumänischen Postdoc Dan Ciresan. Unser Team gewann in der Folge noch drei weitere Bilderkennungswettbewerbe, bevor das Team des im Buch erwähnten Forschers Hinton erstmals einen gewann: http://people.idsia.ch/~juergen/computer-vision-contests-won-by-gpu-cnns.html


 Einer dieser Wettbewerbe war zentral für die vorliegende Schrift. Im September 2012, als Rechner noch etwa 30 Mal teurer waren als heute, konnte IDSIAs Team erstmals durch Deep Learning einen medizinischen Bilderkennungswettstreit gewinnen, lange vor den im Buch erwähnten Anwendungen. Dabei ging es um Krebsfrüherkennung. Ein Jahr später konnten wir den Erfolg bei der MICCAI Grand Challenge an der wichtigsten Konferenz zur medizinischen Bilderkennung wiederholen. Sehr bedeutsam waren hierbei unsere extrem schnellen CNN-Bildscans, die naive Implementierungen um bis zu drei Größenordnungen beschleunigten: http://people.idsia.ch/~juergen/first-time-deep-learning-won-medical-imaging-contest-september-2012.html


 Seither wurden viele Startups gegründet, die sich nur auf dieses Feld konzentrieren. Aber auch die großen Firmen wie SIEMENS, IBM und Google haben inzwischen ganze Abteilungen, die auf DL für medizinische Anwendungen spezialisiert sind. Bald wird jegliche medizinische Diagnostik (Radiologie, CT-Scan-Analyse, Röntgenbildanalyse, Biosignalanalyse etc.) übermenschlich gut sein. Das Gesundheitswesen macht 10 % der Weltwirtschaft aus, und ein bedeutender Teil davon entfällt auf die Diagnostik. DL wird aber nicht nur viel Geld einsparen, sondern auch fachkundige medizinische Diagnostik vielen zugänglich machen, die sie sich derzeit nicht leisten können.


 Ich hoffe, dass Sie die Aussagen des Buches aufschlussreich finden und, wo angebracht, mit einem Körnchen Salz genießen.


 Jürgen Schmidhuber


 


 Professor Jürgen Schmidhuber wird von den Medien oft als »Vater der modernen Künstlichen Intelligenz (KI)« bezeichnet. Der in München geborene Forscher ist Mitgründer und Chefwissenschaftler der Firma NNAISENSE, die die erste praktische Allzweck-KI erschaffen will, und wissenschaftlicher Direktor des Schweizer KI-Forschungsinstituts IDSIA (USI & SUPSI). Die preisgekrönten tiefen neuronalen Netzwerke seiner Forschungsgruppen an der TU München und am IDSIA revolutionierten das maschinelle Lernen, stecken nun in Milliarden von Computern und werden von den wertvollsten Firmen der Welt jeden Tag vielmilliardenfach genutzt, u.a. für automatische Übersetzung, Spracherkennung, lernende Roboter, Bildbeschreibung, Videospiele, KI-Assistenten, Finanzvorhersage, Gesundheitswesen, usw. Sie waren 2011 die weltweit ersten, die übermenschliche visuelle Mustererkennungsresultate erzielten. Dies weckte bei der Industrie enormes Interesse. Der heutzutage omnipräsente LSTM-Algorithmus seiner Forschungsgruppen an der TU München und am IDSIA nutzte schon 2016 einen signifikanten Teil der Rechenkraft unseres Planeten. So macht LSTM seit 2015 Googles Spracherkennung auf nun über 2 Milliarden Android Smartphones. 2016 wurde auch Google Translate auf LSTM umgestellt, was zu einer dramatischen Verbesserung führte; schon 2016 wurden fast 30 % der enormen Inferenzkraft in Googles Datenzentren für LSTM verwendet. Ab 2017 machte auch Facebook Übersetzungen mit LSTM, und zwar 30 Milliarden pro Woche, also über 50.000 pro Sekunde. Man vergleiche: Das erfolgreichste YouTube-Video brauchte zwei Jahre, um auf nur 6 Milliarden Klicks zu kommen. Seit 2016 erzeugt LSTM auch die Frauenstimme von Amazons Alexa, und steckt in Apples Siri & QuickType auf fast einer Milliarde iPhones. Business Week nannte LSTM »die wohl kommerziellste Leistung der KI«. Schmidhuber erfand auch künstliche Neugier und meta-lernende Maschinen, die das Lernen selbst lernen. Er erhielt zahlreiche internationale Preise, ist ein höchst gefragter Redner und berät verschiedene Regierungen zur KI.
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Bei Kauf im Webshop des Verlages werden die ebooks
mit einem nicht sichtbaren digitalen Wasserzeichen
individuell pro Nutzer signiert.

Bei Kauf in anderen ebook-Webshops erfolgt die Signa-
tur durch die Shopbetreiber. Angaben zu diesem DRM
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